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ஆசிரியர் உளைe: 

“எண்ணித் துணிக கருGம் துணிந்தபின் 

எண்ணுவே.ாம் என்பது இழுக்கு "

என்ற திருக்குறளின் படி, deep learning பற்றி ஒரு 
புத்தகத்ளைத எழுதிவிட<ாம் என்று துணிந்து 
எண்ணிவிட்வேடன். ஆனால் எழுதத் வெதாடங்கிய 
பின்புதான் வெதரிகிறது இது ஒரு Gாவெபரும் கடல் 
என்று! இந்தக் கடலில் மூழ்கி முத்தான ஒரு 
புத்தகத்ளைதப் பளைடக்க வே.ண்டும் என்றால் 
எனக்குப் ப< .ருடங்கள் பிடிக்கும். ஆகவே. 
என்னால் முடிந்த .ளைe deep learning -ன் கீழ் 
.ரும் பல்வே.று தளை<ப்புகள் பற்றிய ஒரு 
அடிப்பளைட வி9க்கத்ளைத இப்புத்தகத்தில் 
தந்துள்வே9ன். இதில்  குறிப்பிட்டுள்9 
ஒவ்வெ.ான்ளைறப் பற்றியும் இன்னும் வேதடித் 
வேதடி ஆழGாகக் கற்று நிளைறய பயிற்சிகள் வெசய்து



பார்த்து கற்றுத் வேதற வே.ண்டியது .ாசகர்களின் 
வெபாறுப்பு. 

எளிய தமிழில் Machine Learning என்று 
ஏற்வெகனவே. ஒரு புத்தகத்ளைத எழுதி 
வெ.ளியிட்டுள்வே9ன்.  அளைதப் படித்து முடித்த 
பின்னர் இப்புத்தகத்ளைத படிக்கத் வெதாடங்கு.வேத
நல்<து. எடுத்தவுடன் இப்புத்தகத்திலிருந்து 
ஆeம்பிக்க வே.ண்டாம்.  

http://kaniyam.com/learn-machine-learning-in-tamil  
என்ற முக.ரியில் இருந்து அந்த நூளை< 
பதிவிறக்கம் வெசய்ய<ாம்
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1 Deep Learning

இயந்திe .ழிக் கற்றலின் (Machine Learning) ஒரு 
பகுதியாக நியூeல் வெநட்வெ.ார்க்ஸ் என்பது 
அளைGயும். அதா.து Gனிதனுளைடய மூளை9 
எவ்.ாறு கற்கிறது என்பளைத முன்வேனாடியாகக் 
வெகாண்டு உரு.ாக்கப்பட்டவேத நியூeல் 
வெநட்வெ.ார்க்ஸ் ஆகும்.முதலில் ஒரு குழந்ளைத 
பிறக்கும்வேபாது அதனுளைடய மூளை9க்கு 
ஒன்றுவேG வெதரியாது. சுழியத்திலிருந்து 
ஆeம்பித்து பின்னர் ஒவ்வெ.ாரு விஷயGாகக் 
கற்கிறது. அதா.து குழந்ளைதயின் மூளை9யிலுள்9
ஒரு மூளை9 நeம்பு(நியூeான்) ஒரு புதிய 
விஷயத்ளைதக் கற்கிறது. அடுத்ததாக Gற்வெறாரு 
நeம்பு (Gற்வெறாரு நியூeான்)ஏற்வெகனவே. கற்றுக் 
வெகாண்டுள்9 விஷயத்வேதாடு வேசர்த்து 
இன்வெனாரு புதிய விஷயத்ளைதயும் கற்றுக் 



வெகாள்கிறது. இவ்.ாவேற நூறு பில்லியன் 
எண்ணிக்ளைகயில் இருக்கும் பல்வே.று  
மூளை9நeம்புகள் ஒன்வேறாவெடான்று 
.ளை<ப்பின்னல் .டிவில் பிளைfக்கப்பட்டு 
(நியூeல் வெநட்வெ.ார்க்ஸ்) வெதாடர்ச்சியாக 
புதுப்புது விஷயங்களை9க் கற்றுக் வெகாண்வேட 
.ருகின்றன. இளைத அடிப்பளைடயாக ளை.த்து 
உரு.ாக்கப்பட்டவேத நியூeல் வெநட்வெ.ார்க்ஸ் 
எனும் தத்து.ம் ஆகும்.  

இத்தத்து.Gானது பின்.ரும் அளைGப்பின் 
மூ<ம் வெசயற்ளைகயாக நGது கணினியில் 
உரு.ாக்கப்படுகிறது. இ.ற்றில் முதல்நிளை<, 
இளைடநிளை<, களைடநிளை< எனும் 3 நிளை<களில் 
பல்வே.று நியூeான்கள் அளைGக்கப்படுகின்றன. 
கfக்கீடுகளுக்காகப்  பயன்படுத்தப்படும் 
முதன்ளைG அ<கு நியூeான் என்று 
அளைழக்கப்படும். ஒவ்வெ.ாரு நியூeானும் 
வெ.க்டர்  எனும் அ<கின் மூ<ம்  தங்களுக்கான 
தeவுகளை9ப் வெபற்றுக் வெகாள்கின்றன. முதல்  



நிளை<யில் உள்9 நியூeான்கள் உள்ளீட்டுக்கானது.
களைட நிளை<யில் உள்9 நியூeான்கள் வெ.ளியீ 
ட்டுக்கானது.இளைடயில் ஒன்று அல்<து அதற்கு 
வேGற்பட்ட Gளைறமுக அடுக்கில் பல்வே.று 
நியூeான்களை9 உரு.ாக்கி, ஒவ்வெ.ாரு 
அடுக்கிலும் தGக்குரிய அ9வுருக்களை9 
தeவுகளுடன்  இளைfத்து கfக்கீடுகளை9த்  
வெதாடங்குகின்றன. அதா.து பயிற்ச்சிக்கான 
தeவுகளை9ப் வெபற்று வி9ங்கு.வேத முதல்நிளை< 
உள்ளீட்டு வெ.க்டர் ஆகும்.  இவ்வெ.க்டருடன் 
weights Gற்றும் bias-ஐச் வேசர்த்து இளைடநிளை<யின் 
முதல் அடுக்கில் உள்9 நியூeான்கள் தனது 
கfக்கீடுகளை9த் வெதாடங்குகின்றன. 
இம்Gதிப்புகளுடன்  மீண்டும் weights Gற்றும் 
bias-ஐச் வேசர்த்து இளைடநிளை<யில் அடுத்த 
அடுக்கு காfப்படின், அது தனது 
கfக்கீடுகளை9த் வெதாடங்கும். இவ்.ாவேற 
அடுத்தடுத்த நிளை<களில் கfக்கீடுகள் 
நிகழ்த்தப்பட்டு களைடசி நிளை<யில் உள்9 
நியூeான் தனது prediction-ஐ வெ.ளியிடுகிறது. 
இம்முளைறயிவே<வேய நியூeல் வெநட்வெ.ார்க் 



தனக்கான புரிதளை<யும் கற்றளை<யும் 
வேGற்வெகாள்கிறது. 



Deep Learning என்பது இந்த நியூeல் 
வெநட்வெ.ார்ளைகப் பல்வே.று விதங்களில் அ<சி 
ஆeாய்கிறது. Simple Neural Network, Shallow Neural 
Network, Deep Neural Network, Convolutional Neural 
Network, Recurrent Neural Network வேபான்ற 
பல்வே.று விதங்களில் இ.ற்ளைற உரு.ாக்கி, 
தeவுகளை9 அ<சி ஆeாய்ந்து கற்றுக் வெகாள்கிறது. 
இ.ற்ளைற உரு.ாக்கு.தற்வெகன TensorFlow, 
PyTorch, Sonnet, Keras, Gluon, Swift, Chainer, DL4J, 
ONNX வேபான்ற பல்வே.று கட்டளைGப்புகள் deep 
learning-ல் உள்9ன. இ.ற்றில் ஒன்றான 



TensorFlow .ழிவேய deep learning-ல் உள்9 
பல்வே.று அளைGப்புகளை9 நாம் உரு.ாக்கிக் 
கற்க<ாம். இதற்வெகன முதலில் TensorFlow-ல் 
உள்9 அடிப்பளைடயான விஷயங்களை9ப் பற்றிக் 
கற்றுக்வெகாள்வே.ாம். 



2 TensorFlow

Deep Neural Network-ன் பல்வே.று 
வெசயல்பாடுகளை9 ஆeாய்.தற்கு உதவும் 
.ளைகயில் 2)011-ல் Google brain குழு.ால் 
உரு.ாக்கப்பட்ட ஒன்வேற Tensorflow ஆகும். இது 
மிகவும் கடினGான கணித வெசயல்பாடுகளை9 
சு<பGாக்கு.தற்கு ஏற்ற .ளைகயில் 
உரு.ாக்கப்பட்ட திறந்த மூ< கணித  
library ஆகும். இதன் மூ<ம் தeவுகள் பற்றிய 
ஆழGான புரிதளை< நாம் வேGற்வெகாள்9 முடியும்.  

தeவுகள் எந்த அளைGப்பில் வேசமித்து 
ளை.க்கப்படுகின்றவேதா அந்த data model-ஆனது 
வெடன்சார் என்று அளைழக்கப்படும் (Data Model = 
Tensors). இதுவேபான்ற பல்வே.று 
வெடன்சார்களுக்கிளைடயில் தeவுகள் 
பரிGாறப்பட்டு வெசயல்பாடுகள் நிகழ்.ளைதவேய 
Tensorflow என்று அளைழக்கிவேறாம் (Data flow = 



Tensor flow). இத்தளைகய பரிGாற்றங்களை9க் காf 
உதவும் கருவிவேய Tensorboard ஆகும் (Dashboard = 
Tensor board). இக்கருவியில் பல்வே.று 
வெடன்சார்களுக்கிளைடயில் தeவுகள் எவ்விதம் 
பரிGாறப்படுகின்றன என்பது ஒரு .ளைeபடம் 
மூ<ம் .ளைeந்து காட்டப்படுகிறது. இதுவே. 
Tensor flow graph என்று அளைழக்கப்படும். 
இவ்.ளைeபடம் nodes Gற்றும் edges எனும் 
இeண்டு அம்சங்களை9ப் வெபற்றிருக்கும். Nodes 
என்பது கணித வெசயல்பாடுகளை9யும் edges 
என்பது வெடன்சாளைeயும் குறிக்கும் (Data flow graph
= Tensor flow graph). இது CPU, GPU, Server, Mobile 
வேபான்ற கருவிகளில் நிறுவு.தற்கு ஏற்ற 
.ளைகயில் சு<பGான கட்டளைGப்பிளைனப் 
வெபற்றிருக்கும். 

உதாef நிeல்  :   

“hello world” எனும் .ாக்கியத்ளைத 
வெ.ளிப்படுத்து.தற்கான உதாefம் 
பின்.ருGாறு அளைGயும். இதன் மூ<ம் ஒரு 



Gாதிரி tensor flow நிeலின் அளைGப்பு முளைறளையத் 
வெதரிந்து வெகாள்9<ாம். இது வெபாது.ாக 3 
நிளை<களை9 உள்9டக்கியது. 

i) வெடன்சார்களின் உரு.ாக்கம் - Construction

ii) வெடன்சார்களை9 இயக்கி கfக்கீடுகளை9 
நிகழ்த்துதல்  - Running a session

iii) முடிவுகளை9 ஆeாய்தல்  - Routing & Analysis

https://gist.github.com/
nithyadurai87/8c2)d2)4e08cebd7dcff469672)7c758913

import tensorflow as tf

a = tf.constant("hello world!")
print (a)

s = tf.Session()
print (s.run(a))
s.close()

https://gist.github.com/nithyadurai87/8c2d24e08cebd7dcff4696727c758913
https://gist.github.com/nithyadurai87/8c2d24e08cebd7dcff4696727c758913


with tf.Session() as s:    
    print(s.run(a)) 

நிeலுக்கான   வி9க்கம்  :   

1. முதலில்  tensor flow library-ஐ tf எனும் வெபயரில் 
இறக்குGதி வெசய்துவெகாள்9 வே.ண்டும்.

2). பின்னர் இந்த library-க்குள் உள்9 அளைனத்து 
operators-ஐயும் tf. எனக் வெகாடுத்து பயன்படுத்த 
வே.ண்டும். இங்கு "hello world" எனும் constant-ஐ 
வெ.ளிப்படுத்த விரும்புகிவேறாம். எனவே. 
tf.constant() என்பதற்குள் இச்வெசாற்வெறாடர் 
வெகாடுக்கப்பட்டு a எனும் வெடன்சார் 
உரு.ாக்கப்படுகிறது. print (a) எனக் 
வெகாடுக்கும்வேபாது அது constant .ளைக  
வெடன்சாளைe வெகாண்டுள்9து என்பளைத Gட்டுவேG 
வெ.ளிப்படுத்தும்.  அதனுளைடய Gதிப்பிளைன 
வெ.ளிப்படுத்தாது. இதுவே. முதல் நிளை<யான 
வெடன்சார்களின் உரு.ாக்கம் ஆகும். 



3. அடுத்த நிளை<யில்தான் வெடன்சாளைe இயக்கி 
Gதிப்புகளை9 வெ.ளிப்படுத்தப் வேபாகிவேறாம். 
இதற்கு உதவு.வேத session() எனும் operator 
ஆகும். இளைத பின்.ரும் இeண்டு விதங்களில் 
இயக்க<ாம். 

விதம்1: tf.session() எனக் வெகாடுத்து s எனும் 
வெடன்சாளைe உரு.ாக்கவும். பின்னர் s.run() எனக் 
வெகாடுத்து constant-ஐக் வெகாண்டுள்9 வெடன்சாளைe 
இயக்கி Gதிப்பிளைனக் காf<ாம்.. print (s.run(a)) 
என்பவேத அந்த  constant வெகாண்டுள்9 
Gதிப்பிளைன வெ.ளிப்படுத்தும். களைடசியாக 
வெடன்சார்களை9 இயக்கி முடித்த பின்னர் நாம் 
உரு.ாக்கியுள்9 session-ஐ நிறுத்தி விட 
வே.ண்டும் s.close(). இது ஒரு விதம். 
விதம்2): with tf.Session() as s: எனக் வெகாடுத்து 
இதற்குள் நாம் இயக்க வே.ண்டிய 
அளைனத்ளைதயும் வெகாடுக்க<ாம். இது Gற்வெறாரு 
விதம். இம்முளைறயில் நாம் இயக்கும்வேபாது 
களைடசியாக session-ஐ நிறுத்தத் வேதளை.யில்ளை<. 

                                                                                             



நிeலுக்கான வெ.ளியீடு  :  

Tensor("Const:0", shape=(), dtype=string)

b'hello world!'

b'hello world!'

2.1 Constants
ஒரு குறிப்பிட்ட நிளை<யான Gதிப்பிளைனப் 
வெபற்று இயங்கு.தற்கு tf.constant() எனும் operator
பயன்படுகிறது. இது  string, int, float, bool வேபான்ற 
பல்வே.று .ளைககளில் தeவுகளை9ப் வெபற்று 
இயங்கும் தன்ளைG உளைடயது. கீழ்க்கண்ட 
எடுத்துக்காட்டில் இதன் பல்வே.று தeவு 
.ளைககளை9க் காf<ாம்  

https://gist.github.com/nithyadurai87/
d7ede47ace7ce902)8342)f8153b81c9b3

https://gist.github.com/nithyadurai87/d7ede47ace7ce9028342f8153b81c9b3
https://gist.github.com/nithyadurai87/d7ede47ace7ce9028342f8153b81c9b3


import tensorflow as tf

print (tf.constant("hello world!"))
print (tf.constant(1))
print (tf.constant(1, tf.int16))
print (tf.constant(1.25))
print (tf.constant([1,2,3]))
print (tf.constant([[1,2,3],
[4,5,6]]))
print (tf.constant([[[1,2,3],
[4,5,6]],
                    [[7,8,9],
[10,11,12]],
                    [[13,14,15],
[16,17,18]]]))
print (tf.constant([True, True, 
False]))
print (tf.zeros(10))
print (tf.ones([10, 10]))

நிeலுக்கான   வி9க்கம்   &   வெ.ளியீடு  :   



1. “ hello world” எனக் வெகாடுக்கும்வேபாது, அது 
string .ளைக வெடன்சாளைe உரு.ாக்கியுள்9ளைதக் 
காf<ாம். dtype என்பது data type-ஐக் குறிக்கும். 

Tensor("Const:0", shape=(), dtype=string)

2). எண் 1 எனக் வெகாடுக்கும்வேபாது, int32) .ளைக 
வெடன்சாளைe உரு.ாக்கும். இதுவே. default தeவு 
.ளைக ஆகும். இளைதவேய int16 என Gாற்ற 
விரும்பினால், 1 எனக் வெகாடுக்கும்வேபாவேத 
பக்கத்தில், int16 என அளிக்க வே.ண்டும்.  

Tensor("Const_1:0", shape=(), dtype=int32))

Tensor("Const_2):0", shape=(), dtype=int16)

3. தசG எண்களை9க் வெகாடுக்கும்வேபாது 1.2)5, 
float .ளைக வெடன்சாளைe உரு.ாக்கும்.



Tensor("Const_3:0", shape=(), dtype=float32))

4. [1,2),3] எனும் list Gதிப்பிளைனக் 
வெகாடுக்கும்வேபாது, அதளைன ஒரு பரிGாf array-
ஆகக் கfக்கில் வெகாள்ளும். இதன் shape எனும் 
பண்பின் Gதிப்பு காலியாக இல்<ாGல், 3 என 
இருப்பளைதக் காf<ாம். அதா.து 1d array-ல் 3 
columns உள்9ளைத இது குறிக்கிறது. 

Tensor("Const_4:0", shape=(3,), dtype=int32))

5. [[1,2),3],[4,5,6]] எனும் இரு பரிGாf array-ஐக் 
வெகாடுக்கும்வேபாது, shape பண்பின் Gதிப்பு  (2),3) 
என உள்9ளைதக் காf<ாம். அதா.து 
வெகாடுக்கப்பட்ட 2)d array-ல் 2) rows Gற்றும் 
ஒவ்வெ.ாரு row-விலும்  3 columns உள்9து 
என்பளைத இது குறிக்கிறது. 



Tensor("Const_5:0", shape=(2), 3), dtype=int32))

6. [[[1,2),3],[4,5,6]] ,

[[7,8,9],[10,11,12)]] ,

[[13,14,15],[16,17,18]]] எனும் முப்பரிGாf array-
ஐக் வெகாடுக்கும்வேபாது, shape-ன் Gதிப்பு (3,2),3) 
என உள்9ளைதக் காf<ாம். முதலில் உள்9 
3 என்பது மூன்று  2)d array-ஐக் வெகாண்டுள்9து 
என்பளைதக் குறிக்கிறது. அடுத்து உள்9 2),3 
என்பது அத்தளைகய 2)d array-ல் 2) rows, 3 
columns உள்9து என்பளைதக் குறிக்கிறது. 

Tensor("Const_6:0", shape=(3, 2), 3), dtype=int32))

7. True, False என்பது வேபான்ற Gதிப்புகளை9க் 
வெகாடுக்கும்வேபாது bool .ளைக வெடன்சாளைe 
உரு.ாக்கு.ளைதக் காf<ாம். 



Tensor("Const_7:0", shape=(3,), dtype=bool)

8. tf.zeros Gற்றும் tf.ones என்பது முளைறவேய 
பூஜ்ஜியம் Gட்டும் Gற்றும் 1-ஐ Gட்டும் வெபற்று 
வி9ங்கும் அணிகளை9 உரு.ாக்கப் 
பயன்படுகிறது. இதற்குள் வெகாடுக்கப்பட்டுள்9 
Gதிப்புகளை9ப் வெபாறுத்து  இளை. முளைறவேய 10 
columns-ஐ Gட்டும் வெபற்று வி9ங்கும் 1d array-
ஐயும், 10 rows & 10 columns -ஐப் வெபற்று 
வி9ங்கும் 2)d array-ஐக் வெகாண்ட வெடன்சாளைe 
உரு.ாக்கியுள்9து. 

Tensor("zeros:0", shape=(10,), dtype=float32))

Tensor("ones:0", shape=(10, 10), dtype=float32))



2.2 Tensor properties
ஒரு வெடன்சார் என்பது அதனுளைடய வெபயர், 
.டி.ம், தeவு.ளைக எனும் 3 பண்புகளை9க் 
வெகாண்டு வி9க்கப்படுகிறது. 

வெபயர் (Name): ஒரு வெடன்சாளைe 
உரு.ாக்கும்வேபாவேத, நGக்கு வே.ண்டிய 
வெபயளைeக் வெகாடுத்து உரு.ாக்க<ாம். 
இல்ளை<வெயனில், எந்த operator-ஐப் 
பயன்படுத்தியுள்வே9ாவேGா அதன் வெபயவேe 
வெடன்சாரின் வெபயeாக தானாக அளைGந்துவிடும். 
அவ்.ாவேற ஒவேe வெபயளைe மீண்டும் மீண்டும் 
பயன்படுத்தும்வேபாவேதா, அல்<து வெபயரிடாதா 
ஒவேe operator-ஐ மீண்டும் மீண்டும் 
பயன்படுத்தும்வேபாவேதா, அதன் பக்கத்தில் 
underscore (_) இட்டு முளைறவேய 1,2),3, என .ரிளைச 
எண்கள் வெ.ளிப்படு.ளைதக் காf<ாம். 

.டி.ம் (Shape): இப்பண்பு வெபாது.ாக shape=() 
காலி Gதிப்ளைபவேய வெபற்றிருக்கும். ஆனால் 
அணிகளை9க் குறிப்பிடும்வேபாது Gட்டும், அது 



ஒரு பரிGாfGா, இருபரிGாfGா அல்<து 
முப்பரிGாfGா என்பளைதக் குறிக்கப் 
பயன்படும். கீழ்க்கண்ட உதாefத்தில் 
இப்பண்பிளைனப் பயன்படுத்தி, ஒரு 
வெடன்சாருளைடய .டி. அளைGப்ளைபக் வெகாண்ட 
Gற்வெறாரு வெடன்சார் உரு.ாக்கப்பட்டுள்9து. 
அதா.து d எனும் வெடன்சாரில் உள்9து 
வேபா<வே. 3 rows-ஐக் வெகாண்ட 1-ஐ  Gட்டும் 
வெபற்று வி9ங்கும்  e அணி இங்கு 
உரு.ாக்கப்பட்டுள்9து. tf.ones() என்பது 1-ஐ  
Gட்டும் வெபற்று வி9ங்கும்  சதுe அணிளைய 
உரு.ாக்கும்.. எனவே. d.shape[0] என 3 rows-ஐ 
Gட்டும் குறிக்கும் விதGாகக் வெகாடுத்தால் 
வேபாதுGானது. அதற்வேகற்ப columns-ஐ உரு.ாக்கி 
சதுe அணிளைய உரு.ாக்கிக் வெகாள்ளும். 

தeவு.ளைக (data type): int, float, string, bool வேபான்ற 
பல்வே.று தeவு .ளைககளில் ஒரு வெடன்சார் எந்தத்
தeவு .ளைகளையச் சார்ந்தது என்பளைதக் குறிக்க 
dtype என்பது பயன்படுகிறது. ஒரு தeவு 
.ளைகளைய Gற்வெறாரு தeவு .ளைகயாக 
Gாற்று.தற்கு tf.cast() எனும் operator 



பயன்படுகிறது. கீழ்க்கண்ட உதாefத்தில் float 
என்பது int-ஆக Gாற்றப்பட்டுள்9து.  

 

https://gist.github.com/
nithyadurai87/70cafef972)1542)2)4c8912)2)0aec2)336c3

import tensorflow as tf

a = tf.constant(1) 
b = tf.constant(2)
c = tf.constant(1, name = "value") 
print (a.name)
print (b.name)
print (c.name)

d = tf.constant([[1,2],[3,4],[5,6]])
e = tf.ones(d.shape[0])
print (a.get_shape())



print (d.get_shape())
print (e.get_shape())

c = tf.constant(1.25)
print (c.dtype)
print (tf.cast(c, 
dtype=tf.int32).dtype)

நிeலுக்கான   வெ.ளியீடு  :   

Const:0

Const_1:0

value:0

()

(3, 2))

(3,)

<dtype: 'float32)'>



<dtype: 'int32)'>

2.3 Operators
வெடன்சாரில் பல்வே.று ஆப்பவேeட்டர்கள் 
உள்9ன. அ.ற்றில் சி<.ான ஒர் எண்ணின் 
.ர்க்க மூ<ம் காணுதல், இரு அணிகளின் 
கூட்டல், வெபருக்கல் வேபான்ற.ற்றிற்குப் 
பயன்படும்  ஆப்பவேeட்டர்கள் கீவேழ 
வெகாடுக்கப்பட்டுள்9ன.  

https://gist.github.com/
nithyadurai87/811fb2)f2)d2)87142)0f097c5c99c659f9b

import tensorflow as tf

a = tf.constant(121.5)
b = tf.constant([[1,2],[3,4],[5,6]])
c = tf.constant([[7,8],[9,10],
[11,12]]) 

https://gist.github.com/nithyadurai87/811fb2f2d2871420f097c5c99c659f9b
https://gist.github.com/nithyadurai87/811fb2f2d2871420f097c5c99c659f9b


r1 = tf.sqrt(a)
r2 = tf.add(b,c)
r3 = tf.multiply(b,c)

print (s.run(r1))
print (s.run(r2)) 
print (s.run(r3)) 

நிeலுக்கான   வெ.ளியீடு  :   

11.02)2)704

[[ 8 10]

 [12) 14]

 [16 18]]

[[ 7 16]

 [2)7 40]

 [55 72)]]



2.4 Variables
ஒரு variable என .ளைeயறுக்கப்பட்ட 
வெடன்சாரின் Gதிப்புகளை9 நம்Gால் Gாற்றி 
Gாற்றி அளைGக்க முடியும். நியூeல் 
வெநட்வெ.ார்க்கில் weights, bias வேபான்ற 
அ9வுருக்களை9 நாம் Gாற்றி Gாற்றி அளைGக்க 
வே.ண்டியிருக்கும். இது வேபான்ற இடங்களில் 
இந்த variable-ஐ நாம் பயன்படுத்திக் 
வெகாள்9<ாம். 

கீழ்க்கண்ட உதாefத்தில், a எனும் variable 
உரு.ாக்கப்பட்டுள்9து. இதளைன 
உரு.ாக்கும்வேபாது அதன் வெபயர் (v1) Gற்றும் 
[3,3] .டி.ம் வெகாடுக்கப்பட்டுள்9து. அதா.து 3 
rows Gற்றும் 3 columns-ஐக் வெகாண்ட ஒரு அணி 
உரு.ாக்கப்பட்டுள்9து.. ஒரு session-ஐ 
உரு.ாக்கி அதில் a-ஐப் பிரிண்ட் வெசய்து 
பார்த்தால், random-ஆக இருக்கும் எண்களை9ப் 
வெபற்ற அணி வெ.ளிப்படு.ளைதக் காf<ாம். 
வேGலும், tf.global_variables_initializer() -ஐ 
இயக்கு.தற்கு முன்னர் பிரிண்ட் வெசய்து 



பார்த்தால், "Attempting to use uninitialized value v1" 
எனும் த.று வெ.ளிப்படு.ளைதக் காf<ாம். 
ஆகவே. இந்த function-ஐ இயக்கும்வேபாதுதான் 
வெகாடுக்கப்பட்ட variables-அளைனத்தும் அதன் 
து.க்க Gதிப்பால் initialize வெசய்யப்படும். எந்த 
ஒரு variable-ஐயும் பயன்படுத்து.தற்கு முன்னர் 
இந்த function-ஐ இயக்கு.து மிக மிக முக்கியம்.  

அடுத்ததாக b எனும் variable 
உரு.ாக்கப்பட்டுள்9து. இதளைன 
உரு.ாக்கும்வேபாவேத initializer மூ<ம் அந்த 
variable-ல் என்ன Gதிப்புகள் இருக்க வே.ண்டும் 
என வேநeடியாகக் வெகாடுத்து விட்வேடாம். 
அதா.து என்ன .டி.த்தில் இருக்க வே.ண்டும் 
எனக் கூறு.தற்கு பதி<ாக, அந்த அணிளையவேய 
வேநeடியாகக் வெகாடுத்து விட்வேடாம். இதளைன 
பிரிண்ட் வெசய்து பார்த்தால், அந்த அணியின் 
Gதிப்பு வெ.ளிப்படு.ளைதக் காf<ாம். 

களைடசியாக x எனும் variable 1 எனும் து.க்க 
Gதிப்ளைபப்  வெபற்று  உரு.ாக்கப்பட்டுள்9து. 
பின்னர் session-க்குள் for loop மூ<ம் 10 சுற்றுகளை9



உரு.ாக்கி, ஒவ்வெ.ாரு சுற்றிலும் அந்த variable, 2) 
எனும் constant-ஆல் வெபருக்கப்படுகிறது. 
இவ்.ாறு வெபருக்கப்பட்டு கிளைடத்த Gதிப்வேப, 
ஒவ்வெ.ாரு சுற்றின் இறுதியிலும், x-ன் Gதிப்பாக 
tf.assign() மூ<ம் அளைGக்கப்படுகிறது. 
எனவே.தான் வெ.ளியீடு 1*2)=2), 2)*2)=4 , 4*2)=8, 
8*2)=16 … என .ந்துள்9து. 

https://gist.github.com/nithyadurai87/
a2)b16555bbe599d089969bf433182)65e

import tensorflow as tf

a = tf.get_variable("v1", [3,3])
b = tf.get_variable("v2", 
initializer=tf.constant([[3, 3],[4, 
4]]))

x = tf.Variable(1)
y = tf.constant(2)

https://gist.github.com/nithyadurai87/a2b16555bbe599d089969bf43318265e
https://gist.github.com/nithyadurai87/a2b16555bbe599d089969bf43318265e


r = tf.assign(x,tf.multiply(x,y))

with tf.Session() as s:    
    #print(s.run(a))    
    
s.run(tf.global_variables_initialize
r())
    print(s.run(a))
    print(s.run(b))
    for i in range(10):
        print (s.run(r))

நிeலுக்கான   வெ.ளியீடு  :   

[[ 0.71750665 -0.3908002)4 -0.01946092)]

 [ 0.942)70015  0.61512)136 -0.72)05548 ]

 [ 0.680012)7  -0.8149752)6  0.72)90914 ]]

[[3 3]

 [4 4]]



2)

4

8

16

32)

64

12)8

2)56

512)

102)4



2.5 Placeholders
Placeholders என்பளை. தeவுகள் .eவிருக்கின்றன 
எனும் குறிப்ளைப Gட்டும் நGக்கு உfர்த்தப்  
பயன்படுகின்றன. உண்ளைGயான தeவுகளை9 
session இயங்கிக் வெகாண்டிருக்கும்வேபாது run-
time ல் வெபற்றுக்வெகாள்கின்றன. feed_dict எனும் 
argument மூ<Gாக இளை. தeவுகளை9ப் 
வெபற்றுக்வெகாள்கின்றன. Variables என்பதற்கு 
ஏதா.வெதாரு து.க்க Gதிப்பு வேதளை.ப்படுகிறது. 
இளைத ளை.த்துத் தான் பின்னர் இயங்கத் 
வெதாடங்கும். ஆனால் placeholders இயங்கு.தற்கு
எந்த ஒரு து.க்க Gதிப்பும் வேதளை.யில்ளை<. 
session இயங்கிக் வெகாண்டிருக்கும்வேபாது 
Gதிப்புகளை9 அளித்தால் வேபாதுGானது. 
கீழ்க்கண்ட உதாefத்தில், வெ.றும் வெபயர் 
Gற்றும் தeவு.ளைகளையக் வெகாடுத்து x, y எனும் 2) 
placeholders உரு.ாக்கப்பட்டுள்9ன. x-ன் 
Gதிப்ளைப ளை.த்து  y-ன் Gதிப்ளைபக் 
கfக்கிடு.தற்கான விதியும் 
வெகாடுக்கப்பட்டுள்9து. பின்னர் அதற்கான 
Gதிப்புகள்  session இயங்கிக் 



வெகாண்டிருக்கும்வேபாது x-க்கு 100, 2)00, 300 
Gற்றும்  random முளைறயில் அளைGந்த 1 முதல்  10 
.ளைeயி<ான எண்கள் Gாற்றி Gாற்றி 
அளிக்கப்படுகின்றன. ஒவ்வெ.ான்றுக்குGான y-
ன் Gதிப்பு கfக்கிடப்பட்டு அளை. பிரிண்ட் 
வெசய்யப்பட்டுள்9ன. 

https://gist.github.com/
nithyadurai87/495e2)484a602)abc85d3e53ed7ace7407

import tensorflow as tf
import numpy as np

x = 
tf.placeholder(tf.float32,name="x")
y = tf.placeholder(tf.float32,
[1],name="y")
z = tf.constant(2.0)
y = x * z
    
print (x)
with tf.Session() as s:

https://gist.github.com/nithyadurai87/495e2484a602abc85d3e53ed7ace7407
https://gist.github.com/nithyadurai87/495e2484a602abc85d3e53ed7ace7407


    print (s.run(y,feed_dict={x:
[100]}))
    print (s.run(y,{x:[200]}))
    print (s.run(y,{x: 
np.random.rand(1, 10)}))
    print (s.run(tf.pow(x, 2),{x:
[300]}))

Tensor("x:0", dtype=float32))

[2)00.]

[400.]

[[1.5783005  0.308192)04 0.2)6068646 1.8491662)  
1.052)972)3  1.792)3148

  0.982)8862)  1.5377688  0.062)50755 1.2)72)7137 ]]

[90000.]



வெபாது.ாக நியூeல் வெநட்வெ.ார்க்கில் பயிற்சியின்
வேபாது அளிக்கப்படும் Gாதிரித் தeவுகளின் 
.டி.ங்களை9 நம்Gால் திட்டமிட்டுக் கூற 
முடியாது. இதுவேபான்ற இடங்களில் placeholders-
ஐப் பயன்படுத்த<ாம். ஏவெனனில் variables-ஐ 
.ளைeயறுக்கும்வேபாது அதன் .டி.த்ளைத நாம் 
திட்டமிட்டுக் கூற வே.ண்டியிருக்கும். அதா.து 
எத்தளைன rows & columns இருக்கும் என்பளைதக் 
கூறவே.ண்டி இருக்கும். இந்தப் பிeச்சளைன 
placeholders-ல் இல்ளை<. Run-time ல் Gாதிரித் 
தeவுகள் .e .e அளைத அப்படிவேய ஒவ்வெ.ாரு 
நியூeானுக்கும் வெசலுத்து.தற்கு இளை. வெபரிதும் 
பயன்படுகின்றன.

2.6 Tensor board
Tensor board என்பது பல்வே.று 
வெடன்சார்களுக்கிளைடயில் நிகழும் 
கfக்கீடுகளை9 .ளைeபடGாக .ளைeந்து காட்ட 
உதவும் கருவி ஆகும். கீழ்க்கண்ட 
எடுத்துக்காட்டில் x1, y1, c எனும் 3 



வெடன்சார்களுக்கிளைடயில் நிகழ்ந்துள்9 
கfக்கீடு பின்.ருGாறு. 

f = x1.y1 + squared(x1) + y1 + c

  = 5*6 + squared(5) + 6 + 5

  = 30 + 2)5 + 6 + 5

  = 66

இ.ற்ளைற .ளைeபடGாக .ளைeந்து காட்ட  
tf.summary.FileWriter() எனும் class பயன்படுகிறது. 
இது 'tensorboard_example' என்ற வெபயரில் 
நம்முளைடய தற்வேபாளைதய directory-ல் ஒரு folder-
ஐ உரு.ாக்கும். இதற்குள்  அளைனத்து 
நிகழ்வுகளின் சுருக்கங்களை9யும் (events & 
summaries) வேசமித்து ளை.க்கும். இதுவே. s.graph 
மூ<ம் .ளைeபடGாக .ளைeந்து காட்டப்படும். 

https://gist.github.com/nithyadurai87/
dbbe17d6036ea6188d9e581c3cbb2)af6

https://gist.github.com/nithyadurai87/dbbe17d6036ea6188d9e581c3cbb2af6
https://gist.github.com/nithyadurai87/dbbe17d6036ea6188d9e581c3cbb2af6


import tensorflow as tf

x1 = tf.get_variable("a", 
dtype=tf.int32,  
initializer=tf.constant([5]))
y1 = tf.get_variable("b", 
dtype=tf.int32,  
initializer=tf.constant([6]))
c = tf.constant([5], name ="c")
f = tf.multiply(x1, y1) + tf.pow(x1,
2) + y1 + c

with tf.Session() as s:  
    summary_writer = 
tf.summary.FileWriter('tensorboard_e
xample',s.graph)
    
s.run(tf.global_variables_initialize
r())
    print (s.run(f))

[66]



இப்வேபாது .ளைeபடத்துக்கான நிeளை< எழுதி 
விட்வேடாம். அடுத்து tensorboard-ஐ இயக்க 
பின்.ரும் கட்டளை9ளைய அளிக்கவும். இது 6006 
port-ல் இதளைன இயக்கும். இதன் வெ.ளியீடு 
TensorBoard 1.13.1 at http://shrinivasan-Lenovo-Z50-
70:6006 (Press CTRL+C to quit) என்பது வேபான்று 
அளைGந்தால், tensorboard  இயங்கிக் 
வெகாண்டிருக்கிறது என்று அர்த்தம். அந்த url-ல் 
வெசன்று பார்த்தால் .ளைeபடம் காfப்படும். 

$ tensorboard --
logdir=tensorboard_example

கீழ்க்கண்ட .ளைeபடம் Tensor flow graph என்று 
அளைழக்கப்படும். இது nodes Gற்றும் edges எனும் 
இeண்டு அம்சங்களை9ப் வெபற்றிருக்கும். add, mul, 
pow வேபான்றளை. nodes என்று அளைழக்கப்படும். 
இது  கணித வெசயல்பாடுகளை9க் குறிக்கும். a,b,c 
எனப் வெபயர் வெகாண்ட variables, constants 
ஆகியளை. edges என்று அளைழக்கப்படும். இது 
வெடன்சாளைeக் குறிக்கும்.











3 PyTorch

Deep Neural Network-ன் வெசயல்பாடுகளை9 
ஆeாய்.தற்கு உதவும் Gற்வெறாரு .லிளைGயான 
கட்டளைGப்வேப  PyTorch ஆகும். இது முகநூலின் 
வெசயற்ளைக அறிவுத்திறன் ஆய்வுக் குழு மூ<ம் 
உரு.ாக்கப்பட்ட ளைபதாளைன அடிப்பளைடயாகக் 
வெகாண்ட ஒரு library ஆகும். Torch எனப்படும் 
இயந்திe .ழிக்கற்றலுக்கான வெதாகுப்பின் 
அடிப்பளைடயில் உரு.ானவேத pytorch ஆகும்.   

3.1 Tensors
நியூeல் வெநட்வெ.ார்ளைகப் வெபாருத்த.ளைe 
தeவுகள் அளைனத்தும் வெடன்சார் எனப்படும் 
வெகாள்க<னின் .ழிவேயதான் வெசயல்படுகின்றன. 
இந்த ளைபடார் ச்சிலும் torch.Tensor() எனும் class 
மூ<Gாக தeவுகளை9 வெடன்சாeாக 



உரு.ாக்க<ாம். கீழ்க்கண்ட உதாefத்தில் x1 
எனும் வெபயர் வெகாண்ட காலி வெடன்சார் 
உரு.ாக்கப்பட்டுள்9து. பின்னர் [1,2),3] எனும் 1d
array-ளை.க் வெகாண்ட x2) வெடன்சார் 
உரு.ாக்கப்பட்டுள்9து. இது 3 உறுப்புகளை9க் 
வெகாண்டுள்9து என்பதனால், இதன் size Gதிப்பு 3
என வெ.ளிப்படு.ளைதக் காf<ாம். வேGலும் 
ஒவ்வெ.ாரு உறுப்பின் பக்கத்திலும், புள்ளிளைய 
இட்டு  அளைனத்ளைதயும் Float32) .ளைகயில் 
உரு.ாக்கும். அவ்.ாறு இல்<ாGல் int64 
.ளைகயில் உரு.ாக்க விரும்பினால், வெபரிய T-
க்கு பதி<ாக  சிறிய t -ஐ இட்டு torch.tensor() 
அல்<து torch.as_tensor() என்ற இeண்டில் 
ஏதா.து ஒன்ளைறப் பயன்படுத்தி உரு.ாக்க<ாம்.
இவ்விeண்ளைடயும் ளை.த்து உரு.ாக்கப்பட்ட x3,
x4 வெடன்சார்கள் ஒவேe Gாதிரி ஒவேe .ளைகயில் 
உரு.ாக்கப்பட்டுள்9ளைதக் காfவும். 
எனவே.தான் இவ்விeண்டு வெடன்சாளைeயும் 
கூட்டி அதன் Gதிப்பு ([2), 4, 6]) 
வெ.ளிப்படுத்தப்பட்டுள்9து. அதுவே. x2)-ஐயும் 
x3-ஐயும் கூட்ட இய<ாது. 



ஒவ்வெ.ாரு வெடன்சாரும் dtype, device, layout எனும்
3 பண்புகளை9ப் வெபற்றிருக்கும். dtype என்பது 
வெடன்சாரின் தeவு .ளைகளைய வெ.ளிப்படுத்த 
உதவும். device என்பது ஒரு வெடன்சார்  CPU-ல் 
இயங்கிக் வெகாண்டிருக்கிறதா அல்<து GPU-ல் 
இயங்கிக் வெகாண்டிருக்கிறதா என்பளைத 
வெ.ளிப்படுத்தும்.layout எனும் பண்பு ஒரு 
வெடன்சாருளைடய நிளைன.க அளைGப்ளைப (memory 
layout) வெ.ளிப்படுத்தும். தற்வேபாளைதக்கு 
torch.strided எனும் Gதிப்ளைபவேய இது 
வெ.ளிப்படுத்தும். வேசாதளைன முயற்சியாக 
torch.sparse_coo என்பது பயன்படுத்தப்பட்டு 
.ருகிறது.  

அடுத்ததாக eye(), zeros(), ones() வேபான்றளை. 
முளைறவேய முற்வெறாருளைG அணி, பூஜ்ஜிய அணி, 
1-ஐ Gட்டும் வெகாண்ட அணி ஆகிய.ற்ளைற 
வெகாடுக்கப்பட்டுள்9 .டி.த்தில் 
உரு.ாக்குகின்றன. பின்னர் rand() மூ<ம் 1d, 2)d, 
3d வேபான்ற .டி.ங்களில் random-ஆக அளைGந்த 
எண்களை9க் வெகாண்ட அணிகள் 
உரு.ாக்கப்பட்டுள்9ன.  



https://gist.github.com/
nithyadurai87/79d938591a3ddf6d2)2)34dc54c441082)c

import torch

x1 = torch.Tensor()
print (x1)

x2 = torch.Tensor([1,2,3])
print (x2)
print (x2.size())
print (x2.dtype)

x3 = torch.tensor([1,2,3])
x4 = torch.as_tensor([1,2,3])
print (x3)
print (x4)
print (x3+x4)
#print (x2+x3)

print (x4.dtype)
print (x4.device)
print (x4.layout)

https://gist.github.com/nithyadurai87/79d938591a3ddf6d2234dc54c441082c
https://gist.github.com/nithyadurai87/79d938591a3ddf6d2234dc54c441082c


print (torch.eye(2))
print (torch.zeros(2,2))
print (torch.ones(2,2))
print (torch.rand(2))
print (torch.rand(2,3))
print (torch.rand(2,3,4))

நிeலுக்கான வெ.ளியீடு  :  

tensor([])

tensor([1., 2)., 3.])

torch.Size([3])

torch.float32)

tensor([1, 2), 3])



tensor([1, 2), 3])

tensor([2), 4, 6])

torch.int64

cpu

torch.strided

tensor([[1., 0.], [0., 1.]])

tensor([[0., 0.], [0., 0.]])

tensor([[1., 1.], [1., 1.]])

tensor([0.7487, 0.0652)])



tensor([[0.6830, 0.9479, 0.7002)],[0.32)83, 0.8602), 
0.6711]])

tensor([[[0.8002), 0.9752), 0.4617, 0.5603],[0.152)0, 
0.6906, 0.9570, 0.7589],[0.012)2), 0.8932), 0.9644, 
0.3375]],

        [[0.512)3, 0.3771, 0.5494, 0.1664],[0.0154, 0.4539, 
0.82)66, 0.8343],[0.8994, 0.5009, 0.0348, 0.0757]]])  

3.2 Some useful commands
topk() என்ற கட்டளை9க்குள் k=1 என்றால் 
முத<ா.து வெபரிய Gதிப்ளைபயும், k=2) என்றால் 
முதல் இeண்டு வெபரிய Gதிப்புகளை9யும் 
வெ.ளிப்படுத்தும். கீழ்க்கண்ட உதாefத்தில் X 
எனும் 2)d வெடன்சார் உரு.ாக்கப்பட்டுள்9து. 
அதற்குள் dim=1 எனும்வேபாது வெகாடுக்கப்பட்ட  3
columns-ஐ 0,1,2) என பரிGாfப்படுத்தி, முதல் 
row-ல் உள்9 3 columns-ல் வெபரிய Gதிப்பான 12)0-
ஐயும், 2) .து row-ல் உள்9 3 columns-ல் வெபரிய 
Gதிப்பான 160-ஐயும் Gற்றும் அ.ற்றின் 



பரிGாfங்களை9யும் வெ.ளிப்படுத்துகிறது. 
அதுவே. dim=0 எனும்வேபாது வெகாடுக்கப்பட்ட 2) 
rows-ஐ 0,1 என பரிGாfப்படுத்தி, முதல் column-
ல் உள்9 2) rows-ல் வெபரிய Gதிப்பான 160-ஐயும், 
2) .து column-ல் உள்9 2) rows-ல் வெபரிய 
Gதிப்பான 12)0-ஐயும், மூன்றா.து  column-ல் 
உள்9 2) rows-ல் வெபரிய Gதிப்பான 90-ஐயும் 
Gற்றும் அ.ற்றின் பரிGாfங்களை9யும் 
வெ.ளிப்படுத்துகிறது.

வெடன்சாரில் இருந்து ஒரு எண்ளைf Gட்டும் 
பிரித்து எடுக்க torch.Tensor().item() என்பது 
பயன்படுகிறது. x.mul(2)) என்பது 
வெகாடுக்கப்பட்ட எண்ளைf வெடன்சாரில் உள்9 
அளைனத்து Gதிப்புகளுடனும் வெபருக்கி 
வெ.ளிப்படுத்தும். அதுவே. எந்த ஒரு operation-ன் 
பக்கத்திலும் underscore-ஐ வேசர்க்கும்வேபாது 
(mul_()), அது வெ.ளிப்படுத்தும் புதிய 
Gதிப்புக9ால் ஏற்வெகனவே. உள்9 Gதிப்புகளை9 
இடGாற்றம் வெசய்யும்.. இங்கு நாம் underscore-ஐப்
பயன்படுத்தியுள்9த்தால்  இனிவேGல்  x-ன் 
Gதிப்பு 2)-ஆல் வெபருக்கிக் கிளைடத்த புதிய 



Gதிப்புகளை9வேய வெபற்றிருக்கும். reshape 
வெசய்யும்வேபாதும் இம்Gதிப்புகவே9 Gறு.டி.ம் 
வெசய்யப்படு.ளைதக் காf<ாம். 

ஒரு வெடன்சாளைe array-ஆக Gாற்ற அந்த 
வெடன்சாரின் வெபயர் பக்கத்தில் புள்ளி ளை.த்து 
numpy() என்பது பயன்படுகிறது. அதுவே. ஒரு 
array-ளை. வெடன்சாeாக Gாற்று.தற்கு 
torch.from_numpy() என்பதற்குள் Gாற்ற வே.ண்டிய 
array()-ளை.க் வெகாடுக்க வே.ண்டும். 

ஒரு வெடன்சாளைe Gறு.டி.ம்(reshape) 
வெசய்.தற்கு view() கட்டளை9 பயன்படுகிறது. 
அதா.து வெகாடுக்கப்பட்ட 2)d வெடன்சாளைe 1d-
ஆக Gாற்று.தற்கு, அந்த வெடன்சாரின் பக்கத்தில் 
புள்ளி ளை.த்து view(1,6) எனக் வெகாடுக்க<ாம். 
அதா.து இeண்டு  rows-ல் உள்9 மூன்று மூன்று 
columns அளைனத்தும் ஒவேe row-ல் .ந்துவிடும். 
இல்ளை<வெயனில் view(1,-1) எனக் வெகாடுக்க<ாம். -
1 எனும்வேபாது, நாம் குறிப்பிட்டு இத்தளைன 
உறுப்புகள் என்று கூறத் வேதளை.யில்ளை<. 
அத்தளைனயும் Gறு.டி.ம்  வெசய்யப்பட்டுவிடும்.



https://gist.github.com/
nithyadurai87/8109fea71fd032)58a494d4b8ee72)7a9a

import torch

x = torch.Tensor([[110,120,90],
[160,20,60]])

print (x.topk(k = 1, dim = 1))
print (x.topk(k = 2, dim = 1))
print (x.topk(k = 1, dim = 0))
print (x.topk(k = 2, dim = 0))

print (torch.Tensor([110]).item())
print (x.mul_(2))

y = x.numpy()
z = torch.from_numpy(y)
print (type(y))
print (type(z))

a = x.view(1,-1)
print(a)

https://gist.github.com/nithyadurai87/8109fea71fd03258a494d4b8ee727a9a
https://gist.github.com/nithyadurai87/8109fea71fd03258a494d4b8ee727a9a


print(a.size())

நிeலுக்கான வெ.ளியீடு  :  

torch.return_types.topk(values=tensor([[12)0.],
[160.]]),indices=tensor([[1],[0]]))

torch.return_types.topk(values=tensor([[12)0., 110.],
[160.,  60.]]),indices=tensor([[1, 0],[0, 2)]]))

torch.return_types.topk(values=tensor([[160., 12)0.,  
90.]]),indices=tensor([[1, 0, 0]]))

torch.return_types.topk(values=tensor([[160., 12)0.,  90.],
[110.,  2)0.,  60.]]),indices=tensor([[1, 0, 0],[0, 1, 1]]))

110.0



tensor([[2)2)0., 2)40., 12)0.],[ 40., 32)0., 180.]])

<class 'numpy.ndarray'>

<class 'torch.Tensor'>

tensor([[2)2)0., 2)40., 12)0.,  40., 32)0., 180.]])

torch.Size([1, 6])

3.3 GPU
CPU என்பது ஒரு கணினியின் மூளை9 என்றால், 
அந்த மூளை9யின் வெசயல்திறளைன ப<Gடங்கு 
அதிகரிக்கும் .ளைகயில் தற்வேபாது உரு.ாக்கம் 
அளைடந்திருப்பவேத GPU ஆகும். இது Graphics 
Processing Unit எனப்படும். Graphics, 3d games 



வேபான்ற.ற்றில் திளைe ஒழுங்களைGவு 
வெசயல்களை9 அதிக9வு வெசய்.தற்கும், 
வெசயற்ளைக அறிவுத்திறன் துளைறகளில் பல்வே.று 
கடின கணித வெசயல்பாடுகளை9 துரிதGாக வெசய்து 
முடிக்கவும் இந்த GPU வெபரிதும் உதவுகிறது. 
இதன் துரித ஆற்றல்தான் இதனுளைடய சிறப்வேப! 

கீழ்க்கண்ட உதாefத்தில் random-ஆக 
வேதர்ந்வெதடுக்கப்பட்ட ஆயிeம் rows & columns-ஐக் 
வெகாண்ட a Gற்றும் b எனும் இeண்டு 2)d அணிகள்
உரு.ாக்கப்பட்டுள்9ன. பின்னர் இளை. 
இeண்டும் matmul() மூ<ம் ஒன்வேறாவெடான்று 
வெபருக்கப்படுகின்றன. இந்த வெசயல் 
நளைடவெபறு.தற்கு முன்னர் உள்9 வேநeமும் 
பின்னர் உள்9 வேநeமும் முளைறவேய start Gற்றும் 
end எனும் இரு variables -ல் 
வேசமிக்கப்படுகின்றன. பின்னர் இளை. 
இeண்டுக்குGான வித்தியாசத்ளைதக் 
கண்டுபிடிப்பதன் மூ<ம் இந்த வெசயல் CPU-ல் 
நளைடவெபறு.தற்கான வேநeம் 
கfக்கிடப்படுகிறது. 



பின்னர் நGது கணினியில் GPU இருக்கிறதா 
என்பளைத வேசாதிக்க cuda.is_available() எனும் 
கட்டளை9 பயன்படுகிறது. இது True என 
வெ.ளிப்படுத்தினால், நGது a, b எனும் வெடன்சார் 
களை9 GPU-ல் வெசயல்படு.தற்கு ஏற்ற .ளைகயில் 
Gாற்ற .cuda() எனும் function உதவுகிறது. இதன் 
மூ<ம் அளை. GPU-ல் ஏற்றப்பட்ட பின் மீண்டும் 
இவ்விeண்டு அணிகளின்  வெபருக்கலுக்கான 
வேநeம் கfக்கிடப்படுகிறது. CPU -ல் இதற்கான 
வேநeம் 2)2) விநாடிகள் என்றால், GPU -ல் இன்னும் 
துரிதGாக 0.0002) விநாடியில் இச்வெசயல் 
நளைடவெபற்று முடிந்திருப்பளைதக் காf<ாம். 

உங்க9து கணினியில் GPU இல்ளை<வெயனில், 
google colab எனும் இளைfப்ளைபப் 
(https://colab.research.google.com/notebooks/welcome.ip
ynb) பயன்படுத்தி கீழ்க்கண்ட வேசாதளைனளையச் 
வெசய்து பார்க்க<ாம். 

https://gist.github.com/
nithyadurai87/8eebce687ba439cd9b9691383c780dbe

https://gist.github.com/nithyadurai87/8eebce687ba439cd9b9691383c780dbe
https://gist.github.com/nithyadurai87/8eebce687ba439cd9b9691383c780dbe
https://colab.research.google.com/notebooks/welcome.ipynb
https://colab.research.google.com/notebooks/welcome.ipynb


import time
import torch

a = torch.rand(10000,10000)
b = torch.rand(10000,10000)
start = time.time()
a.matmul(b)
end = time.time()

print("{} seconds".format(end - 
start))

print (torch.cuda.is_available())

a = a.cuda()
b = b.cuda()

start = time.time()
a.matmul(b)
end = time.time()
print("{} seconds".format(end – 
start))

நிeலுக்கான வெ.ளியீடு  :  



2)2).068870782)852)173 seconds 

True 

0.0002)095699310302)7344 seconds



<class 'numpy.ndarray'>

<class 'torch.Tensor'>

tensor([[2)2)0., 2)40., 12)0.,  40., 32)0., 180.]])

torch.Size([1, 6])



4 Single Input Neuron 

இப்பகுதியில் உள்ளீட்டு அடுக்கில் ஒரு 
நியூeாளைனயும், வெ.ளியீட்டு அடுக்கில் ஒரு 
நியூeாளைனயும் ளை.த்து கணிப்பிளைன 
நிகழ்த்து.து எப்படி என்று பார்க்க<ாம். 
இதளைன நாம் tensorflow பயன்படுத்தி வெசய்து 
பார்க்கப் வேபாகிவேறாம். 

https://gist.github.com/
nithyadurai87/4ad051ef5c3cc2)a3da6c043cd99d0f1b

import tensorflow as tf

https://gist.github.com/nithyadurai87/4ad051ef5c3cc2a3da6c043cd99d0f1b
https://gist.github.com/nithyadurai87/4ad051ef5c3cc2a3da6c043cd99d0f1b


X = tf.constant(0.5)
Y = tf.constant(0.0)
W = tf.Variable(1.0)

predict_Y = tf.multiply(X,W)

cost = tf.pow(Y - predict_Y,2)
min_cost = 
tf.train.GradientDescentOptimizer(0.
025).minimize(cost)

for i in [X,W,Y,predict_Y,cost]:
    tf.summary.scalar(i.op.name,i)
    
summaries = tf.summary.merge_all()

with tf.Session() as s:
    summary_writer = 
tf.summary.FileWriter('single_input_
neuron',s.graph)



    
s.run(tf.global_variables_initialize
r())
    for i in range(100):
        
summary_writer.add_summary(s.run(sum
maries),i)
        s.run(min_cost)

உள்ளீட்டு அடுக்கில் உள்9  நியூeான் உள்ளீட்டு 
Gதிப்புடன் weight எனும் அ9வுறுவிளைன 
இளைfத்து தனது கணிப்பிளைன நிகழ்த்தும் என்று
அறிவே.ாம். இங்கு 0.5 எனும் உள்ளீட்டு  
Gதிப்பிளைன  எடுத்துக் வெகாண்டு, அதனுடன் 1.0 
எனும் weight Gதிப்பிளைன இளைfத்து 
நிகழ்த்தியுள்9 கணிப்பு predict_y எனும் வெபயரில் 
வேசமிக்கப்பட்டுள்9து. உண்ளைGயான 0.0 எனும் 
வெ.ளியீட்டு Gதிப்பு y எனும் வெபயரில் உள்9து. 
இவ்விeண்டுக்கும் உள்9 வே.றுபாவேட cost என்று
அளைழக்கப்படுகிறது. இதளைனக் கfக்கிட 
பளைழய முளைறயான square method -ஐ இங்கு 



பயன்படுத்தியுள்வே9ாம். cost Gதிப்பிளைன 
குளைறப்பதற்கான gradient descent எனும் 
தத்து.த்ளைத வெடன்சாரில் ஒற்ளைற .ரியில் 
வெசயல்படுத்தி விட<ாம். இது learning_rate எனும்
Gதிப்பிளைன தனது parameter-ஆக 
எடுத்துக்வெகாண்டு 100 சுற்றுகளில் cost-ஐக் 
குளைறக்க முற்படுகிறது. 

அடுத்ததாக இ.ற்ளைறவெயல்<ாம் வெடன்சார் 
திளைeயில் வெ.ளிப்படுத்து.தற்கான நிeல் 
வெகாடுக்கப்பட்டுள்9து. எந்வெதந்த 
Gதிப்புகளை9வெயல்<ாம் திளைeயில் 
வெ.ளிப்படுத்த விரும்புகிவேறாவேGா, 
அ.ற்ளைறவெயல்<ாம் ஒரு list-க்குள் அளைGத்து for 
loop-மூ<ம் வெதாடர்ச்சியாக scalar_summary() 
எனும் function-க்குள் வெசலுத்துகிவேறாம். இதன் 
arguments-ஆக list-ல் உள்9 ஒவ்வெ.ாரு 
வெடன்சாரின் வெபயரும், அதன் கீழ் அளைGந்துள்9 
Gதிப்புகளும் வெகாடுக்கப்பட்டுள்9ன. அதா.து 
ஒவ்வெ.ாரு வெடன்சாரின் கீழும் அளைGந்துள்9 
Gதிப்புகளின் சுருக்க வெநறிமுளைறவேய  (summary 
protocol buffer) இதன் வெ.ளியீடாக அளைGகிறது. 



இந்த சுருக்க வெநறிமுளைறகளின் அடிப்பளைடயில் 
சுருக்கம் வெசய்யப்பட்ட அளைனத்து 
வெடன்சார்களை9யும் ஒருங்கிளைfப்பதற்கு 
summary.merge_all() பயன்படுகிறது. 

பின்னர் ஒரு session-ஐ உரு.ாக்கி 
ஒருங்கிளைfக்கப்பட்ட அளைனத்து 
வெடன்சார்களின் சுருக்க  Gதிப்புகளை9யும் 
.ளைeபடGாக .ளைeந்து காட்ட 
tf.summary.FileWriter() பயன்பட்டுள்9து. இது  
தற்வேபாளைதய directory-ல் ’single_input_neuron' 
என்ற வெபயரில் ஒரு  folder-ஐ உரு.ாக்கும். 
இதற்குள் தான் அளைனத்து வெடன்சார்களின் 
summary Gதிப்புகளும் வேகாப்பு .டிவில் 
asynchronous முளைறயில் வேசர்க்கப்படும். பின்னர்  
for loop மூ<ம் 100 சுற்றுகளை9 உரு.ாக்கி, 
ஒவ்வெ.ாரு சுற்றிலும் 0.02)5 எனும் கற்றல் 
விகிதத்தின் அடிப்பளைடயில் அளைGந்த புதிய 
parameter Gதிப்புகளுக்கு summaries-ஐ உரு.ாக்கி 
இளைfக்கிறது. வெடன்சார் திளைeயில் 
.ளைeபடத்ளைதக் காண்பதற்கான பதிவுக் 



வேகாப்புகள் (log files) அளைனத்தும் 
இம்முளைறயிவே<வேய உரு.ாக்கப்படும்.

அடுத்ததாக கீழ்க்கண்ட கட்டளை9ளைய இயக்கி 
வெடன்சார் திளைeயில் வெசன்று பார்க்கவும். 

$ tensorboard --
logdir=single_input_neuron

TensorBoard 1.13.1 at http://shrinivasan-Lenovo-Z50-
70:6006 (Press CTRL+C to quit)

திளைeயில் Scalars Gற்றும் Graphs எனும் இeண்டு 
பிரிவுகள் காfப்படும். Scalar எனும் பிரிவில் list-
க்குள் நாம் வெகாடுத்து வெ.ளிப்படுத்தச் 
வெசால்லிய ஒவ்வெ.ாரு Gதிப்புகளுக்குGான 
.ளைeபடம் பின்.ரு.துவேபால் காfப்படும். 
எடுத்துக்காட்டாக predict_y தாங்கியுள்9 Gதிப்பு 
100 சுழற்சிகளில், ஒவ்வெ.ாரு சுழற்சியிலும் 0.0 
எனும் உண்ளைGயான y-Gதிப்புக்கு வெநருக்கத்தில் 
எவ்.ாறு குளைறந்து வெகாண்வேட .ருகிறது 



என்பது .ளைeந்து காட்டப்பட்டுள்9து. 
அடுத்ததாக Graphs எனும் பகுதியில் 
வெடன்சார்களுக்கிளைடயில் நளைடவெபற்ற 
கfக்கீடுகளுக்கான .ளைeபடம் .ளைeந்து 
காட்டப்பட்டுள்9து. 













4.1



5 Neural Networks 

வெசன்ற எடுத்துக்காட்டில் உள்ளீட்டு அடுக்கில் 
உள்9 ஒரு நியூeாளைனயும், வெ.ளியீட்டு 
அடுக்கில் உள்9 ஒரு நியூeாளைனயும் இளைfத்து 
கணிப்பு எவ்.ாறு நடக்கிறது என்று பார்த்வேதாம்.
இப்வேபாது உள்ளீட்டு அடுக்கில் ப< 
நியூeான்களை9 அளைGத்து அ.ற்ளைற வெ.ளியீட்டு 
அடுக்கில் உள்9 ஒரு நியூeானுடன் இளைfத்து 
கணிப்பிளைன எவ்.ாறு நிகழ்த்து.து என்று 
பார்க்க<ாம். முதலில் இதன் தத்து.ார்தங்களை9 
சாதாef ளைபதான் நிeல் வெகாண்டு எழுதிப் 
புரிந்து  வெகாள்வே.ாம். பின்னர் அதற்கு 
இளைfயான வெடன்சார் நிeளை< எவ்.ாறு 
பயன்படுத்து.து என்று பார்க்க<ாம். 



5.1 Python code 
நியூeல் வெநட் வெ.ார்கில் உள்9 பல்வே.று 
நியூeான்கள் Gாதிரித் தeவுகளுடன் அ.ற்றுக்வேக 
உரிய பல்வே.று அ9வுருக்களை9 இளைfத்து 
இளைfத்து கணிப்புகளை9 நிகழ்த்துகிறது. 
முதலில் அ9வுருக்ககளின் (parameters – weights, 
bias) Gதிப்புகளை9 சுழியம் என ளை.த்து 
கணிப்புகளை9 நிகழ்த்திப் பார்க்கும். 
இந்நிளை<யில் குளைறந்த அ9வு கணிப்புகவே9 
சரியாகவும், நிளைறய கணிப்புகள் த.றாகவும் 
அளைGயும் பட்சத்தில் அ9வுருக்களின் 
Gதிப்புகளை9 Gாற்றி Gாற்றி சரியாகக் கணிக்க 
முயல்கிறது. களைடசியாக ஓe9வுக்கு கணிப்புகள்
அளைனத்தும் சரியாக அளைGந்துவிடும் பட்சத்தில், 
தனது கற்றளை< நிறுத்திக் வெகாள்கிறது. 
இத்தளைகய களைடசி நிளை<யில் நாம் 
பயன்படுத்தியுள்9 அ9வுருக்களின் 
Gதிப்ளைபவேய எதிர்கா<த்தில் .eப்வேபாகின்ற 
தeவுகளை9 கணிப்பதற்கு நாம் பயன்படுத்திக் 
வெகாள்9<ாம். 



அளைனத்து Gாதிரித் தeவுகளின் உள்ளீடுகளை9 
ளை.த்துக் வெகாண்டு அதன் வெ.ளியீடுகளை9 
சரியாகக் கணிப்பதற்கு, சுழியத்தில் ஆeம்பித்து, 
களைடசி நிளை<ளைய அளைடயும் .ளைe 
அ9வுருக்களின் Gதிப்ளைப Gாற்றி Gாற்றி 
கணிக்கும் முளைறவேய "முன்வேனாக்கிப் பeவுதல்" / 
Forward propagation என்று அளைழக்கப்படுகிறது. 
அ9வுருக்களின் Gதிப்ளைப ஒருசி< காeணிகளின் 
அடிப்பளைடயில் Gாற்றும் முளைறக்கு 
பின்வேனாக்கிப் பeவுதல் / Back propagation என்று 
வெபயர். இவ்.ாறாக முன்வேனாக்கிப் 
பின்வேனாக்கிப் பeவுதல் மூ<ம் நியூeல் 
வெநட் வெ.ார்க்கானது  தனது கற்றளை< 
நிகழ்த்துகிறது.  

கீழ்க்கண்ட எடுத்துக்காட்டில் உள்ளீட்டுத் தeவு 
ஒரு 2)d array-ளை.க் வெகாண்டுள்9து. அ.ற்றில் 4 
rows Gற்றும் ஒவ்வெ.ாரு row-விலும் 2) columns 
உள்9ன. அதா.து 2) features-ஆல் வி9க்கப்படும் 
4 Gாதிரித் தeவுகளை9க் வெகாண்டுள்9து. இந்த 2) 
features-ம் உள்ளீட்டு அடுக்கில் அளைGயும் 2) 
நியூeான்க9ாக  அளைGயும். இதற்கான வெ.ளியீடு 



0 Gற்றும் 1-ஆக உள்9து. எனவே. இது logistic 
regression-க்கான எடுத்துக்காட்டு என்பதால், 
இதற்கான வெ.ளியீட்டு layer-ல் sigmoid activation fn
பயன்படுத்தப்பட்டுள்9து. 



https://gist.github.com/
nithyadurai87/75e91a68e07d2)e375aaf3ba4c87ef49a

from sklearn import datasets
import numpy as np

X_data = np.array([[0.4,0.3],
[0.6,0.8],[0.7,0.5],[0.9,0.2]])
Y_data = np.array([[1],[1],[1],[0]])

X = X_data.T
Y = Y_data.T

https://gist.github.com/nithyadurai87/75e91a68e07d2e375aaf3ba4c87ef49a
https://gist.github.com/nithyadurai87/75e91a68e07d2e375aaf3ba4c87ef49a


W = np.zeros((X.shape[0], 1))
b = 0

num_samples = float(X.shape[1])
for i in range(1000):
    Z = np.dot(W.T,X) + b
    pred_y = 1/(1 + np.exp(-Z))
    if(i%100 == 0):
      print("cost after %d 
epoch:"%i)
      print (-1/num_samples 
*np.sum(Y*np.log(pred_y) + (1-
Y)*(np.log(1-pred_y))))
    dW = 
(np.dot(X,(pred_y-Y).T))/num_samples
    db = 
np.sum(pred_y-Y)/num_samples
    W = W - (0.1 * dW)
    b = b - (0.1 * db)

print (W,b)

நிeலுக்கான வி9க்கம்  :   



Gாதிரித் தeவுகள் (Sample data):

கீழ்க்கண்ட உதாefத்தில் உள்ளீடாக 4 Gாதிரித் 
தeவுகளும் (X_data), அதற்கான வெ.ளியீடாக 4 
Gாதிரித் தeவுகளும் (Y_data) பயிற்சிக்கு 
அளிக்கப்பட்டுள்9ன. இதன் வெ.ளியீடானது 0 &
1 என இருப்பதால், இது logistic regression-
க்கானது என நாம் வெதரிந்து வெகாள்9<ாம். 
உள்ளீட்டுக்கான தe.ானது 4 rows & 2) columns 
வெகாண்ட 2)d array ஆக உள்9து. அதா.து  4 sample
data-க்கான 2) features வெகாடுக்கப்பட்டுள்9து. 

X_data = np.array([[0.4,0.3],[0.6,0.8],[0.7,0.5],
[0.9,0.2)]])

Y_data = np.array([[1],[1],[1],[0]])

உள்ளீட்டு அடுக்கு (Input Layer):



நியூeல் வெநட் வெ.ார்க்-ஐப் வெபாருத்த .ளைeயில் 
முதல் அடுக்கில் உள்ளீட்டுத் தeவுகளுக்கான 
features அளைGந்திருக்கும். இந்த features-ன் 
எண்ணிக்ளைகயில் அளைGந்த weights & bias அணி 
உரு.ாக்கப்பட்டு கfக்கீடுகள் நிகழும். எனவே.
உள்ளீட்டுத் தeவுகளை9 transpose வெசய்து 
features*sample_records என்று அளைGயுGாறு 
Gாற்றிக் வெகாள்9 வே.ண்டும் (2),4). அவ்.ாவேற 
வெ.ளியீட்டுத் தeவுகளை9க் வெகாண்ட அணியின் 
shape-ம் (4,) என இருக்கும். இளைதயும் transpose 
வெசய்து (1,4)என Gாற்றிக் வெகாள்9 வே.ண்டும். 
இவ்.ாவேற X, Y உரு.ாக்கப்படுகிறது. 

X = X_data.T

Y = Y_data.T

அ9வுருக்களின் து.க்கநிளை< Gதிப்புகள் 
(Initializing weights & bias):



இப்வேபாது X.shape[0] என்பது 2) features-ஐயும், 
X.shape[1] என்பது பயிற்சிக்கு அளிக்கப்பட்டுள்9
4 Gாதிரித் தeவுகளை9யும் குறிக்கிறது. weights-ஐ 0 
என initialize வெசய்.தற்கு np.zeros() 
பயன்படுகிறது. இந்த அ<கு Gாதிரித் தeவுகளில் 
உள்9 features-ன் எண்ணிக்ளைகக்கு இளைfயாக 
இருக்க வே.ண்டும் என்பதற்காக X.shape[0] என 
வெகாடுக்கப்பட்டு பூஜ்ஜிய அணி 
உரு.ாக்கப்பட்டுள்9து. bias-க்கு து.க்க 
Gதிப்பாக பூஜ்ஜியம் அளிக்கப்படுகிறது.  

W = np.zeros((X.shape[0], 1))

b = 0

சகாப்தங்கள் (Epochs): 

X.shape[1] என்பது பயிற்சிக்கு அளிக்கப்பட்டுள்9
4 Gாதிரித் தeவுகளை9க் குறிக்குGாத<ால் இளைத 
ளை.த்து num_samples எனும் variable 



உரு.ாக்கப்படுகிறது. இது cost கண்டுபிடிக்கப் 
பயன்படுகிறது. அதா.து வெGாத்தத் தeவுகளில் 
எவ்.9வு தeவுகளுக்கு கணிப்புகள் த.றாக 
நிகழ்ந்துள்9து என்பளைதக் கfக்கிடப் 
பயன்படுகிறது. முதலில் பூஜ்ஜியம் என 
.ளைeயறுக்கப்பட்ட அ9வுருக்களை9 இளைfத்து 
கணிப்புகளை9 நிகழ்த்தி cost கண்டுபிடிக்கிறது. 
இந்த cost அதிகGாக இருக்கும் பட்சத்தில் 
(அதா.து அதிக அ9வு கணிப்புகள் த.றாக 
நிகழ்ந்திருந்தால்) வெகாடுக்கப்பட்ட 
அ9வுருக்களை9 Gாற்றி மீண்டும் கணித்து 
அதற்கான cost கண்டுபிடிக்கிறது. இவ்.ாவேற for 
loop மூ<ம் 1000 சுற்றுகள் வெசல்கின்றன. 
ஒவ்வெ.ாரு சுற்றும் 1 epoch / சகாப்தம் 
என்றளைழக்கப்படுகிறது. ஒவ்வெ.ாரு epoch-லும் 
முன்வேனாக்கிப் பeவி தeவுகள் அளைனத்ளைதயும் 
கணிக்கும் முளைறயும், கணிக்கப்பட்ட 
தeவுகளுக்கான  இழப்ளைபக் கfக்கிடும் 
முளைறயும் , இழப்பு அதிகGாக இருக்கும் 
பட்சத்தில் பின்வேனாக்கிப் பeவுதல் முளைறப்படி 
அ9வுருக்களை9 Gாற்றும் நிகழ்வும் 
வெதாடர்ச்சியாக நளைடவெபறுகின்றன. 



முன்வேனாக்கிப் பeவுதல் (Forward Propagation):

ஒரு நியூeான் input features-ல் உள்9 
Gதிப்புகளுடன் weights Gற்றும் bias-ஐச் வேசர்த்து 
தனது கfக்கீடுகளை9த் வெதாடங்கும் என 
ஏற்வெகனவே. பார்த்வேதாம். இங்கும் np.dot() மூ<ம்
உள்ளீட்டுத்  தeவுடன் சுழியம் எனும் து.க்க 
Gதிப்ளைபப் வெபற்ற  weights Gற்றும் bias-ஐ 
இளைfத்து Z -ஐக் கfக்கிடுகிறது. இந்த  Z 
என்பது ஒரு நியூeான் கfக்கிட்ட linear 
முளைறயில் அளைGந்த கணிப்புகள்  ஆகும். 
இதளைன  logistic regression-க்கு ஏற்ற முளைறயில் 
அளைGக்க, Z Gதிப்பான து sigmoid activation 
function-க்குள் வெசலுத்தப்பட்டு 0 / 1 என 
கணிக்கப்படுகிறது. இவேத வேபான்று ஒவ்வெ.ாரு 
முளைறயும், Gாற்றப்பட்ட அ9வுருக்களை9 
இளைfத்து கணிப்புகளை9 நிகழ்த்தும் முளைறவேய 
forward propagation  என்று அளைழக்கப்படுகிறது. 

Z = np.dot(W.T,X) + b



pred_y = 1/(1 + np.exp(-Z))

இழப்ளைபக் கfக்கிடுதல் (Finding cost):

சுழியம் என  அ9வுருக்கள் (parameters = 
weights/bias) இருக்கும் வேபாது, ஒரு நியூeான் 
கணிக்கின்ற விஷயம் த.றாக அளைG.தற்கான 
.ாய்ப்பு எந்த அ9வுக்கு உள்9து என்பளைதக் 
கfக்கிட்டு வெ.ளிப்படுத்து.தற்கான நிeல் 
பின்.ருGாறு. இவேத வேபான்று ஒவ்வெ.ாரு 
சுற்றிலும் அ9வுருக்கள் Gாற்றப்பட்டு, 
கணிப்புகள் நிகழ்த்தப்பட்டு இந்த cost 
கfக்கிடப்படுகிறது. வெGாத்தம் 1000 சுற்றுகள்  
என்பதால் ஒவ்வெ.ாரு முளைறயும் இம்Gதிப்புகள் 
print வெசய்யப்படு.ளைதத் தவிர்க்க, சுற்றுகளின் 
எண்ணிக்ளைக 100-ன் Gடங்காக இருக்கும்வேபாது 
Gட்டுவேG இதளைன  print வெசய்க எனக்கூற if-ஐப் 
பயன்படுத்தியுள்வே9ாம். இதனால் வெGாத்தம் 10 
முளைற Gட்டுவேG cost வெ.ளியிடப்படுகிறது. 



if(i%100 == 0):

      print("cost after %d epoch:"%i)

      print (-1/num_samples *np.sum(Y*np.log(pred_y) + 
(1-Y)*(np.log(1-pred_y))))

பின்வேனாக்கிப் பeவுதல் (Backward Propagation):

ஏற்வெகனவே. உள்9 அ9வுருக்களின் 
அடிப்பளைடயில் இம்Gதிப்பு பின்.ரும் 
.ாய்ப்பாடு மூ<ம் கfக்கிடப்படுகிறது. 
இம்முளைறயில் அ9வுருக்களுக்கான delta / 
derivative எனும் மிகச் சிறிய Gதிப்பு 
கfக்கிடப்படுகிறது. derivative என்றால் வெபறுதி 
(மூ<த்தினின்று வெபறுகின்ற Gதிப்பு)  அல்<து 
.ழித்வேதான்றல் என்று வெபாருள் வெகாள்9<ாம். 
Gradient descent எனும் பகுதியில் இம்Gதிப்பு 
எவ்.ாறு கfக்கிடப்படுகிறது என்பளைதக் 
கண்வேடாம். அதா.து உண்ளைGயான 



Gதிப்புக்கும், கணிக்கப்பட்ட 
Gதிப்புக்குமிளைடவேய சாய்.ான ஒரு வேகாடு 
.ளைeயப்படுகிறது. இச்சாய்வுக் வேகாட்டின் 
Gதிப்வேப derivative என்றளைழக்கப்படுகிறது. 
இளைதக் கfக்கிடு.தற்கான .ாய்ப்பாடு 
பின்.ருGாறு. 

dW = (np.dot(X,(pred_y-Y).T))/num_samples

db = np.sum(pred_y-Y)/num_samples

அ9வுருக்களை9 வேGம்படுத்துதல் (updating 
parameters):

நாம் வெகாடுத்துள்9 learning rate-ஆல் back 
propagation மூ<ம் நாம் கண்டறிந்த வெபறுதி 
Gதிப்புகளை9ப் வெபருக்கி, ஏற்வெகனவே. உள்9 
அ9வுருக்களின் Gதிப்பிலிருந்து கழித்து  புதிய 
அ9வுருக்களை9 நாம் உரு.ாக்க<ாம். learning rate
என்பது எந்த அ9வுக்கு சிறியதாக நாம் அடுத்த 



அடிளைய எடுத்து ளை.க்க வே.ண்டும் என்பளைதக் 
குறிக்கும் (இங்கு 0.1 எனக் வெகாண்டுள்வே9ாம்). 

W = W - (0.1 * dW)
b = b - (0.1 * db)

சரியான அ9வுருக்களை9க் 
கண்டுபிடித்தல்(Finding right parameters): 

களைடசியாக களைடசி சுற்றில் பயன்படுத்தப்பட்ட 
அ9வுருக்களின் Gதிப்பு 
வெ.ளிப்படுத்தப்படுகிறது. இளைதவேய 
எதிர்கா<த்தில் .eப்வேபாகும் தeவுகளை9க் 
கணிப்பதற்குப் பயன்படுத்திக் வெகாள்9<ாம்.  

weights = [[-3.44] [ 4.40]] 

bias = 1.66



நிeலுக்கான வெ.ளியீடு  :     

cost after 0 epoch: 0.6931471805599453

cost after 100 epoch: 0.502)0586179991661

cost after 2)00 epoch: 0.4448439151612)32)8

cost after 300 epoch: 0.39791152)75585397

cost after 400 epoch: 0.3590456846967788

cost after 500 epoch: 0.32)65480517782)7606

cost after 600 epoch: 0.2)990946818904699

cost after 700 epoch: 0.2)756668906115973

cost after 800 epoch: 0.2)55482)2)9634006936

cost after 900 epoch: 0.2)379373586492)477



[[-3.43906374] [ 4.4016814 ]] 1.6577403314904984

5.2 TensorFlow code 
வேGற்கண்ட அவேத விஷயத்ளைத TensorFlow மூ<ம் 
ளை.த்து எழுதியுள்9 நிeல் பின்.ருGாறு. 
இதுவும் வேGற்கண்ட அவேத வெ.ளியீட்ளைட 
வெ.ளியிடும். இதில் பயன்படுத்தியுள்9 functions-
ன் வெதளி.ான  வி9க்கங்களை9 shallow neural 
network எனும் பகுதியில் காf<ாம். 

https://gist.github.com/nithyadurai87/
fc1719d485dddfc4988c9e36975913c3

import tensorflow as tf

X_data = tf.constant([[0.4,0.3],
[0.6,0.8],[0.7,0.5],
[0.9,0.2]],name="input_value")
Y_data = tf.constant([[1.0],[1.0],
[1.0],[0.0]],name="output_value")

https://gist.github.com/nithyadurai87/fc1719d485dddfc4988c9e36975913c3
https://gist.github.com/nithyadurai87/fc1719d485dddfc4988c9e36975913c3


X = tf.transpose(X_data)
Y = tf.transpose(Y_data)

W = 
tf.Variable(initial_value=tf.zeros([
1,X.shape[0]], 
dtype=tf.float32),name="weight")
b = 
tf.Variable(initial_value=tf.zeros([
1,1], dtype=tf.float32)) 

Z = tf.matmul(W,X) + b 
cost = 
tf.reduce_mean(tf.nn.sigmoid_cross_e
ntropy_with_logits(logits=Z,labels=Y
))
GD = 
tf.train.GradientDescentOptimizer(0.
1).minimize(cost)

with tf.Session() as sess:



    
sess.run(tf.global_variables_initial
izer())
    for i in range(1000):
        c = sess.run([GD, cost])[1]
        if i % 100 == 0:
            print ("cost after %d 
epoch:"%i)
            print(c)
    print (sess.run(W),sess.run(b))



6 Simple Neural 
Networks

இது.ளைe நாம் பார்த்த அளைனத்தும் புரிந்து 
வெகாள்9 சு<பGாக இருக்க வே.ண்டும் 
என்பதற்காக,, 1  நியூeான், 2) நியூeான் என்று சிறிய
எண்ணிக்ளைகயில் எடுத்துச் வெசய்து பார்த்வேதாம். 
இப்வேபாது உண்ளைGயாகவே. 30 features-ல் 
அளைGயும் 42)6 பயிற்சித் தeவுகளை9 எடுத்து ஒரு 
நியூeல் வெநட்வெ.ார்க்ளைக உரு.ாக்கிப் பார்க்கப் 
வேபாகிவேறாம். இதில் வெ.றும் உள்ளீடு Gற்றும் 
வெ.ளியீட்டுக்கான layer-ஐ Gட்டுவேG 
வெகாண்டிருக்கும். இளைடயில் எந்தஒரு hidden 
layer-ம் காfப்படாது. 



கீழ்க்கண்ட எடுத்துக்காட்டில் sklearn-க்குள் உள்9
datasets என்பதற்குள் ஒரு.ருக்கு Gார்பகப் 
புற்றுவேநாய் இருக்கா இல்ளை<யா என்பளைத 
முடிவு வெசய்.தற்கான Gாதிரித் தeவுகளின் 
வெதாகுப்புகள் உள்9ன. இளை. 42)6 rows Gற்றும் 
30 features-ஐக் வெகாண்டது. இளை. train_test_split 
மூ<ம் பிரிக்கப்பட்டு normalize 
வெசய்யப்படுகின்றன. அ.ற்றில் ஒரு பாதிளையக் 
வெகாடுத்து 4000 சுற்றுகளை9 உரு.ாக்கி, 
கற்றலுக்கான விகிதத்ளைத 0.75 என ளை.த்து 
நியூeல் வெநட் வெ.ார்க்குப் பயிற்சி அளித்து 
சரியான அ9வுருக்களை9க் கண்டுபிடிக்கிவேறாம். 
பின்னர் கண்டுபிடித்த அ9வுக்களை9 ளை.த்து 
பயிற்சிக்கு அளித்த தeவுகளை9யும்(X_train), 
அளிக்காத தeவுகளை9யும்(X_test) கணிக்கச் 
வெசால்லுகிவேறாம். பயிற்சிக்கு அளித்த தeவுகளின்
துல்லியத்தன்ளைG 98% எனவும், பயிற்சிக்குச் 
வெசலுத்தாத மீதித் தeவுகளை9 எதிர்கா<த் 
தeவுக<ாகக் கருதி அதளைனக்  கணித்து .ரும் 
துல்லியத்தன்ளைG 93% எனவும் 
வெ.ளிப்படு.ளைதக் காf<ாம்.  













https://gist.github.com/
nithyadurai87/6c39697e3134a7ba5bd5cbe8790f95db

from sklearn import datasets
import numpy as np
from sklearn.datasets import 
load_breast_cancer
from sklearn.model_selection import 
train_test_split 

https://gist.github.com/nithyadurai87/6c39697e3134a7ba5bd5cbe8790f95db
https://gist.github.com/nithyadurai87/6c39697e3134a7ba5bd5cbe8790f95db


def normalize(data):
  col_max = np.max(data, axis = 0)
  col_min = np.min(data, axis = 0)
  return np.divide(data - col_min, 
col_max - col_min)  

def model(X,Y):
  num_samples = float(X.shape[1])
  W = np.zeros((X.shape[0], 1))
  b = 0
  for i in range(4000):
    Z = np.dot(W.T,X) + b
    A = 1/(1 + np.exp(-Z))
    if(i%100 == 0):
      print("cost after %d 
epoch:"%i)
      print (-1/num_samples 
*np.sum(Y*np.log(A) + (1-
Y)*(np.log(1-A))))
    dW = 
(np.dot(X,(A-Y).T))/num_samples
    db = np.sum(A-Y)/num_samples



    W = W - (0.75 * dW)
    b = b - (0.75 * db)
  return W, b

def predict(X,W,b):
    Z = np.dot(W.T,X) + b
    i = []
    for y in 1/(1 + np.exp(-Z[0])):
        if y > 0.5 :
            i.append(1)
        else:
            i.append(0)  
    return 
(np.array(i).reshape(1,len(Z[0])))

(X_cancer, y_cancer) = 
load_breast_cancer(return_X_y = 
True)
X_train, X_test, y_train, y_test = 
train_test_split(X_cancer, y_cancer,
random_state = 25)

X_train = normalize(X_train).T



y_train = y_train.T

X_test = normalize(X_test).T
y_test = y_test.T

Weights, bias = model(X_train, 
y_train)

y_predictions = 
predict(X_train,Weights,bias)
accuracy = 100 - 
np.mean(np.abs(y_predictions - 
y_train)) * 100
print ("Accuracy for training data: 
{} %".format(accuracy))
      
y_predictions = 
predict(X_test,Weights,bias)
accuracy = 100 - 
np.mean(np.abs(y_predictions - 
y_test)) * 100



print ("Accuracy for test data: {} 
%".format(accuracy))

நிeலுக்கான வெ.ளியீடு  :     

cost after 0 epoch:

0.6931471805599453

cost after 100 epoch:

0.2)4382)767353051085

cost after 2)00 epoch:

0.18414919195134818

…………………..

cost after 3800 epoch:



0.06044063465393139

cost after 3900 epoch:

0.0599352)6502)2)99061

Accuracy for training data: 98.5915492)9577464 %

Accuracy for test data: 93.00699300699301 %



7 Shallow Neural 
Networks

Shallow என்றால் ஆழGற்ற என்று வெபாருள். deep 
என்றால் ஆழGான என்று வெபாருள். எனவே. Deep
நியூeல் வெநட்வெ.ார்ளைகப் பற்றிக் கற்பதற்கு 
முன்னர் இந்த shallow நியூeல் வெநட்வெ.ார்ளைகப் 
பற்றித் வெதரிந்து வெகாள்வே.ாம். இதற்கு முன்னர் 
நாம் பயன்படுத்திய Gார்பகப் புற்றுவேநாய்க்கான 
உதாefத்ளைதவேய இங்கும் பயன்படுத்திக் 
வெகாள்வே.ாம். ஆனால் இதன் உள்ளீடு Gற்றும் 
வெ.ளியீட்டு layer-க்கிளைடயில் hidden layer ஒன்று 
காfப்படும். அதில் நாம் .ளைeயறுக்கும் 
எண்ணிக்ளைகயில் அளைGந்த  nodes-ஐப் 
வெபற்றிருக்கும். இதன் .ழிவேய 
வெசயல்படும்வேபாது அதிக அ9வி<ான features 
குளைறந்த எண்ணிக்ளைகயில் Gாற்றப்பட்டு 
கணிப்புகள் நிகழும்.  



கீழ்க்கண்ட நிeலில் Gாதிரித் தeவுகள் 
train_test_split மூ<ம் பிரிக்கப்பட்டு normalize 
வெசய்யப்படு.தற்கு முன்னர் , .ளைeபடம் ஒன்று 
.ளைeந்து பார்க்கப்படுகிறது. அதில் முதல் 2) 
features-ஐ எடுத்துக் வெகாண்டு (X_cancer[:,0], 
X_cancer[:,1]) அ.ற்றில் உள்9 தeவுகள் 0 அல்<து
1 எனும் .ளைகப்பாட்டில் (c=y_cancer) 
எவ்.ளைகயின் கீழ் அளைGகின்றன என்பது 
முளைறவேய கரும்புள்ளிக9ாகவும், Gஞ்சள் 
புள்ளிக9ாகவும் .ளைeந்து காட்டப்படுகிறது. 
இளை. .ளைeபடத்தில் வேநர்வேகாடு முளைறயில் 
பிரிக்க இய<ாத தeவுக9ாகக் க<ந்திருப்பளைதக் 
காf<ாம். எனவே. எளிய logistic regression-ஐப் 
பயன்படுத்து.து இதற்கு உத.ாது. shallow neural 
network வெகாண்டு இதளைன நாம் பிரிக்கப் 
வேபாகிவேறாம். வேGலும் இ.ற்ளைற tensor flow 
பயன்படுத்திச் வெசய்யப் வேபாகிவேறாம். வெசன்ற 
எடுத்துக்காட்டில் நாம் அளைனத்ளைதயும் 
வேகாட்பாடுக9ாக நிeல் எழுதி வெசய்வேதாம். 
இப்வேபாது அ.ற்றுக்கான tensor flow 
வெசயல்பாட்டுத் திட்டங்களை9ப் பயன்படுத்தப் 
வேபாகிவேறாம். 



https://gist.github.com/
nithyadurai87/88a6f4e5712)00ce75de17464f9f13941

from sklearn.model_selection import 
train_test_split 
from sklearn.datasets import 
load_breast_cancer
import tensorflow as tf
import numpy as np
import matplotlib
import matplotlib.pyplot as plt

https://gist.github.com/nithyadurai87/88a6f4e571200ce75de17464f9f13941
https://gist.github.com/nithyadurai87/88a6f4e571200ce75de17464f9f13941


from matplotlib.colors import 
ListedColormap

def normalize(data):
  col_max = np.max(data, axis = 0)
  col_min = np.min(data, axis = 0)
  return np.divide(data - col_min, 
col_max - col_min)  
    
(X_cancer, y_cancer) = 
load_breast_cancer(return_X_y = 
True)

cmap = 
matplotlib.colors.ListedColormap(['b
lack','yellow'])
plt.figure()
plt.title('Non-linearly separable 
classes')
plt.scatter(X_cancer[:,0], 
X_cancer[:,1], c=y_cancer, marker= 
'o', s=50, cmap=cmap, alpha = 0.5 )
plt.show()



plt.savefig('fig1.png', 
bbox_inches='tight')

X_train, X_test, Y_train, Y_test = 
train_test_split(X_cancer, y_cancer,
random_state = 25)

X_train = normalize(X_train).T
Y_train = Y_train.reshape(1, 
len(Y_train))

X_test = normalize(X_test).T
Y_test = Y_test.reshape(1, 
len(Y_test))

num_features = X_train.shape[0]
X = tf.placeholder(dtype = 
tf.float64, shape = 
([num_features,None]))
Y = tf.placeholder(dtype = 
tf.float64, shape = ([1,None]))
  



W1 = 
tf.Variable(initial_value=tf.random_
normal([8,num_features], dtype = 
tf.float64) * 0.01)
b1 = 
tf.Variable(initial_value=tf.zeros([
8,1], dtype=tf.float64))
W2 = 
tf.Variable(initial_value=tf.random_
normal([1,8], dtype=tf.float64) * 
0.01)
b2 = 
tf.Variable(initial_value=tf.zeros([
1,1], dtype=tf.float64))  
  
Z1 = tf.matmul(W1,X) + b1
A1 = tf.nn.relu(Z1)
Z2 = tf.matmul(W2,A1) + b2
 
cost = 
tf.reduce_mean(tf.nn.sigmoid_cross_e
ntropy_with_logits(logits=Z2,labels=
Y))



train_net = 
tf.train.GradientDescentOptimizer(0.
2).minimize(cost)
  
init = 
tf.global_variables_initializer()
with tf.Session() as sess:
  sess.run(init)
  for i in range(5000):
    c = sess.run([train_net, cost], 
feed_dict={X: X_train, Y: Y_train})
[1]
    if i % 1000 == 0:
      print ("cost after %d 
epoch:"%i)
      print(c)        
  correct_prediction = 
tf.equal(tf.round(tf.sigmoid(Z2)), 
Y)
  accuracy = 
tf.reduce_mean(tf.cast(correct_predi
ction, "float"))



  print("Accuracy for training 
data:", accuracy.eval({X: X_train, 
Y: Y_train}))
  print("Accuracy for test data:", 
accuracy.eval({X: X_test, Y: 
Y_test}))

நிeலுக்கான வி9க்கம்  :   

Input Layer-ல் placeholders-ஐ உரு.ாக்குதல்:

பயிற்சிக்கு அளித்துள்9 தeவுகள் training, testing 
என்று பிரிக்கப்பட்டு, normalize Gற்றும் reshape 
வெசய்யப்படுகின்றன. பின்னர் , உள்ளீட்டு Gற்றும்
வெ.ளியீட்டுத் தeவுகளை9 நியூeல் 
வெநட்வெ.ார்க்குச் வெசலுத்தி பயிற்சி 
அளிப்பதற்கான X, Y எனும் 2) placeholders 
உரு.ாக்கப்படுகின்றன. இ.ற்றின் 
.ழியாகத்தான் தeவுகள் அளைனத்தும் நியூeல் 
வெநட்வெ.ார்க்குச் வெசல்கின்றன. இ.ற்றில் 
அளைGயும் columns-ன் எண்ணிக்ளைக Gாதிரித் 



தeவுகளில் உள்9 features-ன் எண்ணிக்ளைகயில் 
இருக்க வே.ண்டும் என்பதற்காக X_train.shape[0] 
என்பதும், rows-ன் எண்ணிக்ளைகயில் நாம் 
குறிப்பாக எவ்.9வு தeவு Gாதிரிகளை9 
வெசலுத்தப் வேபாகிவேறாம் என்பது வெதரியாத 
பட்சத்தில் None என்பதும் X-ன் .டி.ளைGப்பில் 
வெகாடுக்கப்பட்டுள்9ன. அவ்.ாவேற Y-ன் 
.டி.ளைGப்பில், ஒவேe ஒரு target column-ல் 
அளைGயும் பல்வே.று records என்பளைதக் குறிக்கும்
.ளைகயில் [1,None] என்பது 
வெகாடுக்கப்பட்டுள்9து. 

 X = tf.placeholder(dtype = tf.float64, shape = 
([num_features,None]))

Y = tf.placeholder(dtype = tf.float64, shape = ([1,None]))

இப்வேபாது நியூeல் வெநட்வெ.ார்க்கின் முதல் 
அடுக்கில் X_train-ல் உள்9 30 features-க்கான 
placeholder nodes அளைGந்திருக்கும். 



Hidden Layer-க்கான அ9வுருக்களை9 அளைGத்தல்:

placeholders .ழிவேயதான் ஒவ்வெ.ாரு feature-ல் 
உள்9 தeவுகளும் அடுத்த layer-க்குச்  
வெசலுத்தப்படும். அடுத்த layer தான் hidden layer. 
இது shallow neural network என்பதால் ஒவேe ஒரு 
hidden layer-தான் இருக்கும். இ.ற்றில் அளைGயும் 
nodes-ன் எண்ணிக்ளைகளைய நாம் 8 என 
.ளைeயறுத்துள்வே9ாம். எனவே. இந்த 8 nodes-
க்கான அ9வுருக்கள் (weights & bias) W1,  b1 எனும்
வெபயரில் அளைGந்துள்9ன. 

W1 எனும் variable-க்கு tf.random_normal() மூ<ம் 30 
features-க்கான அ9வுருக்கள் ஒவ்வெ.ாரு node-
க்கும் தனித்தனியாக random முளைறயில் 
வேதர்ந்வெதடுக்கப்பட்டு து.க்க Gதிப்பாக 
அளைGகிறது. அதா.து hidden layer-ல் உள்9 
ஒவ்வெ.ாரு node-ம் random-ஆக 
வேதர்ந்வெதடுக்கப்பட்ட 30 weights parameters-ஐத் 
தங்கியிருக்கும். எனவே.  30 columns-க்கான 8 rows-
ஐக் வெகாண்ட ஒரு வெடன்சார் இதில் 
உரு.ாக்கப்படும்.



b1 எனும் variable-க்கு து.க்க Gதிப்பாக 
பூஜ்ஜியம் என்பது  அளைGயும்.  hidden layer-ல் 
உள்9  ஒவ்வெ.ாரு  node-க்கும் இதளைன அளைGக்க 
tf.zeros() மூ<ம்  ஒவேe column-ல் 8 பூஜ்ஜியங்களை9க்
வெகாண்ட ஒரு வெடன்சார் உரு.ாக்கப்படுகிறது. 

W1 = 
tf.Variable(initial_value=tf.random_normal([8,num_featu
res], dtype = tf.float64) * 0.01)

b1 = tf.Variable(initial_value=tf.zeros([8,1], 
dtype=tf.float64))

Output Layer-க்கான அ9வுருக்களை9 அளைGத்தல்:

களைடசியாக உள்9து வெ.ளியீட்டு layer. 
இதற்கான அ9வுருக்கள் W2), b2) எனும் வெபயரில் 
அளைGக்கப்படுகின்றன. வெ.ளியீட்டு layer 
என்பது ஒவேe ஒரு node-ஐக் வெகாண்டது. இதற்கு 
முந்ளைதய hidden layer-ல் உள்9 8 nodes 



கfக்கிட்ட Gதிப்புகவே9 இதற்கான  features.  
ஆகவே. இந்த 8 features-க்கான ஒரு node-வுளைடய 
அ9வுருக்கள் tf.random_normal([1,8]) மூ<ம் 
.ளைeயறுக்கப்படுகின்றன. அவ்.ாவேற அந்த ஒரு 
node-வுளைடய bias Gதிப்பும் பூஜ்ஜியம் tf.zeros([1,1]
என .ளைeயறுக்கப்படுகிறது.  W2) = 
tf.Variable(initial_value=tf.random_normal([1,8], 
dtype=tf.float64) * 0.01)

b2) = tf.Variable(initial_value=tf.zeros([1,1], 
dtype=tf.float64))  

முன்வேனாக்கிப் பeவுதல் (Forward Propagation):

hidden layer-ல் உள்9 8 நியூeான்கள் placeholders-
.ழிவேய .ருகின்ற தeவுகளுடன் weights Gற்றும் 
bias-ஐச் வேசர்த்து தனது கfக்கீடுகளை9த் 
வெதாடங்கும். இவ்.ாறு கfக்கிட்டுக் கிளைடத்த 
Gதிப்வேப Z1 என்று அளைழக்கப்படுகிறது. 
இ.ற்ளைற 0 அல்<து 1 எனும் .ளைகயின் கீழ் 



கணிக்க sigmoid-க்கு பதி<ாக relu அல்<து tanh 
வேபான்ற ஏதா.வெதான்ளைறப் பயன்படுத்த<ாம். 
hidden layer-ல் உள்9 8 நியூeான்களும் 
இதுவேபான்ற 8 .ளைகயான கணிப்புகளை9 
வெ.ளியிடுகின்றன. இதுவே. A1 ஆகும். 
இம்Gதிப்புடன் output layer-ல் உள்9 1 
நியூeானானது அதனுளைடய weights Gற்றும் bias-
ஐச் வேசர்த்து Z2)-ஐக் கfக்கிடுகிறது. இம்Gதிப்ளைப
மீண்டும் 0/1 -ன் கீழ் .ளைகப்படுத்தத் 
வேதளை.யில்ளை<. Tensor flow-ஐப் வெபாருத்த.ளைe 
களைடசி layer-லிருந்து வெ.ளி.ரும் activate 
வெசய்யப்படாத Gதிப்ளைபவேய இழப்ளைபக் 
கfக்கிடு.தற்கான cost function-க்குள் வெசலுத்த 
வே.ண்டும். பின்னர் அந்த cost function 
தனக்குள்9ாகவே. sigmoid மூ<ம் 0/1 என activate 
வெசய்துவிடும். 

Z1 = tf.matmul(W1,X) + b1

A1 = tf.nn.relu(Z1)

Z2) = tf.matmul(W2),A1) + b2)



இழப்ளைபக் கfக்கிடுதல் (Finding cost):

sigmoid_cross_entropy() என்பது Tensor flow-ல் 
இழப்ளைபக் கண்டுபிடிக்கப் பயன்படுகிறது. 
இதற்குள்  களைடசி layer-லிருந்து வெ.ளி.ருகின்ற 
activate வெசய்யப்படாத Z2) கணிப்புகளும், 
உண்ளைGயான Y Gதிப்புகளும் 
வெசலுத்தப்படுகின்றன. இ.ற்ளைற ளை.த்துக் 
கண்டுபிடித்த இழப்பின் சeாசரிளையக் கfக்கிட 
tf.reduce_mean() பயன்படுகிறது.

cost = 
tf.reduce_mean(tf.nn.sigmoid_cross_entropy_with_logits(l
ogits=Z2),labels=Y))

Gradient descent மூ<ம் இழப்ளைபக் குளைறத்தல்:



Tensor flow-ல் derivative-ஐக் கfக்கிட்டு, 
அதனடிப்பளைடயில் அ9வுருக்களை9 Gாற்றி, 
இழப்பிளைனக் குளைறப்பளைத ஒவேe .ரியில் வெசய்து
விட<ாம். GradientDescentOptimizer() எனும் function
இதற்கான வே.ளை<ளையச் வெசய்கிறது. 0.2) என்பது 
இதற்கு அளிக்கப்பட்டுள்9 learning rate ஆகும். 
வெசன்ற படியில் கண்டுபிடித்த cost Gதிப்பு இதன் 
மீது வெசயல்படும் minimize() எனும் function-க்குள் 
வெசலுத்தப்படுகிறது. 

train_net = 
tf.train.GradientDescentOptimizer(0.2)).minimize(cost)

Session-ஐ உரு.ாக்கி அளைனத்ளைதயும் இயக்குதல்:

tf.global_variables_initializer() என்பது நம்முளைடய 
நிeலில் நாம் variable என .ளைeயறுத்துள்9  
அளைனத்ளைதயும், அதனதன் து.க்க Gதிப்புகளை9 
வெபற்றுக் வெகாள்9ச் வெசய்யும். ஒரு session-ஐ 
உரு.ாக்கி, அதன் மூ<ம் இந்த function-ஐ நாம் 



இயக்க வே.ண்டும். பின்னர் for loop மூ<ம் 5000 
சுற்றுகளை9 உரு.ாக்கி, ஒவ்வெ.ாரு சுற்றிலும் cost 
கண்டுபிடிப்பதற்கான நிeளை<யும், gradient descent 
மூ<ம் அளைதக் குளைறப்பதற்கான நிeளை<யும் 
இயக்க வே.ண்டும்.அவ்.ாவேற X, Y -க்கான 
placeholders-ஐ .ளைeயறுத்துள்9 இடத்தில், X_train
Gற்றும் Y_train -ல் உள்9 தeவுகளை9 feed_dict = {} 
மூ<Gாக நாம் வெசலுத்தியுள்வே9ாம். 
இத்தeவுகளுக்கான cost, 5000 முளைற 
கண்டுபிடிக்கப்பட்டு ஒவ்வெ.ாரு முளைறயும் 
gradient descent மூ<ம் குளைறக்கப்படுகிறது. 
குளைறக்கப்பட்ட இழப்பு  c எனும் variable-ல் [GD,
cost] என வெகாடுக்கப்பட்டுள்9தற்கு ஏற்ப 
[None,0.69312)85163990998] எனும் முளைறயில் 
வேசமிக்கப்படுகிறது. இதில் .<ப்பக்கம் உள்9 
cost-ஐ  Gட்டும் வேசமிக்க sess.run()[1] என 
வெகாடுக்கப்பட்டுள்9து. அடுத்ததாக 1000 
சுற்றுகளுக்கு ஒருமுளைற cost-ஐ பிரிண்ட் 
வெசய்யுGாறு if condition மூ<ம் கூறியுள்வே9ாம். 



உரு.ாக்கியுள்9 நியூeல் வெநட்வெ.ார்ளைக 
Gதிப்பீடு வெசய்தல்:

எவ்.9வு கணிப்புகள் சரியாக நிகழ்ந்துள்9ன 
என்பதற்கான வெடன்சார் correct_prediction எனும் 
வெபயரில் உரு.ாக்கப்பட்டுள்9து. அளை.களின் 
சeாசரிக்கான வெடன்சார் accuracy எனும் வெபயரில் 
உரு.ாக்கப்பட்டுள்9து. அதன் மீது வெசயல்படும்
eval() function, பயிற்சித் தeவுகளை9யும், 
வேசாதளைனத் தeவுகளை9யும் palceholders-க்கான 
இடத்தில் வெசலுத்தி, இeண்டின் accuracy-ஐயும் 
கண்டுபிடிக்கிறது. 

நிeலுக்கான வெ.ளியீடு  :     





cost after 0 epoch:

0.69312)85163990998

cost after 1000 epoch:

0.05162)9796747703585



……………………….

cost after 4000 epoch:

0.0307175769807556

Accuracy for training data: 0.9906103

Accuracy for test data: 0.91608393



8 Deep Neural Networks

ஒன்றுக்கும் வேGற்பட்ட hidden layers-ஐ 
உரு.ாக்கிக் கற்கும் வெநட்வெ.ார்க் deep நியூeல் 
வெநட்வெ.ார்க் அல்<து multi-layer நியூeல் 
வெநட்வெ.ார்க் என்று அளைழக்கப்படுகிறது. 
Shallow-ல் நாம் ஏற்வெகனவே. பயன்படுத்திய 
எடுத்துக்காட்டு .ழியாக இப்வேபாது இளைதக் 
கற்வேபாம். வெசன்ற எடுத்துக்காட்டில் நாம் 
பயன்படுத்திய அளைனத்து நிeளை<யும் இங்கும் 
பயன்படுத்தியுள்வே9ாம்.. ஒவ்வெ.ாரு 
வே<யருக்குGான   அ9வுருக்களை9 
.ளைeயறுக்கும் இடத்திலும், அளை. 
கணிப்புகளை9 நிகழ்த்தும் இடத்திலும் Gட்டும் 
நிeல் வித்தியாசப்படுகிறது. 



https://gist.github.com/
nithyadurai87/9d931f6b833bce58d6c2)b0bdeedd2)66a

import numpy as np
import tensorflow as tf
from sklearn.datasets import 
load_breast_cancer
from sklearn.model_selection import 
train_test_split 

def normalize(data):

https://gist.github.com/nithyadurai87/9d931f6b833bce58d6c2b0bdeedd266a
https://gist.github.com/nithyadurai87/9d931f6b833bce58d6c2b0bdeedd266a


  col_max = np.max(data, axis = 0)
  col_min = np.min(data, axis = 0)
  return np.divide(data - col_min, 
col_max - col_min)  

(X_cancer, y_cancer) = 
load_breast_cancer(return_X_y = 
True)

X_train, X_test, Y_train, Y_test = 
train_test_split(X_cancer, y_cancer,
random_state = 25)

X_train = normalize(X_train).T
Y_train = Y_train.reshape(1, 
len(Y_train))

X_test = normalize(X_test).T
Y_test = Y_test.reshape(1, 
len(Y_test))



X = tf.placeholder(dtype = 
tf.float64, shape = 
([X_train.shape[0],None]))
Y = tf.placeholder(dtype = 
tf.float64, shape = ([1,None]))

layer_dims = 
[X_train.shape[0],8,8,1]
parameters = {}
for i in range(1,len(layer_dims)):
  parameters['W' + str(i)] = 
tf.Variable(initial_value=tf.random_
normal([layer_dims[i], layer_dims[i-
1]], dtype=tf.float64)* 0.01)
  parameters['b' + str(i)] = 
tf.Variable(initial_value=tf.zeros([
layer_dims[i],1],dtype=tf.float64) *
0.01)
  
A = X
L = int(len(parameters)/2)
for i in range(1,L):
  A_prev = A



  Z = 
tf.add(tf.matmul(parameters['W' + 
str(i)], A_prev), parameters['b' + 
str(i)])
  A = tf.nn.relu(Z) 
Z_final = 
tf.add(tf.matmul(parameters['W' + 
str(L)], A), parameters['b' + 
str(L)])

cost = 
tf.reduce_mean(tf.nn.sigmoid_cross_e
ntropy_with_logits(logits=Z_final,la
bels=Y))

GD = 
tf.train.GradientDescentOptimizer(0.
1).minimize(cost) 
  
with tf.Session() as sess:
  
sess.run(tf.global_variables_initial
izer() )



  for i in range(5000):
    c = sess.run([GD, cost], 
feed_dict={X: X_train, Y: Y_train})
[1]
    if i % 1000 == 0:
      print ("cost after %d 
epoch:"%i)
      print(c)
  correct_prediction = 
tf.equal(tf.round(tf.sigmoid(Z_final
)), Y)
  accuracy = 
tf.reduce_mean(tf.cast(correct_predi
ction, "float"))
  print("Accuracy for training 
data:", accuracy.eval({X: X_train, 
Y: Y_train}))
  print("Accuracy for test data:", 
accuracy.eval({X: X_test, Y: 
Y_test}))

நிeலுக்கான வி9க்கம்  :   



வேGற்கண்ட எடுத்துக்காட்டில் பயன்படுத்திய 
Gார்பகப் புற்றுவேநாய்க்கான Gாதிரித் தeவுகள் 
train_test_split மூ<ம் பிரிக்கப்படு.தும், பின்னர் 
அளை. normalize வெசய்யப்பட்டு reshape 
வெசய்யப்படு.தும், உள்ளீட்டு தeவுகளை9 நியூeல் 
வெநட்வெ.ார்க்குக்குச் வெசலுத்து.தும், cost 
கண்டுபிடிப்பது, gradient descent மூ<ம் குளைறந்த 
cost கண்டறி.து, களைடசியாக accuracy 
கண்டுபிடிப்பது வேபான்ற  அளைனத்து 
இடங்களிலும் shallow Gற்றும் deep நியூeல் 
வெநட்வெ.ார்க் ஒவேe Gாதிரியாகவே. 
வெசயல்படுகிறது. ஆனால் பின்.ரும் ஒருசி< 
இடங்களில் Gட்டும் வித்தியாசப்படுகிறது. 

1. Shallow Gற்றும் deep நியூeல் வெநட்வெ.ார்க்கில் 
முத<ா.து வே<யர் உள்ளீட்டுக்கானதாகவும், 
களைடசி வே<யர் வெ.ளியீட்டுக்கானதாகவும் 
அளைGயும். ஆனால் இளைடயில் உள்9 hidden 
வே<யளைeப் வெபாறுத்து இeண்டும் Gாறுபடும். 
shallow-ல் ஒவேe ஒரு hidden வே<யர் Gட்டும் 
காfப்படும். deep-ல் ஒன்றுக்கும் வேGற்பட்ட 
வே<யர்கள் அளைGந்திருக்கும். எனவே. deep-ல் 



ஒவ்வெ.ாரு வே<யரிலும் உள்9 nodes-க்கான 
அ9வுருக்களை9 .ளைeயறுப்பதற்கு முன்னர், 
வெGாத்தம் எத்தளைன வே<யர்கள் உள்9ன? 
அ.ற்றில் எத்தளைன nodes உள்9ன? என்பளைத 
நாம் .ளைeயறுக்க வே.ண்டும். இதற்காக இங்கு, 
layer_dims = [X_train.shape[0],8,8,1] என 
வெகாடுக்கப்பட்டுள்9து. முத<ா.து வே<யர் 
உள்ளீட்டுக்கானது என்பதால், பயிற்சித் 
தeவுகளில் உள்9 features-ன் எண்ணிக்ளைகளைய 
அளிப்பதற்காக இங்கு X_train.shape[0] என 
வெகாடுக்கப்பட்டுள்9து. களைடசியாக உள்9 1 
என்பது வெ.ளியீட்டு வே<யரில் உள்9 nodes-ன் 
எண்ணிக்ளைக ஆகும். இளைடயில் உள்9 8,8 
என்பவேத இeண்டு hidden வே<யர்கள் 
உரு.ாகப்வேபா.ளைதயும், ஒவ்வெ.ாரு வே<யரிலும்
8 nodes அளைGந்திருப்பளைதயும் குறிக்கிறது.

layer_dims = [X_train.shape[0],8,8,1] 



2). அடுத்ததாக Shallow-ல் ஒவேe ஒரு hidden வே<யரில்
உள்9 8 nodes-க்கான அ9வுருக்களை9 w1, b1 
எனும் வெபயரிலும், வெ.ளியீட்டு வே<யரில் உள்9 
1 node-க்கான அ9வுருக்களை9 w2), b2) எனும் 
வெபயரிலும் அளைGத்வேதாம். தற்வேபாது deep-ல் 
முதல் hidden வே<யருக்காக w1, b1 எனும் 
வெபயரிலும், இeண்டா.து hidden வே<யருக்காக 
w2), b2) எனும் வெபயரிலும், வெ.ளியீட்டு 
வே<யருக்காக w3, b3 எனும் வெபயரிலும் 
அ9வுருக்களை9 அளைGக்கப்வேபாகிவேறாம். இந்த 6 
அ9வுருக்களும் for loop மூ<ம் உரு.ாக்கப்பட்டு
parameters எனும் வெபயரில் dictionary .டிவில் 
வேசமிக்கப்படுகின்றன. இதில் w1 என்பது 
இeண்டா.து வே<யருக்காக 
.ளைeயறுக்கப்படு.து. இது முத<ா.து 
வே<யரிலிருந்து .ரும் 30 features-க்கான 8 rows-ஐக்
வெகாண்டிருக்கும். அவ்.ாவேற அடுத்தடுத்த 
வே<யரில் உள்9 w2) , w3 ஆகியளை. அதற்கு 
முந்ளைதய வே<யரிலிருந்து .ரும் 
Gதிப்புக்களுக்கான அ9வுருக்களை9 
வெகாண்டிருக்கும்.எனவே. தான் layer_dims[i], 
layer_dims[i-1] என வெகாடுக்கப்பட்டுள்9து. 



layer_dims[i] என்பது weights அணியில் உள்9 row-
ன் Gதிப்ளைபயும், layer_dims[i-1] என்பது அணியில்
உள்9 column-ன் Gதிப்ளைபயும் குறிக்கிறது. 
முத<ா.து வே<யருக்கு எந்த ஒரு அ9வுரு 
Gதிப்ளைபயும் .ளைeயறுக்கத் 
வேதளை.யில்<ாததால், for loop-ஆனது  1 முதல் 
len(layer_dims) .ளைe அளைG.ளைதக் காf<ாம். 

parameters = {}

for i in range(1,len(layer_dims)):

  parameters['W' + str(i)] = 
tf.Variable(initial_value=tf.random_normal([layer_dims[
i], layer_dims[i-1]], dtype=tf.float64)* 0.01)

  parameters['b' + str(i)] = 
tf.Variable(initial_value=tf.zeros([layer_dims[i],1],dtype
=tf.float64) * 0.01)



3. Shallow-ல் உள்9 ஒவேe hidden வே<யர்  தனக்கு 
முந்ளைதய வே<யரிலிருந்து .ரும் features 
Gதிப்ளைபயும் weights Gதிப்ளைபயும் வேசர்த்து Z1, A1 
எனும் Gதிப்பிளைனக் கfக்கிடும். களைடசியில் 
உள்9 வெ.ளியீட்டு வே<யர் Z2) எனும் Gதிப்பிளைன 
Gட்டும்  கfக்கிட்டு  activate வெசய்யாGல் cost-
க்குச் வெசலுத்தும் என்று ஏற்வெகனவே. 
பார்த்வேதாம். deep நியூeல் வெநட்வெ.ார்க் என்று 
.ரும்வேபாது முதல் hidden வே<யருக்கான Z, A 
Gதிப்புகளை9யும், இeண்டா.து hidden 
வே<யருக்கான Z, A Gதிப்புகளை9யும், களைடசி 
வெ.ளியீட்டு வே<யருக்கான Z Gதிப்பிளைனயும் 
கfக்கிட வே.ண்டும். இதற்காக for loop ஒன்று 
வெசயல்பட்டு முதன் முதலில் A_prev எனும் 
variable-ல் X-ல் உள்9 features-ன் Gதிப்பு 
அளைGக்கப்பட்டு முதல் வே<யருக்கான Z , A 
Gதிப்புகள் கfக்கிடப்படுகின்றன. பின்னர் 
முதல் வே<யர் கfக்கிட்ட Z Gதிப்வேப A_prev 
Gதிப்பாக அளைGகிறது. இளைத features-ஆக 
ளை.த்து அடுத்த வே<யருக்கான Z, A Gதிப்புகள் 
கfக்கிடப்படுகின்றன. களைடசி வே<யருக்கான Z 
Gதிப்பு loop முடிந்த பின் கfக்கிடப்படுகிறது. 



A = X

L = int(len(parameters)/2))

for i in range(1,L):

  A_prev = A

  Z = tf.add(tf.matmul(parameters['W' + str(i)], A_prev), 
parameters['b' + str(i)])

  A = tf.nn.relu(Z) 

Z_final = tf.add(tf.matmul(parameters['W' + str(L)], A), 
parameters['b' + str(L)])

நிeலுக்கான வெ.ளியீடு  :     

cost after 0 epoch:



0.6931471575913913

cost after 1000 epoch:

0.6641999475918181

cost after 2)000 epoch:

0.6641800975355493

cost after 3000 epoch:

0.2)876489563036946

cost after 4000 epoch:

0.049671082)08362)405

Accuracy for training data: 0.9906103

Accuracy for test data: 0.91608393



9 Feed forward neural 
networks

உள்ளீடு, வெ.ளியீடு Gற்றும் பல்வே.று 
இளைடப்பட்ட Gளைறமுக அடுக்குகளை9ப் வெபற்று,
ஒவ்வெ.ாரு அடுக்கிலும் அதிக அ9வி<ான 
நியூeான்களை9ப் வெபற்று வி9ங்கும் வெநட்வெ.ார்க் 
feed forward நியூeல் வெநட்வெ.ார்க் என்று 
அளைழக்கப்படுகிறது. வேGற்கண்ட deep layer-ல் 
நாம் கண்டது இதற்கு ஒரு நல்< 
எடுத்துக்காட்டாக அளைGயும். உள்ளீட்டு 
அடுக்கின் மூ<ம் வெசலுத்தப்படும் தeவுகள் 
அதற்கு அடுத்தடுத்த அடுக்குகளின் .ழிவேய 
வெசல்லும்வேபாது, அளை. process வெசய்யப்பட்டு 
களைடசி அடுக்கில் தன்னுளைடய கணிப்பிளைன 
வெ.ளியிடுகிறது. இம்முளைறயில் தeவுகள் 
அளைனத்தும் முன்வேனாக்கி Gட்டுவேG 
வெசலுத்தப்படுகின்றன. பின்னூட்டம் (feedback) 



என்ற ஒன்ளைற எந்த ஒரு அடுக்கும் 
.ழங்கு.தில்ளை<. அதா.து தeவுகளை9ப் 
வெபற்றுக்வெகாண்ட நியூeான், தeவுகளை9 
.ழங்கிய நியூeானுக்கு பின்னூட்டச் வெசய்தி 
அனுப்பு.து வேபான்ற நிகழ்வு ஏதும் இங்கு 
நளைடவெபறவில்ளை<. எனவே.தான் இது feed 
forward neural network என்று அளைழக்கப்படுகிறது. 

களைடசி வெ.ளியீட்டு அடுக்கில் இது கணித்த 
Gதிப்பிற்கும், உண்ளைGயான Gதிப்பிற்குGான 
வே.றுபாடு அதிகGாக இருக்கும் பட்சத்தில் 
அதனுளைடய gradient மூ<ம் சற்று பின்வேனாக்கிப் 
பயணித்து ஒவ்வெ.ாரு அடுக்கிலும் ஏற்வெகனவே. 
பயன்படுத்திய அ9வுருக்களை9 Gாற்றி 
அளைGக்கும் நிகழ்வு  back propagation என்று 
அளைழக்கப்படுகிறது. பின்னர் Gாற்றப்பட்ட 
அ9வுருக்களுக்கு தeவுகள் அளைனத்தும் 
முன்வேனாக்கிச் வெசன்று மீண்டும் கணிப்பிளைன 
நிகழ்த்துகின்றன. இவ்.ாவேற ffnn 
வெசயல்படுகிறது. இதில் ஒவ்வெ.ாரு அடுக்கிலும் 
உள்9 நியூeான்களின் எண்ணிக்ளைக குறிப்பிட்ட 
அ9வுக்குக் குளைற.ாக இருந்தால்  under-fitting 



என்ற பிeச்சளைனயும், அ9வுக்கு அதிகGாக 
இருந்தால் over-fitting என்ற பிeச்சளைனயும் 
ஏற்படுகிறது. over-fitting என்ற பிeச்சளைனளையத் 
தவிர்ப்பதற்காக .ந்தவேத drop-out otimization 
ஆகும்.  வெபாது.ாக அதிக அ9வு நியூeான்களை9க்
வெகாண்ட வெநட் வெ.ார்கில் இதளைனப் 
பயன்படுத்து.வேத சிறப்பாக அளைGயும். அதன் 
accuracy-ஐ அதிகரிக்க உதவும். இளைதப்பற்றி 
Regularization Gற்றும் optimization எனும் பகுதியில்
வி9க்கGாகக் காf<ாம். 

Different Classifiers: 

feed forward நியூeல் வெநட்வெ.ார்கின் 
இளைடப்பட்ட Gளைறமுக அடுக்குகளில் ReLU 
எனும் .ளைகப்படுத்தியும், களைடசி அடுக்கில் 
sigmoid எனும் .ளைகப்படுத்தியும் 
பயன்படுத்தப்படுகின்றன. எதற்காக இவ்.ாறு 
வெ.வ்வே.று .ளைகப்படுத்திகள் 
பயன்படுத்தப்படுகின்றன? அ.ற்றுக்கான 
வேதளை.கள் என்ன என்பளைதப் பற்றிவெயல்<ாம் 
இங்கு காf<ாம். 



➔ sigmoid - இது தனது கணிப்புகளை9 0 
முதல் 1 .ளைe அளைGக்கும். கீழ்க்கண்ட 
.ளைeபடத்தில் x-ன் Gதிப்ளைபப் 
வெபாறுத்து கணிக்கப்படும் h(x), 0-முதல் 1-
.ளைe அளைGய வே.ண்டுவெGனில் 
அதற்கான சGன்பாடானது 1/(1+e**-x) 
என்று இருக்கும். இதுவே. sigmoid function-
க்கான சGன்பாடாக அளைGகிறது.

➔ Tanh - இது தனது கணிப்புகளை9 -1 முதல் 
1 .ளைe அளைGக்கும். இவ்.ாறு 
அளைGப்பதற்கான சGன்பாடானது 
[2)/(1+e**-2)x)]-1 என்று இருக்கும். களைடசி 
வெ.ளியீட்டு வே<யரில் sigmoid அல்<து 
tanh வேபான்ற இeண்டில் ஏதா.து 
ஒன்ளைறப் பயன்படுத்த<ாம். 

➔ ReLU - இதன் கணிப்பு 0 அல்<து 
அம்Gதிப்பாகவே. அளைGயும். Rectified 
Linear Unit என்பவேத Relu 
என்றளைழக்கப்படுகிறது. இதில் x-ன்  
Gதிப்பு 0-க்குக் கீழ் இருந்தால், அதளைன 0 



எனவும், வேGல் அளைGந்தால் 
அம்Gதிப்பிளைன அப்படிவேயயும் 
கணிக்கிறது.  எனவே.தான் இதன் 
சGன்பாடு max(0,x) என அளைGகிறது.  





Machine learning-ன் அறிமுகக் கற்றலில் 
வே.ண்டுGானால், வெ.றும் sigmoid-ஐப் 
பயன்படுத்தி logistic regression, neural networks 
வேபான்ற.ற்ளைறச் வெசய்து பார்க்க<ாம். ஆனால் 
deep நியூeல் வெநட்வெ.ார்க் என்று .ரும்வேபாது 
இளைதவேய அளைனத்து அடுக்குகளில் உள்9 
நியூeான்களுக்கும் வெசயல்படுத்து.து சரி.eாது. 
ஏவெனனில் Gளைறமுக அடுக்குகளில் உள்9 
நியூeான்களின் மீது back propagation என்ற ஒன்ளைற
நாம் வெசயல்படுத்துவே.ாம். இது ஒவ்வெ.ாரு 
அடுக்கிலும் உள்9 நியூeான்களின் derivative 
Gதிப்ளைபக் கண்டுபிடித்து 
அதற்வேகற்றார்வேபான்று weights-ஐ update வெசய்யும்.



அச்சGயத்தில் வெ.றும் sigmoid-ஐப்  
பயன்படுத்தினால், அது வெ.றும் 0 அல்<து 1 
எனும் Gதிப்ளைபவேய கணிப்பதால், x-ன் 
Gதிப்ளைபக் கணிசGாகக் குளைறக்க உத.ாது. 
எனவே.தான் hidden layer-ல் Gட்டும் 0 அல்<து 
அந்த x-ன் Gதிப்ளைபவேய கணிக்கக்கூடிய  ReLU-
ளை. நாம் பயன்படுத்துகின்வேறாம். களைடசி 
வே<யரில் Gட்டும் sigmoid  
பயன்படுத்தப்பட்டுள்9து. 



10 Softmax neural 
networks

Softmax என்பது multi-class classification-க்கு 
உதவுகின்ற ஒரு .ளைகப்படுத்தி ஆகும். 
MNIST_data என்பதற்குள் பல்வே.று விதங்களில் 
ளைகயால் எழுதப்பட்ட 0 முதல் 9 .ளைe அடங்கிய
எண்களின்  வெதாகுப்புகள் காfப்படும். இது 0 - 9
எனும் 10 .ளைக label-ன் கீழ் அளைGயக்கூடிய 
கணிப்புகளை9 நிகழ்த்தும். இ.ற்ளைறவேய multi-
class classification-க்கு Gாதிரித் தeவுக9ாக நாம் 
பயன்படுத்திக் வெகாள்9<ாம். இ.ற்றில் 55000 
தeவுகள் பயிற்சி அளிப்பதற்கும், 10000 தeவுகள் 
பயிற்சி வெபற்ற வெநட்வெ.ார்ளைக வேசாதிப்பதற்கும் 
பயன்படுத்தப்படுகின்றன. 

Softmax என்பது ஒரு விஷயம் வெகாடுக்கப்பட்ட 
ஒவ்வெ.ாரு .ளைகயின் கீழும் 



கணிக்கப்படு.தற்கான  சாத்தியக் கூறுகளை9 
அ9ந்து கூறும். கீழ்க்கண்ட எடுத்துக்காட்டில், 
softmax() என்பது ஒரு எண் 0-ஆக அளைG.தற்கான
சாத்தியக்கூறு எவ்.9வு, 1-ஆக அளைG.தற்கான 
சாத்தியக்கூறு எவ்.9வு என்பது வேபான்று 



வெGாத்தம் 10 .ளைக class-க்குGான 
சாத்தியக்கூறுகளை9 .குத்துச் வெசால்லும். இந்த 
சாத்தியக்கூறுகள் 0 முதல் 1 .ளைe அளைGந்த 
எண்க9ால் குறிக்கப்படும். இப்பத்து பிரிவுகளில்
அளைGந்த எண்களை9யும் கூட்டினால் 1 என 
.ரும். எடுத்துக்காட்டாக ளைகயால் எழுதப்பட்ட 
8 எனும் எண் ஒவ்வெ.ாரு .ளைகயின் கீழும் 
கணிக்கப்படு.தற்கான Gதிப்பும், அளை.களின் 
கூட்டுத் வெதாளைக 1 என அளைG.தும் 
பின்.ருGாறு அளைGயும். இளை.களில் எதன் 
Gதிப்பு அதிகGாக இருக்கிறவேதா அந்த .ளைகயின்
கீழ் வெகாடுக்கப்பட்ட எண் கணிக்கப்படும். 

https://gist.github.com/
nithyadurai87/972)397d9039d577a3be94377942)9f807

import numpy as np
import matplotlib.pyplot as plt
import tensorflow as tf
from 
tensorflow.examples.tutorials.mnist 
import input_data 
from random import randint

mnist = 
input_data.read_data_sets("MNIST_dat
a/data", one_hot=True)
print (mnist.train.images.shape)
print (mnist.train.labels.shape)
print (mnist.test.images.shape)
print (mnist.test.labels.shape)

https://gist.github.com/nithyadurai87/972397d9039d577a3be943779429f807
https://gist.github.com/nithyadurai87/972397d9039d577a3be943779429f807


X = tf.placeholder(dtype = 
tf.float32, shape = (None,784), 
name='input')
Y = tf.placeholder(dtype = 
tf.float32, shape = ([None,10]))

W = 
tf.Variable(initial_value=tf.zeros([
784, 10]), dtype = tf.float32)
b = 
tf.Variable(initial_value=tf.zeros([
10], dtype=tf.float32))

XX = tf.reshape(X, [-1, 784])
Z = tf.nn.softmax(tf.matmul(XX, W) +
b, name="output")

cost = -tf.reduce_mean(Y * 
tf.log(Z)) * 1000.0



GD = 
tf.train.GradientDescentOptimizer(0.
005).minimize(cost)
correct_prediction = 
tf.equal(tf.argmax(Z, 
1),tf.argmax(Y, 1))
accuracy = 
tf.reduce_mean(tf.cast(correct_predi
ction,tf.float32))

with tf.Session() as sess:
    
sess.run(tf.global_variables_initial
izer())
    writer = 
tf.summary.FileWriter('log_mnist_sof
tmax',graph=tf.get_default_graph())
    for epoch in range(10):
        batch_count = 
int(mnist.train.num_examples/100)
        for i in range(batch_count):
            batch_x, batch_y = 
mnist.train.next_batch(100)



            c = sess.run([GD, cost],
feed_dict={X: batch_x, Y: batch_y})
[1]
        print ("Epoch: ", epoch)
    print ("Accuracy: ", 
accuracy.eval(feed_dict={X: 
mnist.test.images,Y: 
mnist.test.labels}))
    print ("done")
    
    num = randint(1, 
mnist.test.images.shape[1]) 
    img = mnist.test.images[num] 
 
    classification = 
sess.run(tf.argmax(Z, 1), 
feed_dict={X: [img]}) 
    print('Neural Network 
predicted', classification[0])
    print('Real label is:', 
np.argmax(mnist.test.labels[num])) 



(55000, 784)

(55000, 10)

(10000, 784)

(10000, 10)

Epoch:  0

Epoch:  1

Epoch:  2)

Epoch:  3

Epoch:  4

Epoch:  5

Epoch:  6



Epoch:  7

Epoch:  8

Epoch:  9

Accuracy:  0.92)2)6

done

Neural Network predicted 3

Real label is: 3



11 Building Effective Neural 
Networks

ஒரு நியூeல் வெநட் வெ.ார்கின் கட்டளைGப்பிளைன 
.லு.ாக்கு.தற்கு முதலில் அதில் எழுகின்ற 
பல்வே.று .ளைகயான பிeச்சளைனகள் பற்றியும், 
அ.ற்ளைறக் களை9.தற்கு உதவும் .ழி.ளைககள் 
பற்றியும் வெதரிந்து வெகாள்9 வே.ண்டும்.. ஒரு 
நியூeல் வெநட் வெ.ார்கின் efficiency என்பது 
பயிற்றுவிக்கப்படு.தற்கு எவ்.9வு வேநeம் 
எடுத்துக்வெகாள்கிறது என்பளைதயும், Accuracy 
என்பது பயிற்றுவிக்கப்பட்டவுடன் எவ்.9வு 
துல்லியGாகக் கணிக்கிறது என்பளைதயும் 
குறிக்கிறது. இ.ற்ளைறப் பாதிக்கும் காeணிகள் 
பற்றியும், அ.ற்ளைற எவ்.ாறு களை9.து என்பது 
பற்றியும் இப்பகுதியில் ஒவ்வெ.ான்றாகப் 
பார்க்க<ாம். 



11.1 Bias-Variance Problem
நாம் உரு.ாக்கியுள்9 வெநட் வெ.ார்க் பயிற்சியின் 
வேபாது  அதிக அ9வு accuracy-ஐ 
வெ.ளிப்படுத்தினாலும், நிஜத்தில் அதனால் 
திறம்பட வெசயல்பட்டு சரி.e கணிக்க 
முடியவில்ளை<வெயனில், அதற்கு bias அல்<து  
variance பிeச்சளைன நிகழ்ந்துள்9து என்று 
அர்த்தம்.

Gாதிரித் தeவுகளில் உள்9 features-ன் 
எண்ணிக்ளைக தeவுகளின் எண்ணிக்ளைகளைய விட 
மிக மிகக் குளைற.ாக இருக்கும்வேபாது bias எனும்
பிeச்சளைன ஏற்படுகிறது. ஏவெனனில் ஓரிeண்டு 
features-ஐ ளை.த்து Gட்டுவேG அதிக அ9வில் 
அளைGந்துள்9 தeவுகளை9ப் பற்றிக் கற்றுக் 
வெகாள்9 முயல்கிறது. இவ்.ாறாக கற்றல் 
என்பது பe.<ாக அளைGயாGல், ஓரிeண்டு 
features-ஐப் வெபாறுத்து Gட்டுவேG அளைG.து bias / 
under fitting என்று அளைழக்கப்படுகிறது. 



அவேத வேபான்று Gாதிரித் தeவுகளில் உள்9 
features-ன் எண்ணிக்ளைக தeவுகளின் 
எண்ணிக்ளைகளைய விட மிக  மிக அதிகGாக 
இருக்கும் பட்சத்தில், variance / over fitting என்ற 
பிeச்சளைன ஏற்படுகிறது. இதற்கான 
காefங்க9ாக இeண்டு விஷயத்ளைதக் கூற<ாம்.  
முதலில் தeவுகளின் எண்ணிக்ளைக குளைற.ாக 
இருப்பதால், அ.ற்ளைற சு<பத்தில் Gனப்பாடம் 
வெசய்துவிடுகிறது. அடுத்து features-ன் 
எண்ணிக்ளைக அதிக அ9வில் இருப்பதால், 
சற்றும் சம்பந்தமில்<ாத features-யிடம் இருந்து 
கூட ஏவேதா ஒன்ளைறக் கற்றுக் வெகாண்டு அதன்.ழி
வெசயல்பட ஆeம்பிக்கிறது.

இளை.களுக்கான .ளைeபடம் கீழ்க்கண்ட.ாறு 
அளைGயும். இளைத எளிய தமிழில் Machine Learning 
என்ற புத்தகத்தில் காf<ாம். இளைத 
உரு.ாக்கு.தற்கான நிeலும் அப்புத்தகத்தில் 
'Polynomial Regression’  என்ற பகுதியில் 
வெகாடுக்கப்பட்டுள்9து. 



இத்தளைகய bias-variance பிeச்சளைனளையத் தீர்க்க 
தeவுகளை9 நாம் training, develop, testing என 
மூன்றாகப் பிரித்துக் வெகாள்9<ாம். இதன் மூ<ம் 
நாம் உரு.ாக்கியுள்9 Gாடல் எந்த .ளைகப் 
பிeச்சளைனக்கு ஆ9ாகியுள்9து என்பளைதயும் 
கண்டுபிடிக்க<ாம். training-க்கான தeவுகளை9 
ளை.த்து பயிற்சி அளித்து Gாடளை< 
உரு.ாக்க<ாம். develop-க்கான தeவுகளை9 
ளை.த்துக் வெகாண்டு பரிவேசாதித்து ஒருசி< hyper-
parameters ஐ வே.ண்டிய.ாறு Gாற்றி அளைGத்துக் 
வெகாள்9<ாம். பின்னர்  testing-க்கான தeவுகள் 
மூ<ம், Gாடளை< பரிவேசாதித்து Gதிப்பிட<ாம். 
இளை. ஒவ்வெ.ான்றும் வெ.ளிப்படுத்தும் cost 



Gதிப்புகளை9 ளை.த்துக் வெகாண்டு Gாடல் எந்த 
.ளைகப் பிeச்சளைனக்கு ஆ9ாகியுள்9து 
என்பளைதக் கண்டுபிடித்து விட<ாம். 
எடுத்துக்காட்டாக,

1. Training error 80% -க்கும் அதிகGாக இருந்தால் 
bias பிeச்சளைன என்றும்,

2). Training error குளைற.ாகவும் ( 2)% ), Dev error 
அதிகGாகவும் ( 30% ) இருந்தால் variance 
பிeச்சளைன என்றும், 

3. Training Gற்றும் Dev இeண்டிலும் error Gதிப்பு 
குளைற.ாகவும், Testing error Gதிப்பு 
அதிகGாகவும் இருந்தால், variance பிeச்சளைன 
training & dev இeண்டிலும் நிகழ்ந்துள்9து என்று 
அர்த்தம்.

Early Stopping என்பது இப்பிeச்சளைனளையத் தீர்க்க 
உதவும் ஒரு .ழி.ளைக ஆகும். Normalization 



என்பது bias பிeச்சளைனளையயும், Regularization 
என்பது variance பிeச்சளைனளையயும் தீர்க்க 
உதவுகிறது. weights decay, drop-out வேபான்றளை. 
நியூeல் வெநட்வெ.ார்கில் Gட்டும் 
பயன்படுத்தப்படும் சிறப்பு .ளைக regularization 
நுட்பங்கள் ஆகும். 

11.1.1 Early Stopping 
Gradient Descent மூ<ம் error Gதிப்பு கூடுளைக 
அளைடய முயலும்வேபாது, Training Gற்றும் Dev 
இeண்டும் வெ.ளிப்படுத்துகின்ற cost Gதிப்ளைப 
ஒரு .ளைeபடGாக .ளைeந்து பார்க்கவும். Training 
Gதிப்பு குளைறந்து வெகாண்வேட .ந்தால் அவேதாடு 
வேசர்ந்து dev Gதிப்பும் குளைறந்து வெகாண்வேட .e 
வே.ண்டும். ஏதா.வெதாரு நிளை<யில் dev Gதிப்பு 
அதிகரிக்கத் வெதாடங்கினால், சுழற்சிளைய 
அந்நிளை<யிவே<வேய நிறுத்திவிட்டு அதன் 
அ9வுருக்களை9 நGது Gாடலுக்குப் 



பயன்படுத்திக் வெகாள்9<ாம். இதுவே. 'Early 
Stopping' என்று அளைழக்கப்படுகிறது. 

அதா.து கூடுளைக (Convergence) அளைட.தற்கு 
முன்னவேe சுழற்சி நிறுத்தப்பட்டு அ9வுருக்கள் 
வேதர்ந்வெதடுக்கப்படு.தால் இது இப்வெபயரில் 
அளைழக்கப்படுகிறது. 

11.1.2

11.1.3 Normalization 
ஒவ்வெ.ாரு feature column-ல் உள்9 Gதிப்புகளும் 
வெ.வ்வே.று எண் எல்ளை<களில் 



அளைGந்திருந்தால், அளைனத்ளைதயும் -1 லிருந்து 
+1 .ளைe, அல்<து 0 லிருந்து 1 .ளைe என 
சீeாக்கு.வேத Normalization அல்<து feature scaling 
எனப்படும். பின்.ரும் சூத்திeத்ளைதப் 
பயன்படுத்தி சீeாக்கப்பட்டால் அதுவே. mean 
normalization எனப்படும். இளைதப் பற்றி இன்னும் 
வெதளி.ாக அறிய விரும்பினால், எளிய தமிழில் 
Machine Learning என்ற புத்தகத்தில் 'Multiple Linear 
Regression' என்ற பகுதியில் காfவும்.  

particular value – mean of all values
————————————————–

maximum – minimum

11.1.4 L1 , L2 Regularization 
மிகக் குளைறந்த அ9வு தeவுகளுக்கு, அதிக அ9வு 
பங்களிப்பதால் ஏற்படு.வேத பிeச்சளைன என்று 
பார்த்வேதாம். இளைதத் தவிர்க்க ஒன்று அதிக 
அ9வு தeவுகளை9க் வெகாண்டு .e<ாம் அல்<து 
ஒவ்வெ.ாரு feature-ன் பங்களிப்ளைபயும் குளைறந்த 
அ9வில் Gாற்ற<ாம். இதில் அதிக அ9வு 
தeவுகளை9க் வெகாண்டு  .ரு.து மிகுந்த வேநeமும் 



வெச<வும் பிடிக்கும் வே.ளை<யாத<ால் 
ஒவ்வெ.ாரு  feature-ன் பங்களிப்ளைபயும் குளைறக்க 
அதனுடன் regularization-க்கான அ9வீடு 
இளைfக்கப்படுகிறது. 

இத்தளைகய வெநறிப்படுத்தும் முளைறயானது L1 
Gற்றும் L2) எனும் இeண்டு நிளை<களில் 
நளைடவெபறுகிறது. மிக மிக அதிக அ9வில் features
இருக்கும்வேபாது L1 .ளைக 
பயன்படுத்தப்படுகிறது. இது அதிக 
முக்கியமில்<ாத features-க்கான Gதிப்பிளைன 
சுழியம் (0) என அளைGப்பதன் மூ<ம் 
முக்கியGான.ற்ளைற Gட்டும் பங்களிக்க 
ளை.க்கிறது. ஒரு regression Gாட<ானது L1-ஐப் 
பயன்படுத்தினால் அது Lasso Regression (Least 
Absolute shrinkage & selection operator) என்றும், L2)-
ஐப் பயன்படுத்தினால் அது  Ridge regression 
என்றும் அளைழக்கப்படுகிறது. L2) என்பது 
வெநட்வெ.ார்கில் உள்9 அளைனத்து 
அ9வுருக்களின் கூட்டுத் வெதாளைகளையயும் 
இeட்டிப்பாக்கி அதளைன <ாம்டா /2)m எனும் 
Gதிப்பினால் வெபருக்குகிறது. இவ்.ாறாக L1 



Gற்றும் L2) -ஆல் கண்டறியப்படும் Gதிப்வேப 
'Penalty term' என்று அளைழக்கப்படுகிறது. பின்னர் 
இம்Gதிப்வேப cost (J) Gதிப்புடன் 
இளைfக்கப்படுகிறது. சுருக்கGாகச் 
வெசால்<ப்வேபானால் L1 என்பது 'Absolute value of 
Magnitude' என்றும், L2) என்பது 'Squared Magnitude' 
என்றும் அறியப்படும். 



இம்முளைறகளில் நாம் .ளைeயறுக்கும் 
<ாம்டாவின் Gதிப்பு மிக மிகக் குளைற.ாக 
இருந்தால், overfitting என்ற பிeச்சளைன அப்படிவேய
நிளை<த்திருக்கும்.  மிக மிக அதிகGாக இருந்தால் 
underfitting நிளை<க்குச் வெசன்றுவிடும். எனவே. 
இந்த <ாம்டா Gதிப்பிளைன வேதர்வு 
வெசய்யும்வேபாது, மிக மிகக் க.னGாக இருக்க 
வே.ண்டியது அ.சியGாகிறது. 

11.1.5 Drop-out Regularization
இது ஒவ்வெ.ாரு வே<யரிலும் வேதாeாயGாக 
ஒருசி< nodes-ஐ நீக்கி விடு.தன் மூ<ம் features-



ன் எண்ணிக்ளைகளையக் குளைறக்கும். keep_prob 
என்பது இது பயன்படுத்தும் parameter ஆகும். 
இதன் மூ<ம் ஒவ்வெ.ாரு வே<யரிலும் எவ்.9வு 
nodes இருக்க வே.ண்டும் என்பளைத 
.ளைeயறுக்க<ாம். அதா.து  keep_prob = 0.6  
என்று இருந்தால் 60% nodes-ஐ ளை.த்துக் 
வெகாண்டு மீதி 40% nodes-ஐ நீக்கி விட<ாம் என்று 
அர்த்தம். ஒவ்வெ.ாரு வே<யருக்கும் வெ.வ்வே.று  
keep_prob Gதிப்புகளை9 நாம் .ளைeயறுக்க<ாம்.  



11.2 Data-Insufficiency
இது பயிற்சி அளிப்பதற்குப் வேபாதுGான 
தeவுகள் இல்<ாளைGயால் ஏற்படுகின்ற 
பிeச்சளைன ஆகும். இதளைனத் தவிர்க்க Data 
Augmentation என்ற முளைறளையப் 
பயன்படுத்த<ாம். இதற்கு தeவுகளை9ப் 
வெபருக்குதல் என்று வெபாருள். அதா.து நம்மிடம்
ஏற்வெகனவே. இருக்கின்ற தeவுகளை9க் வெகாண்டு 
அதிக அ9வில் தeவுகளை9 உரு.ாக்கிப் 
பயன்படுத்த<ாம். Mirroring (பிeதிபலித்தல்), 
Random cropping (சீeற்ற துண்டுக9ாக்குதல்), 
Rotation (சுழற்றுதல்), Shearing (வெ.ட்டுதல்), Colour



shifting (நிறGாற்றம் வெசய்தல்) வேபான்றளை. 
இத்தளைகய தeவுகளின் வெபருக்கத்திற்கு 
உதவுகின்ற முளைறகள் ஆகும்.   

11.3 Vanishing & Exploding 
gradient

நியூeல் வெநட்வெ.ார்கில், நாம் பயன்படுத்தியுள்9 
weights-ன் Gதிப்பு மிகவும் சிறியதாக இருந்தால், 
அதன் gradients (dw, db) backpropagation-ன் வேபாது  
ஒரு கட்டத்தில் தானாக Gளைறந்துவிடும். இதுவே.
vanishing gradients எனப்படும். இதற்கு வேநர் 
Gாறாக  gradients-ன் Gதிப்பு மிகப் வெபரியதாக 
அளைG.து exploding gradients எனப்படும். RNN 
வேபான்ற நீண்ட வெதாடர்புளைடய .ார்த்ளைதகளை9 
நிளைனவில் ளை.த்துக் வெகாள்9 வே.ண்டிய 
மிகவும் ஆழGான வெநட்வெ.ார்குக்கு இத்தளைகய 
பிeச்சளைனகள் எழுகின்றன. (RNN பற்றி 
இனி.ரும் பகுதிகளில் காf<ாம்)  



hidden layer-ல் tanh activation fn-ஐப் 
பயன்படுத்து.தன் மூ<ம் இத்தளைகய 
பிeச்சளைனகளை9த்  தவிர்க்க<ாம்.  வேGலும் Xavier 
initialization மூ<ம் weights-க்கான து.க்க 
Gதிப்புகளை9 அளிக்கும்வேபாது, அது Gதிப்புகள் 
மிகவும் சிறியதாகவும் இல்<ாGல், மிகவும் 
வெபரியதாகவும் இல்<ாGல் அளைG.ளைத உறுதி 
வெசய்கிறது. அதா.து weights matrix-க்கான து.க்க 
Gதிப்புகளை9 அளிக்கும்வேபாது, அதன் variance = 2)
/ n (where n = no. of features)என்று இருக்குGாறு 
பார்த்துக்வெகாள்கிறது. ‘Gradient Clipping’ Gradient Clipping’ என்பது 
exploding பிeச்சளைனளையத் தவிர்க்க உதவும் ஒரு 
.ழி.ளைக ஆகும். இது gradients-ன் Gதிப்புகள் 
ஒரு குறிப்பிட்ட எல்ளை<ளையத் தாண்டிச்  
வெசல்லும்வேபாது, அ.ற்ளைற எல்ளை<க்குள் 
அளைGத்து பின்னர் back propagation .ழிவேய 
வெசலுத்தி weights Gதிப்புகளை9 வேGம்படுத்துகிறது.



11.4 Mini-batch Gradient 
descent

Gradient descent என்றால் சாய்வு .ம்சா.ளி என்று
வெபாருள். ஒரு வெநட் வெ.ார்க் இம்முளைறளையப் 
பயன்படுத்தி கூடுளைக(convergence) அளைடய 
முயலும்வேபாது  ஒவ்வெ.ாரு சுழற்சியிலும், 
முழுத் தeவுகளை9யும் பயன்படுத் திப் பயிற்சி 
அளிப்பதால், அதிக அ9வு வேநeமும் 
வெசயல்திறனும்  வீfாகிறது. இதளைனத் 
தவிர்ப்பதற்காக .ந்தவேத mini-batch gradient descent
ஆகும். இது முழுத் தeவுகளை9யும் பல்வே.று 
வெதாகுதிக9ாகப் பிரித்து, ஒவ்வெ.ாரு 
சுழற்சியிலும் ஒரு batch-ஐ அனுப்பி 
அதனடிப்பளைடயில் gradients Gதிப்புகளை9 
திருத்தம் வெசய்கிறது. எடுத்துக்காட்டாக பயிற்சித் 
தeவுகளின் எண்ணிக்ளைக வெGாத்தம் பத்தாயிeம் 
இருக்கிறவெதனில், இது ஆயிeம் ஆயிeGாக 
அளைGந்த வெGாத்தம் 10 வெதாகுதிகளை9 
உரு.ாக்கும். பின்னர்  ஒவ்வெ.ாரு சுழற்சிக்கும் 
ஒவ்வெ.ாரு வெதாகுதியாக  அனுப்பி gradients-ஐ 
திருத்தம் வெசய்யும். இதுவே. Stochastic Gradient 



descent எனப்படும். அதுவே. பிரிக்கப்படும் 
வெதாகுதிகளின் எண்ணிக்ளைக வெGாத்தத் 
தeவுகளின் எண்ணிக்ளைகக்கு சGGாக  பத்தாயிeம்
என அளைGந்தால், அதுவே. Batch Gradient 
descent அல்<து Gradient descent without mini-batch 
என்று அளைழக்கப்படுகிறது. 

Stochastic Gற்றும் Batch இவ்விeண்டும் சாய்வு 
.ம்சா.ளி மூ<ம் கூடுளைக அளைட.ளைத 
(Convergence using gradient descent).ளைeபடGாக 
.ளைeந்து பார்த்தால், Stochastic-ல் கூடுளைக என்பது
விளைe.ாக நளைடவெபற்று விடும். ஏவெனனில் 
Batch-ல் mini batch-ன் எண்ணிக்ளைக வெGாத்த 
எண்ணிக்ளைகக்கு சGGாக அளைG.தால் கூடுளைக 
என்பது சற்று வேநeம் பிடிக்கும். வேGலும் Stochastic-
ன் .ளைeபடத்தில் காfப்படும் பல்வே.று ஏற்ற 
இறக்கங்கள் ஒவ்வெ.ாரு வெதாகுதிகளை9ப் 
பயன்படுத்தி இறங்கி .ரு.ளைத உfர்த்துகிறது. 



11.5 Hyper-parameter Tuning
நியூeல் வெநட் வெ.ார்கில் ஒருசி< அ9வுருக்கள் 
தானாக தன்னுளைடய Gதிப்பிளைனக் 
கற்றுக்வெகாள்கின்றன. ஒருசி< அ9வுருக்களுக்கு 
Gதிப்பிளைன நாம் .ளைeயறுக்க வே.ண்டியுள்9து. 
எடுத்துக்காட்டாக weights , bias வேபான்ற 
அ9வுருக்களுக்கு, து.க்கத்தில் ஒருசி< 
Gதிப்புகளை9 அளித்து வெநட் வெ.ார்கிடம் 
விட்டுவிடுகிவேறாம். பின்னர் அளை. 
பயிற்சியின்வேபாது தானாக சரியான 



Gதிப்புகளை9ப் வெபற்றுக்வெகாள்கின்றன. ஆனால் 
ஒரு வெநட் வெ.ார்கில் எவ்.9வு அடுக்குகள் 
இருக்க வே.ண்டும், அ.ற்றில் எத்தளைன nodes 
இருக்க வே.ண்டும் என்பளைதவெயல்<ாம் 
நாம்தான் .ளைeயறுக்க வே.ண்டும். இவ்.ாறாக 
தானாகக் கற்றுக் வெகாள்9ாGல், நாம் Gதிப்பிளைன
.ளைeயறுக்கும் அ9வுருக்களுக்கு hyper-parameters
என்று வெபயர். Layers-ன் எண்ணிக்ளைக , Nodes-ன் 
எண்ணிக்ளைக , Mini batches-ன் எண்ணிக்ளைக , 
Gradient descent-ல் பயன்படுத்தப்படும் 
கற்றலுக்கான விகிதம்(learning rate) 
வேபான்ற.ற்ளைற இதற்கான எடுத்துக்காட்டாகச் 
வெசால்<<ாம். இ.ற்ளைற நாம் சரி.e 
அளைGக்கும்.ளைe பல்வே.று Gதிப்புகளை9 
ஒவ்வெ.ான்றாகச் வேசாதித்துப் பார்த்து 
சரியானளைத வேதர்வு வெசய்.ளைதவேய hyper-parameter 
tuning என்கிவேறாம். இது பல்வே.று முளைறகளில் 
நளைடவெபறுகிறது. அளை. பின்.ருGாறு. 

11.5.1 Grid Search



ஒரு அணியில் பல்வே.று அ9வுருக்களை9 
அளைGத்து அ.ற்றிலிருந்து ஒவ்வெ.ாரு 
combination-ஆக வேசாதித்துப் பார்த்து அதிலிருந்து 
ஒன்ளைற வேதர்வு வெசய்.ளைதவேய Grid search 
என்கிவேறாம். வேதர்ந்வெதடுக்கப்பட வே.ண்டிய 
அ9வுருக்களின் எண்ணிக்ளைக குளைற.ாக 
இருக்கும்வேபாது இம்முளைற சிறப்பாக அளைGயும்.

11.5.2 Random Search



எந்த ஒரு .ளைeயளைறயும் ளை.த்துக் 
வெகாள்9ாGல், சீeற்ற முளைறயில் 
அ9வுருக்களை9த் வேதர்ந்வெதடுக்கும் முளைறக்கு 
Random Search என்று வெபயர். சீeற்ற முளைறயில் 
வேதர்ந்வெதடுக்கப்பட்டாலும், இதுவே. grid search-
ஐ விட சிறப்பாக அளைGயும். வேதர்ந்வெதடுக்கப்பட 
வே.ண்டிய அ9வுருக்களின் எண்ணிக்ளைக 
அதிகGாக இருக்கும் பட்சத்தில் இம்முளைறளைய 
நாம் பயன்படுத்த<ாம்.  

11.5.3 Linear Scale



வே<யர்களின் எண்ணிக்ளைக, Nodes-ன் 
எண்ணிக்ளைக வேபான்ற குளைற.ான 
எண்ணிக்ளைகயில் அளைGயும்  அ9வுருக்களை9த் 
வேதர்வு வெசய்ய இம்முளைறளைய நாம் 
பயன்படுத்த<ாம். இதன் Gதிப்புகள் non uniform-
ஆக அளைGயும். [Eg: 0.001, 0.1, …. 0.9]

11.5.4 Log Scale

கற்றலுக்கான விகிதம்(learning rate) வேபான்ற 
அதிமுக்கிய Gதிப்புகளை9த் வேதர்வு வெசய்ய 
இம்முளைறளையப் பயன்படுத்த<ாம். ஏவெனனில் 
இதுவேபான்ற Gதிப்புகளில் ஒரு சிறிய அ9வில் 
Gாற்றம் ஏற்பட்டால் கூட அது வெGாத்த 
வெநட் வெ.ார்கின் வெசயல்திறளைனயும் 
பாதித்துவிடும். ஆகவே. இம்முளைறயில் 
Gதிப்புகள் uniform-ஆக 0.0001, 0.001, 0.01, 0.1 
என்பது வேபான்று அளைG.தால், இதிலிருந்து 



ஒவ்வெ.ான்றாகச் வேசாதித்துப் பார்த்து வேதர்வு 
வெசய்ய<ாம். 

11.6 Optimization Techniques
நGது வெநட் வெ.ார்கின் வெசயல்திறளைன 
அதிகரிப்பதற்காக சிறந்த hyperparameters-ஐத் 
வேதர்வு வெசய்யும் வேநாக்கில் பல்வே.று optimization 
.ழி.ளைககள் பயன்படுத்தப்படுகின்றன. 
Stochastic GD மூ<ம் விளைe.ாக கூடுளைக அளைடய 
முடிந்தாலும், அது தனக்கான பாளைதயில் 
பல்வே.று ஏற்ற இறக்கங்களை9க் 
வெகாண்டிருப்பளைதக் காf<ாம். 



இதளைன சரி வெசய்து சீeான முளைறயில் கூடுளைக 
அளைட.தற்கு உத. பின்.ரும் optimization 
.ழி.ளைககள் இங்கு பயன்படுத்தப்படுகின்றன. 
இதன் மூ<ம் சிறந்த அ9வுருக்கள் 
வேதர்ந்வெதடுக்கப்படுகின்றன.  

• Gradient Descent with Momentum என்பது 
அதிவே.கGாக நகரும் சeாசரிளையக் 
(exponential moving average) கfக்கிட்டுப் 
பயன்படுத்து.தன் மூ<ம்  இத்தளைகய 
oscillations-ஐக் கட்டுப்படுத்த 
முயல்கிறது. 

• Root Mean Square propagation என்பவேத  RMS
Prop என்றளைழக்கப்படுகிறது. அதா.து 
மூ< சeாசரி சதுe Gதிப்பிளைனக் 
கண்டுபிடித்து அதன் மூ<ம் பeவி,  
oscillations-ஐக் கட்டுப்படுத்தி சிறந்த 
அ9வுருக்களை9த் வேதர்ந்வெதடுப்பவேத RMS 
Prop என்றளைழக்கப்படுகிறது. 



• வேGற்கூறிய இeண்டு தத்து.ங்களின் 
க<ப்வேப Adam optimization ஆகும். 

11.6.1 Learning Rate Decay 

ஒரு வெநட்வெ.ார்கின் cost Gதிப்பு gradient descent 
மூ<ம் கூடுளைக அளைடய முயலும்வேபாது, அதன் 
வெGாத்த சுழற்சிகளிலும் கற்றலுக்கான விகிதம் 
என்பது Gாறாத ஒரு Gதிப்பாக அளைGகிறது. 



எனவே.  அதன் சுழற்சிகளில் ஒன்றின் வேபாது cost 
Gதிப்பு கூடுளைகக்கு அருகில் அளைGந்தால் கூட, 
அதன் கற்றலுக்கான Gாறாத Gதிப்ளைபப் 
வெபாறுத்து சற்று நீண்டு அடுத்த அடிளைய எடுத்து 
ளை.க்கிறது. எனவே. கூடுளைக சGயத்தில் அதளைன
விட்டு வி<கிச் வெசன்று அடுத்தடுத்த 
சுழற்சிகளில் Gட்டுவேG கூடுளைகளைய அளைடகிறது.
இவ்.ாறு கூடுளைக சGயத்தில் வேதளை.யில்<ாGல்
நிகழ்த்தப்படும் அதிகப்படியான சுழற்சிகளை9த் 
தவிர்ப்பதற்காக .ந்தவேத learning rate decay 
ஆகும். இது கற்றலுக்கான விகித Gதிப்ளைப 
ஒவ்வெ.ாரு சுழற்சியிலும் வெகாஞ்சம் 
வெகாஞ்சGாக குளைறத்துக் வெகாண்வேட .ரும். 
எனவே. கூடுளைக சGயத்தின் வேபாது தனது 
அடுத்தடுத்த அடிகளை9 சின்னஞ் சிறியதாக 
எடுத்து ளை.ப்பதால் சு<பத்தில் கூடுளைகளைய 
அளைடந்துவிடும். இதனால் வேதளை.யில்<ாGல் 
நிகழும் அதிகப்படியான சுற்றுகள் 
தவிர்க்கப்படுகின்றன. 

11.6.2 Pruning



இது வெநட்வெ.ார்கின் வெசயல்திறளைன அதிகரிக்க 
உதவும் ஒரு .ழி.ளைக ஆகும். எடுத்தவுடன் 
வெநட்வெ.ார்ளைக அதிக அ9வு நியூeான்களுடன் 
.டி.ளைGப்பதால் அதன் வெசயல்திறன் வெதாடக்க 
நிளை<யிவே<வேய முடக்கப்படுகிறது. Pruning 
என்பது வெகாஞ்சம் வெகாஞ்சGாக வெநட்வெ.ார்கில் 
உள்9 நியூeான்களின் எண்ணிக்ளைகளைய 
அதிகரிக்க உதவும் ஒரு .ழி.ளைக ஆகும். இதன் 
மூ<ம் வெநட்வெ.ார்கின் வெசயல்திறன் 
பாதிக்கப்படாGல் பார்த்துக் வெகாள்9<ாம். 

11.6.3 Batch Normalization 
Normalization பற்றி எளிய தமிழில் என்ற 
புத்தகத்தில் 'Multiple linear regression' எனும் 
பகுதியில் வி9க்கியிருப்வேபன். அதா.து ஒரு 
வீட்டின் விளை<யானது, அதன் சதுe அடி வி.eம் 
Gற்றும் அ.ற்றிலுள்9 அளைறகளின் 
எண்ணிக்ளைக எனும் 2) input features-ஐப் வெபாறுத்து
அளைGகிறவெதனில் சதுe அடியானது 450-sqft 
முதல் 2)500-sqft .ளைe பeவியிருக்கும். ஆனால் 
அளைறகளின் எண்ணிக்ளைகவேயா 1 முதல் 



அதிகபட்சம் 5 .ளைe Gட்டுவேG பeவியிருக்கும். 
இவ்.ாறு வெ.வ்வே.று எல்ளை<களில் 
பeவியிருக்கும் input features-வுளைடய தeவுகளை9 
சீeாக -1 முதல் +1 .ளைe அளைGக்க முயல்.வேத 
Normalization என்று கண்வேடாம்.

சாதாef regression-ல் வெசயல்படும் Normalization-
ஐப் வேபா<வே. நியூeல் வெநட்வெ.ார்கில் 
வெசயல்படு.து 'Batch Normalization' ஆகும். 
ஏவெனனில் வெநட்வெ.ார்குக்கு பயிற்சி அளிக்கச் 
வெசலுத்தப்படும் தeவுகள் mini-batch gradient descent
மூ<ம் வெசலுத்தப்படும் வேபாது அளை. பல்வே.று 
வெதாகுதிகளில் அளைGகின்றன. எனவே. 
ஒவ்வெ.ாரு வெதாகுதியிலும் அளைGயும் தeவுகள் 
பல்வே.று எல்ளை< .ரிளைசகளில் இருப்பதற்கான 
.ாய்ப்புகள் அதிகம். இதன் விளை9.ாக 
ஏற்படு.வேத 'co-variance shift' (Change in data 
distribution of the input features) எனும் பிeச்சளைன 
ஆகும். ஏவெனனில் ஒவ்வெ.ாரு முளைறயும் 
நியூeான்கள் வெ.வ்வே.று தeவு எல்ளை<களுக்கு 
ஏற்ப தம்முளைடய அ9வுருக்களை9 Gாற்றி 
அளைGக்க முயலும். இம்முளைறயில் 



பயிற்றுவிக்கப்படு.து சரியாக இeாது. எனவே. 
ஒவ்வெ.ாரு வெதாகுதிகளிலும் உள்9 தeவுகள் 
அடுத்த வே<யருக்கு அனுப்பப்படு.தற்கு 
முன்னர் அளை. normalize வெசய்யப்பட்டு 
அனுப்பப்படு.வேத 'Batch Normalization' என்று 
அளைழக்கப்படுகிறது. நியூeல் வெநட்வெ.ார்கில் 
இளை. வெதாகுதி .ாரியாக நளைடவெபறு.தால் 
இது இப்வெபயரில் அளைழக்கப்படுகிறது. CNN 
வேபான்ற வெநட்வெ.ார்குக்கு பயிற்சி 
அளிக்கும்வேபாது கருப்பு-வெ.ள்ளை9ப் 
படங்களை9க் வெகாடுத்து பயிற்சி அளிப்பதும், 
பின்னர் .ண்fப் புளைகப்படங்களை9க் 
வெகாடுத்து கணிக்கச் வெசால்லு.தும் இத்தளைகய 
'covariance shift' பிeச்சளைனக்கு உதாefங்க9ாக 
அளைGயும். ஏவெனனில் இ.ற்றின் பிக்சல் 
Gதிப்புகளில் அதிக அ9வு வே.றுபாடு 
காfப்படும். (CNN பற்றி இனி.ரும் பகுதிகளில்
வி9க்கGாகக் காf<ாம்)



11.7 Example Program 
deep neural network-ல் நாம் பயன்படுத்தியுள்9 
Gார்பகப் புற்றுவேநாய்க்கான 
எடுத்துக்காட்ளைடவேய  இங்கும் 
பயன்படுத்தியுள்வே9ாம். கீழ்க்கண்ட இடங்களில்
Gட்டும் நிeல் சற்று வித்தியாசப்படுகிறது. 

1. Gாதிரித் தeவுகள் train_test_split மூ<ம் 
பிரிக்கப்பட்ட உடன், X_train-ல் உள்9 முதல் 2) 
features Gட்டும் கfக்கிற்கு எடுத்துக் 
வெகாள்9ப்படுகிறது. பின்னர் இவ்விeண்டு 
தeவுகளும் non-linear எவ்.ாறு முளைறயில் 
அளைGந்துள்9ன என்பது .ளைeபடம் மூ<ம் 
.ளைeந்து காட்டப்பட்டுள்9து.   

2). hidden வே<யரில் உள்9 ஒவ்வெ.ாரு node-ம் 
முந்ளைதய வே<யரிலுள்9 node-லிருந்து .ரும் 



Gதிப்புடன் weight-ஐப் வெபருக்கி களைடசியாக 
அ.ற்றுடன் bias-ஐக் கூட்டும் நிகழ்வு tf.matmul(), 
tf.add() மூ<ம் நளைடவெபறுகிறது. இவ்.ாறு 
கfக்கிடப்பட்ட Gதிப்வேப hidden வே<யரில் relu 
மூ<ம் activate வெசய்யப்படுகிறது. களைடசி 
வே<யரில் Gட்டும் activate வெசய்யப்படாத 
இம்Gதிப்பு, cost கண்டுபிடிக்கச் 
வெசலுத்தப்படுகிறது. ஏவெனனில் cost-ன் ஒரு 
பகுதியாக களைடசி வே<யருக்கான sigmoid activation
நளைடவெபற்று விடுகிறது என்று  ஏற்வெகனவே. 
பார்த்வேதாம். இத்தளைகய forward propagation 
முளைறயானது ஒரு தனி function-ஆக 
எழுதப்பட்டுள்9து.  

இதில் dropout optimization என்பது Gளைறமுக 
அடுக்குகளில், relu activation நளைடவெபற்ற பிறகு 
ஒருசி< நியூeான்களை9, வெகாடுக்கப்பட்ட முடக்க 
விகிதத்திற்கு ஏற்றார்வேபால் வெசயலிழக்கம் 
வெசய்கின்ற முளைற ஆகும். இதற்கான நிeல் 
பின்.ருGாறு இளைfக்கப்பட்டுள்9து. 

if drop_out == True:                                  



    A = tf.nn.dropout(x = A, keep_prob = 0.8)    

https://gist.github.com/
nithyadurai87/4baef96f8582)84d1a4868c80df2)5f990

import numpy as np
import tensorflow as tf
from sklearn.datasets import 
load_breast_cancer
from sklearn.model_selection import 
train_test_split 
import pandas as pd  

def normalize(data):
  col_max = np.max(data, axis = 0)
  col_min = np.min(data, axis = 0)
  return np.divide(data - col_min, 
col_max - col_min)  

https://gist.github.com/nithyadurai87/4baef96f858284d1a4868c80df25f990
https://gist.github.com/nithyadurai87/4baef96f858284d1a4868c80df25f990


(X_cancer, y_cancer) = 
load_breast_cancer(return_X_y = 
True)
X_train, X_test, Y_train, Y_test = 
train_test_split(X_cancer, y_cancer,
random_state = 25)

X_train = X_train[:,:2]

import matplotlib.pyplot as plt
import matplotlib.colors
colors=['blue','green']
cmap = 
matplotlib.colors.ListedColormap(col
ors)
plt.figure()
plt.title('Non-linearly separable 
classes')
plt.scatter(X_train[:,0], 
X_train[:,1], c=Y_train, marker= 
'o', s=50,cmap=cmap,alpha = 0.5 )
plt.show()



def forwardProp(X, parameters, 
drop_out = False):
    A = X
    L = len(parameters)//2          
    for l in range(1,L):            
        A_prev = A
        A = 
tf.nn.relu(tf.add(tf.matmul(paramete
rs['W' + str(l)], A_prev), 
parameters['b' + str(l)]))          
        if drop_out == True:        
            A = tf.nn.dropout(x = A,
keep_prob = 0.8)                    
    A = 
tf.add(tf.matmul(parameters['W' + 
str(L)], A), parameters['b' + 
str(L)])   
    return A

def deep_net(regularization = False,
lambd = 0, drop_out = False, 
optimizer = False):



    tf.reset_default_graph()
    layer_dims = [2,25,25,1]        
    X = tf.placeholder(dtype = 
tf.float64, shape = 
([layer_dims[0],None]))
    Y = tf.placeholder(dtype = 
tf.float64, shape = ([1,None]))     

    tf.set_random_seed(1)
    parameters = {}
    for i in 
range(1,len(layer_dims)):
        parameters['W' + str(i)] = 
tf.get_variable("W"+ str(i), 
shape=[layer_dims[i], layer_dims[i-
1]], 
initializer=tf.contrib.layers.xavier
_initializer(), dtype=tf.float64)
        parameters['b' + str(i)] = 
tf.get_variable("b"+ str(i), 
initializer=tf.zeros([layer_dims[i],
1],dtype=tf.float64))    
                                



    Z_final = forwardProp(X, 
parameters, drop_out)        
    
    cost = 
tf.nn.sigmoid_cross_entropy_with_log
its(logits=Z_final,labels=Y)
    if optimizer == "momentum":
        train_net =  
tf.train.MomentumOptimizer(0.01, 
momentum=0.9).minimize(cost) 
    elif optimizer == "rmsProp":
        train_net = 
tf.train.RMSPropOptimizer(0.01, 
decay=0.999, epsilon=1e-
10).minimize(cost)                  
    elif optimizer == "adam":
        train_net = 
tf.train.AdamOptimizer(0.01, beta1 =
0.9, beta2 = 0.999).minimize(cost)  
    if regularization:
        reg_term = 0                
        L = len(parameters)//2      
        for l in range(1,L+1):



            reg_term += 
tf.nn.l2_loss(parameters['W'+ 
str(l)])   
        cost = cost + (lambd/2) * 
reg_term
    cost = tf.reduce_mean(cost)
    
    train_net = 
tf.train.GradientDescentOptimizer(0.
01).minimize(cost)  
    init = 
tf.global_variables_initializer()
    costs = []
    with tf.Session() as sess:
        sess.run(init)
        for i in range(10000):
            _,c = 
sess.run([train_net, cost], 
feed_dict={X: normalize(X_train).T, 
Y: Y_train.reshape(1, 
len(Y_train))})
            if i % 100 == 0:
                costs.append(c)



            if i % 1000 == 0:
                print(c)
        plt.ylim(min(costs)
+0.1 ,max(costs), 4, 0.01)
        plt.xlabel("epoches per 
100")
        plt.ylabel("cost")
        plt.plot(costs)
        plt.show()
        params = 
sess.run(parameters)
    return params

def predict(X, parameters):
    with tf.Session() as sess:
        Z = forwardProp(X, 
parameters, drop_out= False)
        A = 
sess.run(tf.round(tf.sigmoid(Z)))
    return A

def plot_decision_boundary1( X, y, 
model):



    plt.clf()
    x_min, x_max = X[0, :].min() - 
1, X[0, :].max() + 1
    y_min, y_max = X[1, :].min() - 
1, X[1, :].max() + 1   
    colors=['blue','green']
    cmap = 
matplotlib.colors.ListedColormap(col
ors)   
    h = 0.01
    xx, yy = 
np.meshgrid(np.arange(x_min, x_max, 
h), np.arange(y_min, y_max, h))
    A = model(np.c_[xx.ravel(), 
yy.ravel()])
    A = A.reshape(xx.shape)
    plt.contourf(xx, yy, A, 
cmap="spring")
    plt.ylabel('x2')
    plt.xlabel('x1')
    plt.scatter(X[0, :], X[1, :], 
c=y, s=8,cmap=cmap)



    plt.title("Decision Boundary for
learning rate:")
    plt.show()

p = deep_net(regularization = True, 
lambd = 0.02)
plot_decision_boundary1(normalize(X_
train).T,Y_train,lambda x: 
predict(x.T,p))

p = deep_net(drop_out = True)
p = deep_net(optimizer="momentum")
p = deep_net(optimizer="rmsProp")
p = deep_net(optimizer="adam")





0.8640964968487806

0.6576789363554733

0.514352)6817019538

0.461099382)19842)395



0.4391590019944309

0.42)534971582)88082)

0.41486545995180873

0.406461887092)7915

0.39961302)157076345

0.394006802)5490444







0.7001094555968302)

0.497779058602)34667



0.362)976767982)98484

0.30990698946032)14

0.2)92)6005495411737

0.3042)2)08104091772)6

0.2)7932)7552)972)575

0.2)92)7437389848652)

0.2)83742)7041090086

0.2)87439939702)1791





0.69791675712)10456

0.4677002)374889352)4

0.31146880592)57045

0.2)7149753892)4154



0.2)62)102)40985355404

0.2)593918901561954

0.2)58442)3658572)9935

0.2)579879642)152)1397

0.2)5766904918702)55

0.2)57386595962)1496



0.69791675712)10456

0.4677002)374889352)4



0.31146880592)57045

0.2)7149753892)4154

0.2)62)102)40985355404

0.2)593918901561954

0.2)58442)3658572)9935

0.2)579879642)152)1397

0.2)5766904918702)55

0.2)57386595962)1496





0.69791675712)10456

0.4677002)374889352)4

0.31146880592)57045



0.2)7149753892)4154

0.2)62)102)40985355404

0.2)593918901561954

0.2)58442)3658572)9935

0.2)579879642)152)1397

0.2)5766904918702)55

0.2)57386595962)1496







12 Convolutional Neural 
Networks

ஒரு database-ல் வேசமிப்பதற்கு ஏற்ற .ளைகயில் 
தeவுகளை9க் வெகாண்ட அளைGப்பிற்கு  'Structured 
data' என்று வெபயர். இது.ளைe நாம் பார்த்த 
அளைனத்தும் ஒரு முளைறயான .டி.ளைGப்ளைபக் 
வெகாண்ட  தeவுகளை9 வெநட்வெ.ார்குக்கு 
வெகாடுத்து எவ்.ாறு பயிற்சி அளிப்பது என்று 
பார்த்வேதாம். இனி.ரும் பகுதிகளில் ஒழுங்கற்ற 
தeவுகளுக்கான Gாடல்களை9 எவ்.ாறு 
உரு.ாக்கு.து என்று பார்க்க<ாம். 

அட்ட.ளைf .டி.த்தில் அளைGயும் தeவுகள் 
'structured data' என்றால், இவ்.டிவில் வேசமிக்க 
இய<ாத படங்கள், காவெfாளிகள் , உளைe 
தeவுகள், குeல் வேகாப்புகள் (images, videos, text data,
voice data) ஆகியளை. 'unstructured data’ ஆகும். 



CNN, RNN வேபான்றளை. இத்தளைகய 
வே.ளை<களுக்காகப் பயன்படுகின்றன. 
இளை.களை9ப் பற்றிவெயல்<ாம் இனி.ரும் 
பகுதிகளில் பார்க்க<ாம். 

அதிக படங்களை9க் வெகாண்டு பயிற்சி வெபற்று 
புதிதாக .ருகின்ற ஒரு படம் "என்ன படம்?” 
என கணிக்கும் வே.ளை<ளைய CNN சிறப்பாக 
வெசய்கிறது. வெபாது.ாக படங்களை9 
.ளைகப்படுத்தி அளைடயா9ம் (Image classification 
& identification) காணு.தற்கான ஒரு சிறப்பு .ளைக
.டி.ளைGப்பில் இந்த CNN 
உரு.ாக்கப்பட்டுள்9து. இ.ற்றில் 
பயன்படுத்தப்படும் சிறப்பு .ளைகப் பதங்க9ான 
Convolution, Pooling, Striding, Padding, Flattened array,
FC (fully connected network)  வேபான்றளை. 
என்வெனன்ன .ளைககளில் இந்த வெசயலுக்கு 
உதவுகின்றன? அ.ற்ளைறவெயல்<ாம் எந்வெதந்த 
இடங்களில் பயன்படுத்த வே.ண்டும்? 
வேபான்றளை. பற்றிவெயல்<ாம் இப்பகுதியில் 
காf<ாம். இதன் கட்டளைGப்பு பின்.ருGாறு 



இருக்கும். இதில் உள்9 ஒவ்வெ.ாரு படிளையயும் 
வி9க்கGாகக் கீவேழ காf<ாம். 

படி1 - Input Matrix: 

முதலில் ஒரு படத்ளைத கணினி புரிந்து 
வெகாள்.தற்கு ஏற்ற .ளைகயில் எவ்.ாறு 
அளைGக்க வே.ண்டும் என்பது நGக்குத் 
வெதரிந்திருக்க வே.ண்டும். கணினிளையப் 



வெபாருத்த .ளைe ஒரு படம் என்பது பல்வே.று 
பிக்சல்க9ால் உரு.ானது. இந்தப் பல்வே.று 
நிறப் பிக்சல்களை9க் வெகாண்ட படத்ளைத 
பல்வே.று எண்களை9க் வெகாண்ட ஒரு அணியாக 
Gாற்றி பின்னர்தான் CNN-க்கு உரிய பல்வே.று 
வே.ளை<களை9த் து.ங்க வே.ண்டும். RGB என்பது 
முதன்ளைG .ண்fங்கள். இளை. ஒவ்வெ.ான்றும் 
தன்னுளைடய shades-ன் தீவிeத்ளைதப் வெபாறுத்து 0-
2)55 .ளைe அளைGந்த எண்க9ால் குறிக்கப்படும். 
இதுவே. colour codes என்றளைழக்கப்படுகிறது. 
இத்தளைகய எண்களின் க<ப்வேப பல்வே.று நிறப் 
பிக்சல்க9ால் ஆன படத்ளைத ஒரு அணியாக 
Gாற்ற உதவும். நியூeல் வெநட்வெ.ார்ளைகப் 
வெபாறுத்த.ளைe இத்தளைகய ஒவ்வெ.ாரு பிக்சல் 
Gதிப்பும் 'என்ன படம்?' என்பளைதக் கணிக்க 
உதவும் features-ஆக அளைGயும். எனவே. 
இத்தளைகய features-ன் எண்ணிக்ளைகளையக் 
குளைறத்து வெநட்வெ.ார்குக்கு அனுப்ப CNN 
பல்வே.று .ழி.ளைககளை9க் ளைகயாள்கிறது. 
அளை.களை9ப் பற்றி இப்பகுதியில் காf<ாம். 
முதலில் அளைGயும் அணி Input Matrix 
என்றளைழக்கப்படுகிறது. இதற்கு அடுத்த 



படியாக 'Convolution' என்ற ஒன்று நளைடவெபற்று 
features-ன் எண்ணிக்ளைகளையக் குளைறக்கிறது.

படி2) - Convolution: 

இப்படியில் நம்முளைடய படத்தின் பரிGாfம் 
குளைறக்கப்படுகிறது. 'பரிGாfத்ளைதக் 
குளைறத்தல்' என்றால் படத்ளைத எவ்விதத்திலும் 
வெ.ட்டி எடுக்காGல் வெ.றும் வெபரிய அ9வு 
படத்ளைத சிறிய அ9வில் Gாற்று.ளைதக் 
குறிக்கும். இதன் மூ<ம் படத்தின் தீவிeம் 
குளைறந்தாலும், படத்திற்கு எவ்வித இழப்பும் 
ஏற்படாது. இது பின்.ரும் முளைறயில் 
நிகழ்கிறது. 

முதலில் 2)*2) அல்<து 3*3 வேபான்ற சிறிய 
.டி.ளைGப்ளைபக் வெகாண்ட ஒரு அணி 
.ளைeயறுக்கப்படுகிறது. இதுவே. வெபரிய 



படத்தின் பரிGாfத்ளைதக் குளைறக்க உதவும் ஒரு 
.டிகட்டி(filters) / அ9வுறுக்கள்(parameters) 
ஆகும். இது நியூeல் வெநட்வெ.ார்கில் நாம் 
பயன்படுத்தும் weights-க்குச் சGGானது. 

• Scharr filter, Sobel filter வேபான்ற.ற்ளைற 
இத்தளைகய வே.ளை<களுக்காகப் 
பயன்படுத்த<ாம். Scharr filter என்பது 
சிறு சிறு பகுதிக9ாகப் பிரிக்கப்படும் 
படத்தின் ஒவ்வெ.ாரு பகுதி 
முளைனகளுக்கும் முக்கியத்து.ம் 
வெகாடுத்து .டிகட்டி எடுக்கும். இதுவே. 
'Edge Detection' என்று 
அளைழக்கப்படுகிறது. 

• Sobel filter என்பது ஒரு படத்தின் ளைGயப் 
பகுதியிலுள்9 பிக்சல்களுக்கு அதிக 
முக்கியத்து.ம் வெகாடுத்து 
அதனடிப்பளைடயில் .டிகட்டும். 
இத்தளைகய .டிகட்டியின் Gதிப்புகள் 
பின்.ருGாறு. 



• வேGலும் இந்த .டிகட்டும் நிகழ்.ானது 
கிளைடGட்ட.ாக்கில் நிகழ வே.ண்டுGா 
அல்<து வெசங்குத்து.ாக்கில் நிகழ 
வே.ண்டுGா என்பளைதப் வெபாறுத்து 
இ.ற்றில் அளைGயும் சுழியம் Gதிப்புகள் 
இடம்Gாறுகின்றன. 

• இளை.க9ல்<ாGல் நாவேG கூட 
நGக்வேகற்ற.ாறு Gதிப்புகளை9க் 
வெகாண்ட ஒரு .டிகட்டிளைய உரு.ாக்கிப்
பயன்படுத்த<ாம். இதுவே. நம்முளைடய 
Gாடல் பயன்படுத்துகின்ற parameters 
ஆகும். எனவே. back propagation 
முளைறப்படி இது தனக்கான சரியான 
Gதிப்பிளைனக் கற்றுக் வெகாண்டுவிடும்.



 இதுவேபான்ற ஒரு .டிகட்டியின் அ9வில் 
வெபாருந்தும் படி நம்முளைடய உள்ளீட்டு 
அணியானது முழு.தும் சிறு சிறு பகுதிக9ாகப் 
பிரிக்கப்படுகிறது. 

கீழ்க்கண்ட எடுத்துக்காட்டில் 3,5,2),1…. எனத் 
து.ங்கும் உள்ளீட்டு அணியும், 1,0,1 எனும் 
Gதிப்பிளைனப் வெபற்றுத் து.ங்கும் 3*3 filter 
அணியும் .ளைeயறுக்கப்பட்டுள்9து. இது  
தன்னுளைடய அ9வில் வெபாருந்தும் படியாக 



உள்ளீட்டு அணியின் இடது மூளை<யில் 
வெதாடங்கி படம் முழு.ளைதயும் சிறு சிறு 
பகுதிக9ாகப் பிரிக்கப்படுகிறது. முதலில் 
படத்தின் இடது மூளை<யிலிருந்து 3,5,2) எனும் 
Gதிப்பிளைனப் வெபற்றுத் து.ங்கும் 3*3 அணிளைய  
எடுக்கிறது. 



பின்னர் இச்சிறிய அணி Gற்றும் .டிகட்டி அணி 
எனும் இவ்விeண்டு அணிகளின் வெபருக்கல் 
நளைடவெபற்று புதிய அணிளைய உரு.ாக்குகிறது. 
இந்தப் புதிய அணியில் உள்9 Gதிப்புகள் 
அளைனத்தும் கூட்டப்பட்டு 30 எனும் சிறிய எண் 
.டிவில் குறிக்கப்படுகிறது. இதுவே. "Convolved 
output" என்றளைழக்கப்படும் அணியில் 
இடம்வெபறும் முதல் Gதிப்பாகும். 



இவ்.ாறு "Convolved output" -ன் அடுத்தடுத்த 
Gதிப்பிளைன உரு.ாக்கப் வேபாகும் அணி முதல் 
அணியிலிருந்து எவ்.9வு இளைடவெ.ளி விட்டு 
வேதர்ந்வெதடுக்க வே.ண்டும் என்பளைதவேய stride 
எனும் parameter குறிக்கிறது. வேGற்கண்ட  
எடுத்துக்காட்டில் stride (S=1) எனும்வேபாது முதல் 
அணியிலிருந்து ஒரு இளைடவெ.ளி விட்டு 5,2),1 
எனும் Gதிப்ளைபக் வெகாண்ட அடுத்த அணி 
வேதர்ந்வெதடுக்கப்படுகிறது. அதுவே. stride=2) 



எனும்வேபாது முதல் அணியிலிருந்து இeண்டு 
இளைடவெ.ளி விட்டு 2),1,2) எனும் Gதிப்பிளைனக்  
வெகாண்ட அணி அடுத்த அணியாகத் 
வேதர்ந்வெதடுக்கப்படு.ளைதக் காf<ாம். பின்னர் 
வேதர்ந்வெதடுக்கப்பட்ட இத்தளைகய அணிகளுடன் 
வெபருக்கல், கூட்டல் ஆகியளை. நளைடவெபற்று 
"Convolved output" -ன் அடுத்தடுத்த Gதிப்புகள் 
உரு.ாக்கப்படுகின்றன. இவ்.ாறாக stride 
Gதிப்பிளைனப் வெபாறுத்து convolution 
நளைடவெபறுகிறது. ஒரு n*n அணிளைய f*f .டிகட்டி
மூ<ம் .டிகட்டும்வேபாது உரு.ாகும் குளைறந்த 
பரிGாfத்ளைதக் வெகாண்ட அணியானது [ (n-f ) / 
s ] + 1 எனும்  .ாய்ப்பாட்டின் படி அளைGயும். 
வேGற்கண்ட எடுத்துக்காட்டில் 9*9 அணிளைய 3*3 
.டிகட்டி மூ<ம் .டிகட்டும்வேபாது   கிளைடக்கும்
convolved output-ன் Gதிப்பு, 

• stride=1 எனில் 7*7 எனவும் i.e [ (9-3) / 1 ] +
1, 



• stride=2) எனில் 4*4 எனவும் i.e [ (9-3) / 2) ] +
1, வேGற்கண்ட படி அளைGந்திருப்பளைதக் 
காf<ாம்.  

இதற்கு அடுத்த படியாக 'Pooling' 
என்பளைதப் பற்றிக் காf<ாம்.

படி3 - Pooling: 

ஒரு படத்தின் பரிGாfத்ளைதக் குளைறப்பது 
'convolution' என்றால், அப்படத்தின் அ9ளை.க் 
குளைறப்பது 'Pooling' எனப்படும். அதா.து 
குளைறக்கப்பட்ட பரிGாfம் வெகாண்ட ஒரு 
படத்தின் மீது மீண்டும் ஒரு .டிகட்டிளைய 
வெசயல்படுத்தி, அதளைன சிறு சிறு பகுதிக9ாகப் 
பிரிக்கிறது. பின்னர் ஒவ்வெ.ாரு 
பகுதியிலிருந்தும் ஒருசி< பிக்சல்களை9 Gட்டும் 
வேதர்ந்வெதடுப்பதன் மூ<ம் அப்படத்தின் அ9வு 
குளைறக்கப்படுகிறது. இம்முளைறயில் 
பிக்சல்களை9த் வேதர்ந்வெதடுக்க பல்வே.று 
.ழி.ளைககளை9 Pooling ளைகயாள்கிறது. ஒரு 
.டிகட்டி மூ<ம் படGானது பல்வே.று 



பகுதிக9ாகப் பிரிக்கப்பட்ட பின்னர், ஒவ்வெ.ாரு
பகுதியிலும் உள்9 பிக்சல்களில் வெபரியளைத 
வேதர்வு வெசய்.து, சிறியளைத வேதர்வு வெசய்.து, 
அளை.களின் சeாசரி Gதிப்பிளைனத் வேதர்வு 
வெசய்.து முளைறவேய Max pooling, Min pooling, Avg 
pooling என்று அளைழக்கப்படுகின்றன. 
வேGற்கண்ட எடுத்துக்காட்டில் 2)*2) .டிகட்டி 
அணி பயன்படுத்தப்பட்டுள்9து. எனவே.தான் 
2)*2) அளைGப்பில் 'convolved output' -ஆனது சிறு சிறு
பகுதிக9ாகத் வேதர்வு வெசய்யப்படுகிறது.

முதலில்  'convolved output' -ன் இடது 
மூளை<யிலிருந்து 30,14,17,2)6 எனும் பிக்சல் 
Gதிப்புகளை9க்  வெகாண்ட சிறுபகுதி 
வேதர்ந்வெதடுக்கப்படுகிறது. பின்னர் இதில் 'Max 
Pooling' பயன்படுத்தப்பட்டு இளை.களில் வெபரிய
Gதிப்பான 30 என்பது வேதர்ந்வெதடுக்கப்படுகிறது. 
இவ்.ாறு அடுத்தடுத்த பகுதியிலிருந்தும் 'Max 
pooling' மூ<ம் Gதிப்புகள் 



வேதர்ந்வெதடுக்கப்படு.தால் படத்தின் அ9வு 
குளைறக்கப்படுகிறது. 

விருப்ப படி - Padding: 

இளைத கட்டாயGாக்க வே.ண்டிய 
அ.சியமில்ளை<. நீங்கள் விருப்பப்பட்டால் 
இளைதப் பயன்படுத்திக் வெகாள்9<ாம். Padding 
என்பது  படத்தின் நான்கு மூளை<களிலும் 
சுழியம் நிளைறந்த .ரிளைசகளை9 உரு.ாக்கி 
படத்திற்கு எல்ளை< வேபான்ற ஒரு 
.டி.ளைGப்ளைபக்  வெகாடுக்கும். இதுவே. Zero 
padding என்று  அளைழக்கப்படுகிறது. ஏவெனனில் 
வேGற்கூறிய முளைறகளில் அ9வுகள் 
குளைறக்கப்படும்வேபாது, படத்தின் நான்கு 
மூளை<களிலும் உள்9  பிக்சல் Gதிப்புகள் 
நீக்கப்பட<ாம். இதனால் அத்தளைகய 
முளைனகளிலிருந்து நGக்குக் கிளைடக்க வே.ண்டிய 
சி< முக்கியத் தக.ல்கள் கிளைடக்காGல் 
வேபா.தற்கான .ாய்ப்புகள் உள்9ன. இதளைனத் 



தவிர்ப்பதற்காக .ந்தவேத Padding ஆகும்.. இதன் 
மூ<ம் மூளை<களிலுள்9 பிக்சல் Gதிப்புகள் 
நீக்கப்பட்டாலும், படத்தின் எல்ளை<யிலுள்9 
சுழிய Gதிப்புகள் நீக்கப்படுவேG தவிe படத்திற்கு 
எந்தவித இழப்பும் ஏற்படாது.. 

வேGற்கண்ட எடுத்துக்காட்டில் 9*9 அணிளைய 3*3 
.டிகட்டி மூ<ம் .டிகட்டும்வேபாது, கிளைடக்கும் 
convolved output-ன் Gதிப்பு 7*7 எனப் பார்த்வேதாம். 
இதுவே. படத்தின் நான்கு மூளை<களிலும் 
இeண்டு .ரிளைசகளில் சுழிய Gதிப்புகளை9 
அளித்தால் 9*9 அணியானது 11*11 என 
Gாற்றப்பட்டு கிளைடக்கும் convolved output-ன் 
Gதிப்பும் 9*9  i.e [ (11-3) / 1 ] + 1 என்வேற 
அளைGயும். எனவே. zero padding 
பயன்படுத்தும்வேபாது, 9*9 அணியானது 
convolution-க்குப் பிறகும் 9*9 அணிளைய 
உரு.ாக்கு.தால் இது "same padding" என்ற 
வெபயரில்  அளைழக்கப்படுகிறது. இளை.கள் 
எளைதயும் பயன்படுத்தாGல் சுழிய Gதிப்புகள் 
எதுவும் .ழங்காGல், ஒரு படத்ளைத அப்படிவேய 



பயன்படுத்து.வேத "valid padding" என்ற வெபயரில் 
அளைழக்கப்படுகிறது. 

களைடசி படி:

வேGற்கூறிய convolution Gற்றும் pooling திரும்பத் 
திரும்ப நளைடவெபற்று ஒரு படத்தின் அ9வு 
சுருக்கப்படுகிறது. பின்னர் சுருக்கப்பட்ட 
படத்திலுள்9 பிக்சல் Gதிப்புகவே9 அப்படத்ளைத 
அளைடயா9ம் காணு.தற்கான features -ஆக 
அளைGயும். இதுவே. 'Flattened array of input values' 
என்று அளைழக்கப்படுகிறது. இம்Gதிப்புகவே9 FC 
எனப்படும் 'Fully connected network’-க்குள் 
வெசலுத்தப்பட்டு  களைடசி வே<யரில் என்ன படம் 
என்பது .ளைகப்படுத்தப்படுகிறது. 

கீழ்க்கண்ட எடுத்துக்காட்டில் ஒரு படGானது 
முதலில் எவ்.ாறு உள்9து. Padding மூ<ம் 



படத்திற்கு எல்ளை<கள் எவ்.ாறு 
அளைGக்கப்படுகிறது. Convolution-க்குப் பின்னர் 
படம் எவ்.ாறு Gாறுகிறது. களைடசியாக Pooling 
மூ<ம் படம் எவ்.ாறு சுருங்குகிறது என்பது 
காட்டப்பட்டுள்9து. Gற்ற வெநட்வெ.ார்க் 
வேபான்று CNN-ஐ ஆதியிலிருந்து உரு.ாக்கிக் 
காட்டு.து என்பது ஒரு ஆeாய்ச்சிக் கட்டுளைeளைய
நிகழ்த்திக் காட்டு.தற்கு சGGாகும். 
எனவே.தான் இந்த அ9விவே<வேய 
எடுத்துக்காட்ளைட  நிறுத்திக் வெகாண்வேடன். 
வெபாது.ாக ஏற்வெகனவே. உரு.ாக்கப்பட்ட CNN 
Gாடல்களை9 எடுத்து நGக்வேகற்ற.ாறு அதற்கு 
Gாற்றிப் பயிற்சி அளித்துப் பயன்படுத்திக் 
வெகாள்.வேத சிறப்பாக அளைGயும். 

https://gist.github.com/
nithyadurai87/50cb753e78bba477e3ef8c01ea338c63

import numpy as np
import matplotlib.pyplot as plt
import matplotlib.image as mpimg

https://gist.github.com/nithyadurai87/50cb753e78bba477e3ef8c01ea338c63
https://gist.github.com/nithyadurai87/50cb753e78bba477e3ef8c01ea338c63


def zero_pad(X, pad):
    X_padded = np.pad(array = X, 
pad_width = ((0,0),(pad,pad), 
(pad,pad),(0,0)), mode = 'constant',
constant_values = 0) 
    return X_padded

def conv_single_step(X_slice, W, b):
    conv = np.multiply(X_slice, W)
    Z = np.sum(conv)
    Z = np.add(Z, b) 
    return Z

def conv_forward(X, W, b, hparams):
  stride = hparams["stride"]
  pad = hparams["pad"] 
  m, h_prev, w_prev, c_prev = 
X.shape   
  f, f, c_prev, n_c = W.shape
  
  n_h = int((h_prev - f + 
2*pad)/stride) + 1



  n_w = int((w_prev - f + 
2*pad)/stride) + 1
  
  Z = np.zeros((m, n_h, n_w, n_c))
  A_prev_pad = zero_pad(X, pad)
  for i in range(m):
    for h in range(n_h):
      for w in range(n_w):
        for c in range(n_c):
           w_start = w * stride
           w_end = w_start + f 
           h_start = h * stride
           h_end = h_start + f      
           Z[i,h,w,c] = 
conv_single_step(A_prev_pad[i, 
h_start:h_end, w_start:w_end, :], 
W[:,:,:,c], b[:,:,:,c])
  return Z

def max_pool(input, hparams):
    m, h_prev, w_prev, c_prev = 
input.shape
    f = hparams["f"]



    stride = hparams["stride"]
    h_out = int(((h_prev - 
f)/stride) + 1)
    w_out = int(((w_prev -f)/stride)
+ 1)
    output = np.zeros((m, h_out, 
w_out, c_prev))
    for i in range(m):
        for c in range(c_prev):
            for h in range(h_out):
                for w in 
range(w_out):
                    w_start = w * 
stride
                    w_end = w_start 
+ f
                    h_start = h * 
stride
                    h_end = h_start 
+ f
                    output[i, h, w, 
c] = np.max(input[i,h_start:h_end, 
w_start:w_end, c])



    assert output.shape == (m, 
h_out, w_out, c_prev)
    return output

img = mpimg.imread('./cake.JPG') 
print (img.shape) 
X = img.reshape(1,142,252,3) 

fig = plt.figure(figsize=(15,10))

ax1 = fig.add_subplot(2,2,1)
print("Shape of Image: ", X.shape)
ax1.imshow(X[0,:,:,:])
ax1.title.set_text('Original Image')

ax2 = fig.add_subplot(2,2,2)
X = zero_pad(X, 10)
print("After padding: ", X.shape)
ax2.imshow(X[0,:,:,:], cmap = 
"gray")
ax2.title.set_text('After padding')

ax3 = fig.add_subplot(2,2,3)



W = np.array([[-1,-1,-1],[-1,8,-1],
[-1,-1,-1]]).reshape((3,3,1,1))
b = np.zeros((1,1,1,1))
hparams = {"pad" : 0, "stride": 1}
X = conv_forward(X, W, b, hparams)
print("After convolution: ", 
X.shape)
ax3.imshow(X[0,:,:,0], 
cmap='gray',vmin=0, vmax=1)
ax3.title.set_text('After 
convolution')

ax4 = fig.add_subplot(2,2,4)
hparams = {"stride" : 1, "f" : 2}
X = max_pool(X, hparams)
print("After pooling :", X.shape)
ax4.imshow(X[0,:,:,0], cmap = 
"gray")
ax4.title.set_text('After pooling')

plt.show()

(142), 2)52), 3)



Shape of Image:  (1, 142), 2)52), 3)

After padding:  (1, 162), 2)72), 3)

After convolution:  (1, 160, 2)70, 1)

After pooling : (1, 159, 2)69, 1)
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ஒரு படத்ளைதக் வெகாடுத்து அதில் உள்9து நாயா? 
பூளைனயா? என கணிக்கச் வெசால்லு.து 'object 
classification' என்றால், ஒரு படத்தில் உள்9 
ஒவ்வெ.ாரு வெபாருளும் என்வெனன்ன என 
கணிக்கச் வெசால்லு.து 'object identification' ஆகும். 
இத்தளைகய வே.ளை<களை9ச் வெசய்.தற்வெகன 



ஏற்வெகனவே. பயிற்சி வெபற்ற AlexNet, ResNet, 
VGG19, InceptionResNet, GoogLeNet, DenseNet, NASNet
வேபான்ற Gாடல்கள் சந்ளைதயில் உள்9ன. 
இ.ற்றில் ஏதா.வெதான்ளைறத் வேதர்ந்வெதடுத்து 
நGது தeவுகளுக்வேகற்ப பயிற்சி அளித்து 
பயன்படுத்திக் வெகாள்9<ாம். 

ImageNet என்பது .ளை<த்த9த்திலிருந்து 
எடுக்கப்பட்ட பல்வே.று படங்களை9க் வெகாண்ட 
ஒரு database ஆகும். இது ஒவ்வெ.ாரு .ருடமும் 
ILSVRC (ImageNet Large Scale Visual Recognition 
Challenge) என்ற நிகழ்விளைன நடத்துகிறது. இந்தச்
ச.ாலில் வேGற்கூறிய Gாடல்கள் அளைனத்தும் 
பங்கு வெபறுகின்றன. இளை.களின் துல்லியத் 
தன்ளைGளைய உறுதிபடுத்த இதுவேபான்ற 
ச.ால்கள் ஒவ்வெ.ாரு .ருடமும் 
நிகழ்த்தப்படுகின்றன. எனவே. இத்தளைகய 
Gாடல்களில் ஏதா.வெதான்ளைற எடுத்து நGக்கு 
வே.ண்டிய படத்ளைதக் வெகாடுத்து கணிக்கச்  



வெசான்னால், அதன் கணிப்பு வெபாது.ாக 
சரியாகத்தான் இருக்கும். 

14.1 Computer Vision
நGது கணினிக்கு ஒரு படத்ளைதப் பார்த்து 
அதிலுள்9 விஷயங்கள் என்வெனன்ன என 
அளைடயா9ப்படுத்தக் கற்றுக் வெகாடுப்பவேத 
computer vision என்று அளைழக்கப்படும். 
இத்தளைகய object detection-க்கான வே.ளை<ளையச் 
வெசய்.வேத YOLO எனும் algorithm ஆகும். You Only 
Look Once என்பவேத YOLO என்று 
அளைழக்கப்படுகிறது. இது ஒரு படத்ளைத 
எடுத்துக்வெகாண்டு, அளைத சிறு சிறு துண்டுக9ாக 
grid-.டிவில் பிரிக்கிறது. பின்னர் ஒவ்வெ.ாரு 
grid-ன் மீதும் Image classification Gற்றும் 
Localization என்பது நளைடவெபறுகிறது. பின்னர் 
ஒவ்வெ.ாரு object-க்குGான bounding boxes-ஐ 
கணித்து, அது ஒவ்வெ.ாரு class-க்குள்ளும் 
அளைG.தற்கான நிகழ்தகளை.யும் கணிக்கிறது. 
ஒவேe object ப< இடங்களில் மீண்டும் மீண்டும் 
கணிக்கப்படு.ளைதத் தவிர்ப்பதற்கு bounding 



boxes-ஐ இன்னும் துல்லியGாக அளைGக்க 
உதவு.வேத Intersection Over Union Gற்றும் Non-max 
supression வேபான்ற விஷயங்கள் ஆகும். 

Face Recognition என்பது தற்வேபாது எங்கும் 
பe.<ாகப் பயன்படுத்தப்பட்டு .ருகின்ற ஒரு 
விஷயம் ஆகும். ஒவ்வெ.ாரு.ரின் 
ளைகப்வேபசியிலும் கூட இதற்கான app உள்9து. 
இந்த வே.ளை<ளையச் வெசய்.தற்கு YOLO 
உதவுகிறது. இதளைன face verification Gற்றும் face 
recognition என இeண்டாகப் பிரித்துப் புரிந்து 
வெகாள்9<ாம். நGது ளைகவேபசியில் உள்9து 
வேபா< ஒரு.ருளைடய முகத்ளைதக் காண்பித்து அது
இன்னாeது முகGா இல்ளை<யா எனக் கூறு.து 
face verification ஆகும் (binary classification – one to 
one mapping). 



Face recognition என்பது ஒரு.ருளைடய முகத்ளைதக் 
வெகாடுத்து அதளைன db-ல் உள்9 பல்வே.று 
முகங்களுடன் ஒப்பிட்டு எந்த முகத்துடன் 
வெபாருந்துகிறது எனக் கண்டுபிடிப்பது face 
recognition ஆகும். ConvNet என்பது இந்த 
வே.ளை<ளையச் வெசய்தாலும், இது 
ஒவ்வெ.ாரு.ருளைடய முகத்துக்குGான ஒரு 
Gாதிரிப் படத்ளைத எடுத்துக்வெகாண்டு 
வேசமிக்கிறது. இதுவே. 'One short learning’ என்று 
அளைழக்கப்படும். இம்முளைறயில் 
வேசமிக்கும்வேபாது, ஏற்வெகனவே. 
வேசமிக்கப்பட்டுள்9 நபரின் முகவேG Gற்வெறாரு 
முளைற .ந்தால் கூட அதில் சற்று Gாறுபட்ட 
features காfப்படின் அதளைன Gற்வெறாரு நபeாக 
வேசமிக்கிறது. எனவே. "இ.ர் தான் அ.ர் " என 
சரியாக கணிக்கவும் த.றுகிறது. இதளைனத் 
தவிர்ப்பதற்காக .ந்தவேத Siamese Network ஆகும். 

Siamese Network என்பது similarity function-ஐப் 
பயன்படுத்தி இத்தளைகய வே.ளை<ளையச் 



வெசய்கிறது. இது உள்ளீடாக .ருகின்ற 
படத்திற்கும் db-ல் வேசமிக்கப்பட்டுள்9 
படத்திற்குGான வே.றுபாட்ளைட முதலில் 
கணிக்கிறது. பின்னர் இந்த வே.றுபாடு எந்த 
அ9வு .ளைe அளைGய<ாம் என்பதற்கான 
threshold-ஐ அளைGக்கிறது. இது 
வெ.ளிப்படுத்துகின்ற வே.றுபாடு threshold-க்கும் 
குளைற.ாக இருப்பின் "முகம் வெபாருந்துகிறது" 
எனவும், அதிகGாக இருப்பின்  "முகம் 
வெபாருந்தவில்ளை<" எனவும் கணிக்கிறது. 
இத்தளைகய முளைறயில் ஒரு.ருளைடய முகம் 
கணிக்கப்படும்வேபாது ஏற்படுகின்ற இழப்ளைபக் 
கண்டறிய உதவு.வேத triplet loss function ஆகும். 
Anchor img என்பது வெகாடுக்கப்பட்டுள்9 படம் 
ஆகும். positive ,negative images என்பது 
வெகாடுக்கப்பட்டுள்9 படத்துடன் 
வெபாருந்துகின்ற Gற்றும் வெபாருந்தாத படங்கள் 
ஆகும். இது anchor image, positive image, negative 
image என்று 3 படத்ளைத ஒப்பிட்டு இழப்ளைபக் 
கfக்கிடுகிறது. எனவே.தான் triplet loss என்ற 
வெபயரில் அளைழக்கப்படுகிறது. 





15 Recurrent Neural 
Networks

சாதாef நியூeல் வெநட்வெ.ார்கில்  அடுத்தடுத்து 
.ரும் இeண்டு உள்ளீட்டுத் தeவுகள் 
ஒன்வேறாவெடான்று வெதாடர்பில்<ாGல் இருக்கும். 
எடுத்துக்காட்டாக ஒரு வீட்டினுளைடய சதுe அடி 
வி.eத்ளைதப் வெபற்றுக்வெகாண்டு அதன் 
விளை<ளையக் கணிக்கும் வேசாதளைனளைய 
எடுத்துக்வெகாண்டால் 400 சதுe அடி வீட்டிற்கு 
ஒரு விளை<ளையயும், 600 சதுe அடி வீட்டிற்கு ஒரு 
விளை<ளையயும் கணிக்கும். இந்த இeண்டும் 
ஒன்வேறாவெடான்று வெதாடர்பில்<ாத வி.eங்கள். 
600 சதுe அடிக்கான விளை<ளையக் கணிக்க ஒரு 
வெநட்வெ.ார்க் இதற்கு முந்ளைதய 400 சதுe அடி 
வீட்டிற்கு என்ன விளை<ளையக் கணித்வேதாம் 
என்பளைத நிளைனவில் ளை.த்துக் வெகாள்9த் 
வேதளை.யில்ளை<. இது வேபான்ற ஒன்வேறாவெடான்று



வெதாடர்பில்<ாத உள்ளீட்டுத் தeவுகளுக்கு 
சாதாef வெநட்வெ.ார்ளைகப் பயன்படுத்த<ாம். 

ஆனால் சி< சGயங்களில் ஒரு விஷயத்ளைதக் 
கணிப்பதற்கு வெதாடர்ச்சியாக .ருகின்ற 
உள்ளீட்டுத் தeவுகள் அளைனத்தும் 
ஒன்வேறாவெடான்று வெதாடர்புளைடயதாக 
அளைGகின்றன. எடுத்துக்காட்டுக்கு  பங்குச் 
சந்ளைதகளில் கணிக்கப்படும் ஒரு பங்கின் 
விளை<யானது அதன் தற்வேபாளைதய விளை<ளையப் 
வெபாறுத்து Gட்டும் அளைGயாGல் இதற்கு 
முன்னர்  அளைGந்த விளை<களின் பட்டியளை<க் 
கfக்கில் வெகாண்வேட கணிக்கப்படுகிறது. அது 
வேபா<வே. ஒரு வெசாற்வெறாடளைeக் வேகட்டு கணினி
என்ன Gாதிரியான பதிளை< அளிக்க வே.ண்டும் 
என்பது வெ.றும் ஒரு வெசால்ளை<ப் வெபாறுத்து 
Gட்டும்  அளைGயாGல், பல்வே.று வெசாற்களின் 
வெதாடர்ச்சிளையக் வெகாண்வேட கணிக்கப்படுகிறது. 
இதுவேபான்று அளைGயும் தeவுகவே9 'sequential data'
என்று அளைழக்கப்படுகிறது. இத்தளைகய தeவுகள் 



temporal Gற்றும் time-component ஐப் வெபற்று 
வி9ங்கும். இதுவேபான்ற தeவுகளை9ப் 
பயன்படுத்தி கணிப்புகளை9 நிகழ்த்து.தற்கு 
ஏற்ற .ளைகயில் RNN சிறப்பான 
.டி.ளைGப்ளைபப் வெபற்று வி9ங்குகிறது.

இதன் .டி.ளைGப்பு ஒவேe ஒரு நியூeாளைனக் 
வெகாண்டது. முதலில் .ருகின்ற தeவின் 
அடிப்பளைடயில் அந்த நியூeான் வெகாடுக்கும் 
வெ.ளியீடு வேசமிக்கப்பட்டு அடுத்து .ருகின்ற  
தeவுடன் இளைfக்கப்படுகிறது. பின்னர் 
இளை.யிeண்டின் அடிப்பளைடயில் கிளைடக்கும் 
வெ.ளியீடு வேசமிக்கப்பட்டு மீண்டும் 
அடுத்தடுத்து .ருகின்ற தeவுகளுடன் 
வெதாடர்ச்சியாக இளைfக்கப்படுகின்றன. 



களைடசியாக இளை.களின் அடிப்பளைடயிவே<வேய 
கணிப்புகள் நிகழ்த்தப்படு.தால் இது Recurrent 
என்ற வெபயரில் அளைழக்கப்படுகிறது. ஒவ்வெ.ாரு 
முளைறயும் கிளைடக்கும் தற்காலிக 
வெ.ளியீடுகளை9 வேசமித்து ளை.க்க இது உள்ளூe 
ஒரு memory-ஐப்  பயன்படுத்துகிறது. RNTN என்ற 
வெநட்வெ.ார்கில் இந்த memory-க்கு LSTM (Long 
Short Term Memory) என்று வெபயர். இந்த 
இடத்தில்தான் என்வெனன்ன 
விஷயங்கவெ9ல்<ாம் இது.ளைe 
வேசமிக்கப்பட்டுள்9ன எனும் வி.eம் ஒவ்வெ.ாரு
முளைறயும் கா<-வேநeத்தின் அடிப்பளைடயில் 
வேசமிக்கப்படுகிறது. 

இதுவேபான்று வெதாடர் நிகழ்வுகளை9 நிளைனவில் 
ளை.த்துக் வெகாண்டு புரிந்து வெசயல்படு.தற்கு 
ஏற்ற .ளைகயான கட்டளைGப்ளைபப் வெபற்று 
வி9ங்கு.தால் 'Text Processing' வேபான்ற 
வெசயல்களில் இளைதப் பயன்படுத்த<ாம். 
அதா.து ஒரு வேகாப்பில் அளைGந்திருக்கும் 



களைதகளை9வேயா, கட்டுளைeகளை9வேயா வெகாடுத்து 
RNN-க்குப் பயிற்சி அளித்தால், அது 
அவ்.ார்ளைதகளின்  வெதாடர்புப்படி பயிற்சிளையப் 
வெபற்றுக் வெகாள்கிறது. பின்னர் புதிதாக ஒரு 
.ார்த்ளைதளையக் வெகாடுத்து, அளைதத் வெதாடர்ந்து 
அளைGயவிருக்கும் .ார்த்ளைதளைய கணிக்கச் 
வெசான்னால், தான் வெபற்றுக் வெகாண்ட 
பயிற்சியின் படி வெகாடுக்கப்பட்ட 
.ார்த்ளைதயுடன், அதிக வெதாடர்புளைடய 
.ார்த்ளைதகள் என்வெனன்ன என்பளைத கணித்துச் 
வெசால்லும். எனவே. ஒரு.ரின் வேபச்ளைசப் புரிந்து 
வெகாள்.து, அதற்வேகற்ப பதில் அளிப்பது, 
வெGாழிGாற்றம் வெசய்.து, பல்வே.று குeல்களை9 
ஆeாய்.து, உளைeயாடல்களை9 நிகழ்த்து.து 
வேபான்ற வே.ளை<களுக்கு RNN-ஐப் 
பயன்படுத்த<ாம். 

RNTN என்பது RNN-ன் ஒரு .ளைக. வேGற்கூறிய 
அளைனத்ளைதயும் வெ.றும் ஆங்கி<  வெGாழிக்கு 
Gட்டும் வெசய்யாGல், இன்ன பிற வெGாழிகளிலும் 



வெசய்து காட்டு.தற்கு NLP (Natural Language 
Processing) என்று வெபயர்.  அதா.து ஒரு 
வெGாழியிலுள்9 வெபயர்ச்வெசால், விளைனச்வெசால், 
உரிச்வெசால், இளைfப்புச்வெசால் வேபான்ற.ற்ளைற 
அளைடயா9ம் காணுதல் (Parts of speech tagging), 
ஒரு வெசால்லில் இருக்கும் வே.ர்ச் வெசால்ளை< 
எடுத்தல் Gற்றும் அதளைனத் தழுவி .ருகின்ற பிற
வெசாற்களை9 அளைடயா9ம் காணுதல் (Stemming & 
Lemmatization), வெசாற்களின் 
பாகுபாடு(segmentation) வேபான்ற ஒரு 
வெGாழிளையப் பற்றிப் புரிந்து வெகாள்9த் 
வேதளை.யான அளைனத்து அம்சங்களை9யும் RNTN 
வெபற்று வி9ங்குகிறது. Multi-layer perceptron 
என்பளைதயும் இந்த வே.ளை<க்காகப் 
பயன்படுத்த<ாம். ஆனால் இந்த RNTN இன்னும் 
சற்று  வேGம்பட்ட அம்சங்களுடன் 
இவ்வே.ளை<ளையச் சிறப்பாகச் வெசய்கிறது. 



16 BM, RBM, DBN 
Networks 

Boltzmann Machines என்பதிலிருந்து உரு.ானவேத 
Restricted boltzmann machines ஆகும். முதலில் 
Boltzmann Network என்றால் என்ன என்று 
பார்ப்வேபாம். Gாதிரித் தeவுகளில் உள்9 
அதிகப்படியான features-ல்  இருந்து நGக்கு 
வே.ண்டிய முக்கிய அம்சங்களை9 Gட்டும் 
உரு.ாக்கும் வே.ளை<ளைய  Boltzmann 
Machines வெசய்கிறது. இது வெ.றும் input Gற்றும் 
hidden வே<யளைe Gட்டும் வெபற்று வி9ங்கும் 
வெநட்வெ.ார்க் ஆகும். Gற்ற deep learning Gாடலில் 
உள்9து வேபான்று  output வே<யர் என்ற ஒன்று 
தனியாகக் கிளைடயாது. இந்த இeண்டு வே<யரில் 
உள்9 nodes அளைனத்தும் undirected முளைறயில் 
இளைfக்கப்பட்டிருக்கும். அதா.து Gற்ற 
வெநட்வெ.ார்க் வேபான்று தeவுகளை9 முன்வேனாக்கி 



Gட்டுவேG வெசலுத்தாGல், இ.ற்றில் 
உரு.ாக்கப்படும் தeவுகள் அளைனத்து 
திளைசயிலும் வெசலுத்தப்பட்டு Gற்ற nodes-ஐ 
உரு.ாக்கும். எனவே.தான் இது 'Generative Deep 
Learning Model’ என்று அளைழக்கப்படுகிறது. 
இதன் அளைGப்பு பின்.ருGாறு.



இதில் உள்9 ஒவ்வெ.ாரு nodes-ம் சிறப்பு 
அம்சங்களை9க் கண்டறிய உதவும் ஒரு  feature 
detector-ஆக வெசயல்படும். இதில் இளைfப்பு 
முளைற எவ்.ாறு இருக்குவெGன்றால், இeண்டு 
வே<யரில் உள்9 nodes-ம் ஒன்வேறாவெடான்று 
இளைfப்ளைப ஏற்படுத்திக் வெகாள்.துடன், ஒவேe 
வே<யரில் உள்9 nodes-ம் தங்களுக்குள் 
இளைfப்ளைப ஏற்படுத்திக் வெகாள்ளும். இதனால் 
உரு.ாகக் கூடிய அதிக அ9வு feature detectors-



ஆல், வெநட்வெ.ார்கின் வே.கம் குளைறந்து 
காfப்படும். இதளைனத் தவிர்ப்பதற்காக 



.ந்தவேத  Restricted Boltzmann Machines ஆகும். 
இதன் அளைGப்பு பின்.ருGாறு.

RBM என்பது ஒவேe வே<யரில் உள்9 nodes 
தங்களுக்குள் இளைfப்ளைப ஏற்படுத்திக் 
வெகாள்.ளைத Gட்டும் restrict வெசய்யும். Gற்றபடி 
இதுவும் BN-ஐப் வேபான்வேற இeண்டு வே<யளைeக் 
வெகாண்ட நியூeல் வெநட்வெ.ார்க் ஆகும். 
முத<ா.து வே<யர் input எனவும், இeண்டா.து 
வே<யர் hidden  எனவும் அளைழக்கப்படும். இது 
ஒவேe வே<யரில் உள்9 nodes-க்குள் ஏற்படும் 
இளைfப்ளைப Gட்டும் restrict வெசய்.தால், 



'Restricted Boltzmann Network' என்ற வெபயரில் 
அளைழக்கப்படுகிறது. இதுவும் undirected 
என்பதால், பின்வேனாக்கிப் பeவுதல் மூ<ம் 
gradient descent முளைறயில் அ9வுருக்களை9 சரி 
வெசய்.து  என்பது இதில் கிளைடயாது. அதற்கு 
பதி<ாக 'Contrastive divergence' எனும் முளைற 
பயன்படுத்தப்படுகிறது. இது ஆற்றளை<க் 
குளைறப்பளைதக் குறிக்வேகா9ாகக் வெகாண்டு 
வெசயல்படும் ஒரு இயற்பியல் சGன்பாட்டிளைன 
ளை.த்து வெசயல்படுகிறது. எனவே. இது 'Energy 
based model' .ளைகளையச் சார்ந்தது என<ாம். 
dimensionality reduction, collaborative filtering, feature 
learning and topic modeling வேபான்ற இடங்களில் 
இது வெசய<ாற்றி .ருகிறது. RBM என்பது visible 
nodes .ழிவேய .ரும் உள்ளீட்டுத்  தeவுகளுடன் 
random -ஆகத் வேதர்ந்வெதடுக்கப்பட்ட  
அ9வுருக்களை9(weights) இளைfத்து hidden nodes-
ஐ உரு.ாக்கும். பின்னர் உரு.ாக்கப்பட்ட hidden 
nodes  அவேத அ9வுருக்களை9ப் பயன்படுத்தி அவேத
எண்ணிக்ளைகயில் அளைGந்த visible nodes-ஐ Gறு 
உரு.ாக்கம் வெசய்கிறது. 



Deep Belief Network என்பளைத இன்னும் சற்று 
வேGம்படுத்தப்பட்ட RBM என<ாம். இது Stack of 
RBM என்று அளைழக்கப்படுகிறது. RBM-ன் 
ஒவ்வெ.ாரு வே<யரிலும் உள்9 தனித்தனி nodes-ன் 
இளைfப்புகளை9த் தவிர்த்து, Gாறாக 
வே<யருக்கிளைடவேயயான இளைfப்ளைப 
ஊக்குவிக்கிறது. இது ஒன்றுக்கும் வேGற்பட்ட 
hidden வே<யர்களை9க் வெகாண்டிருப்பின், 
ஒவ்வெ.ாரு வே<யரும் தனக்கு முந்ளைதய 
வே<யருடனும், தனக்கு அடுத்த வே<யருடனும் 
இளைfப்ளைப ஏற்படுத்திக் வெகாண்டு 
வெசயல்படுகிறது. தனக்கு முந்ளைதய வே<யருக்கு 
hidden வே<யeாகவும், தனக்கு அடுத்த வே<யருக்கு 
visible வே<யeாகவும் வெசயல்படுகிறது. ஒவேe 
வே<யருக்குள்வே9ா அல்<து அருகாளைGயில் 
அளைGயாத வே<யருடவேனா இளைfப்ளைப 
ஏற்படுத்தாது. இதன் அளைGப்பு பின்.ருGாறு.











வேGற்கண்ட அளைனத்தும் UPN(Unsupervised 
Pretrained Network) .ளைகளையச் சார்ந்தது. அதா.து 
ஏற்வெகனவே. unsupervised முளைறயில் பயிற்சி 
அளித்து உரு.ாக்கப்பட்ட algorithms ஆகும். RBM 
என்பது features-ஐப் பிரித்வெதடுத்து தeவுகளை9 
மீண்டும் Gறுஉரு.ாக்கம் வெசய்யப் பயன்படும். 
ஆனால் இதனால் கடினGான features-ஐக் 
ளைகயா9 முடியாது. படங்கள், ஒளி, ஒலி 
வேபான்ற.ற்றின் மீது வெசயல்பட்டு cluster images, 
video capture sound, text வேபான்ற வே.ளை<களை9ச் 
வெசய்.தற்கு DBN வெபரிதும் பயன்படுகிறது. 



கீழ்க்கண்ட எடுத்துக்காட்டில் 943 பயனர்கள், 
1682) படங்களுக்கு .ழங்கிய தe.ரிளைச 
Gதிப்புகள் பயிற்சிக்கு, பரிவேசாதளைனக்கு என 
இeண்டு வேகாப்புக9ாக உள்9ன. 'u1.base’ , ‘Gradient Clipping’ u1.test’
எனும் இeண்டு வெபயரில் இருக்கும் இ.ற்ளைற 
கீழ்க்கண்ட முக.ரியில் வெசன்று பதிவிறக்கம் 
வெசய்துவெகாள்9<ாம். 

https://www.kaggle.com/prajitdatta/movielens-100k-
dataset

இத்தeவுகளில் உள்9 1682) படங்களை9யும் 
தனித்தனி features-ஆக எடுத்துக்வெகாண்டு , நாம் 
RBM மூ<ம் 2)00 features-ஐ 
வேதர்ந்வெதடுக்கப்வேபாகிவேறாம். எனவே. RBM-ன் 
உள்ளீட்டு வே<யரில் 1682) nodes-ம், hidden வே<யரில்
2)00 nodes-ம் அளைGயும். இந்த உள்ளீட்டு வே<யரில் 
உள்9 ஒவ்வெ.ாரு node-ம் ஒவ்வெ.ாரு  படத்ளைதக் 
குறிக்கும். இதன் .ழிவேயதான் வெGாத்தம் உள்9 
943 பயனர்களும் அக்குறிப்பிட்ட படத்திற்கு 

https://www.kaggle.com/prajitdatta/movielens-100k-dataset
https://www.kaggle.com/prajitdatta/movielens-100k-dataset


அளித்த தe.ரிளைச Gதிப்புகள் வெசலுத்தப்படும். 
பின்னர் sampling மூ<ம் 2)00 features  
வேதர்ந்வெதடுக்கப்படும். இதற்கான நிeல் 
பின்.ருGாறு. 

https://gist.github.com/
nithyadurai87/74b40cab9cf6592)9c6fe1c99c1b58a9c

import numpy as np
import pandas as pd
import torch
import torch.nn as nn
import torch.nn.parallel
import torch.optim as optim
import torch.utils.data
from torch.autograd import Variable

def convert(data):

https://gist.github.com/nithyadurai87/74b40cab9cf65929c6fe1c99c1b58a9c
https://gist.github.com/nithyadurai87/74b40cab9cf65929c6fe1c99c1b58a9c


    new_data = []
    for i in range(1, 944):
        id_movies = data[:,1]
[data[:,0] == i]
        id_ratings = data[:,2]
[data[:,0] == i]
        ratings = np.zeros(1682)
        ratings[id_movies - 1] = 
id_ratings
        
new_data.append(list(ratings)) 
    return new_data
    
W = torch.randn(200, 1682)
a = torch.randn(1, 200)
b = torch.randn(1, 1682)

def hidden(x):
    wx = torch.mm(x,W.t())
    activation = wx + 
a.expand_as(wx)
    ph = torch.sigmoid(activation)



    return ph, torch.bernoulli(ph)
     
def visible(y):
    wy = torch.mm(y,W)
    activation = wy + 
b.expand_as(wy)
    pv = torch.sigmoid(activation)
    return pv, torch.bernoulli(pv)
        
def train(v0, vk, ph0, phk):
    global W,a,b
    W += (torch.mm(v0.t(), ph0) - 
torch.mm(vk.t(), phk)).t()
    b += torch.sum((v0 - vk), 0)
    a += torch.sum((ph0 - phk), 0)

training_set = 
pd.read_csv('./u1.base', delimiter =
'\t')
test_set = pd.read_csv('./u1.test', 
delimiter = '\t')



training_set = 
np.array(training_set, dtype = 
'int')
test_set = np.array(test_set, dtype 
= 'int') 

print (max(max(training_set[:,0]), 
max(test_set[:,0])))
print (max(max(training_set[:,1]), 
max(test_set[:,1])))

training_set = convert(training_set)
test_set = convert(test_set)

training_set = 
torch.FloatTensor(training_set)
test_set = 
torch.FloatTensor(test_set)

training_set[training_set == 0] = -1
training_set[training_set == 1] = 0
training_set[training_set == 2] = 0
training_set[training_set >= 3] = 1



test_set[test_set == 0] = -1
test_set[test_set == 1] = 0
test_set[test_set == 2] = 0
test_set[test_set >= 3] = 1

for epoch in range(1, 11):
    train_loss = 0
    s = 0.
    for i in range(0, 943, 100):
        vk = training_set[i:i+100]
        v0 = training_set[i:i+100]
        ph0,_ = hidden(v0)
        for k in range(10):
            _,hk = hidden(vk)
            _,vk = visible(hk)
            vk[v0<0] = v0[v0<0]
        phk,_ = hidden(vk)
        train(v0, vk, ph0, phk)
        train_loss += 
torch.mean(torch.abs(v0[v0>=0] - 
vk[v0>=0]))
        s += 1.



    print('epoch: '+str(epoch)+' 
loss: '+str(train_loss/s))
    
test_loss = 0
s = 0.
for i in range(943):
    v = training_set[i:i+1]
    vt = test_set[i:i+1]
    if len(vt[vt>=0]) > 0:
        _,h = hidden(v)
        _,v = visible(h)
        test_loss += 
torch.mean(torch.abs(vt[vt>=0] - 
v[vt>=0]))
        s += 1.
print('test loss: 
'+str(test_loss/s))

நிeலுக்கான வி9க்கம்: 



1. முதலில் Gாதிரித் தeவுகள் training_set, test_set 
எனும் வெபயரில் 2) dataframes-ஆக வேசமிக்கப்பட்டு 
பின்னர்  numpy array .டிவில் 
Gாற்றப்படுகின்றன.

training_set = pd.read_csv('./u1.base', delimiter = '\t')

test_set = pd.read_csv('./u1.test', delimiter = '\t')

training_set = np.array(training_set, dtype = 'int')

test_set = np.array(test_set, dtype = 'int') 

இதில் உள்9 Gதிப்புகள் பின்.ருGாறு 
அளைGயும். 

print (training_set[:3])

[[        1         2)         3   876893171]

 [        1         3         4   878542)960]



 [        1         4         3   876893119]

 [        1         5         3   889751712)]]

➔ முதல் column-ல் உள்9து 1 முதல் 943 
.ளைe அளைGந்த பயனருக்கான 
எண்ளைfக் குறிக்கிறது.  

➔ 2) .து column-ல் உள்9து 1 முதல் 1682) 
.ளைe அளைGந்த படங்களுக்கான எண் 
ஆகும்.  அதா.து முதல் பயனர் எந்வெதந்த
படங்களுக்கு தe.ரிளைச Gதிப்புகளை9 
அளித்துள்9ார் என 
வெ.ளிப்படுத்தியபின், 2)-.து 3-.து என 
ஒவ்வெ.ாரு பயனரும் rating அளித்துள்9 
படங்களை9 வெ.ளிப்படுத்தும்.  

➔ 3 .து column-ல் ஒரு பயனர் 
அக்குறிப்பிட்ட படத்துக்குக் 
வெகாடுத்துள்9 தe.ரிளைச எண் Gதிப்பு 
அளைGந்திருக்கும். 1 முதல் 5 .ளைe 



அளைGந்த எண்க9ால் ஒரு படத்தின் தeம் 
குறிக்கப்படுகிறது. 

➔ 4 .து column எந்த வேநeத்தில் அப்பயனர் 
தe Gதிப்ளைபக் வெகாடுத்துள்9ார் 
என்பளைத வெ.ளிப்படுத்துகிறது. 

வெGாத்தம் எத்தளைன பயனர்களும், படங்களும் 
உள்9ன எனும் வி.eம்  பின்.ருGாறு 
கண்டுபிடிக்கப்பட்டுள்9து. ஏவெனனில் 
இத்தeவுகள் training, testing என இeண்டாகப் 
பிரிந்திருப்பதால், இeண்டிலும் உள்9 வெபரிய 
Gதிப்பு கண்டுபிடிக்கப்பட்டு, அதில் வெபரியது 
கண்டுபிடிக்கப்படுகிறது.  

print (max(max(training_set[:,0]), max(test_set[:,0]))) - 
943 Users

print (max(max(training_set[:,1]), max(test_set[:,1]))) - 
1682) Movies



2). இப்வேபாது RBM தனது வே.ளை<ளையத் 
வெதாடங்கு.தற்கு ஏற்ற.ாறு 943 rows Gற்றும் 
1682) columns-ல் அளைGந்த தe .ரிளைச 
Gதிப்புகளை9க் வெகாண்ட ஒரு அணி 
உரு.ாக்கப்பட வே.ண்டும். இத்தளைகய 
அளைGப்பிளைன உரு.ாக்கும் வே.ளை<ளையத்தான் 
convert() function வெசய்கிறது.

def convert(data):

    new_data = []

    for i in range(1, 944):

        id_movies = data[:,1][data[:,0] == i]

        id_ratings = data[:,2)][data[:,0] == i]

        ratings = np.zeros(1682))

        ratings[id_movies - 1] = id_ratings



        new_data.append(list(ratings)) 

    return new_data

இந்த function-க்குள் முதலில் ஒரு காலிப் 
பட்டியல் உரு.ாக்கப்படுகிறது. பின்னர் for loop 
மூ<ம் ஒவ்வெ.ாரு பயனரும் எந்வெதந்த 
படங்களுக்கு rating அளித்துள்9ார், என்வெனன்ன 
rating அளித்துள்9ார் எனும் வி.eம் id_movies , 
id_ratings எனும் இeண்டு பட்டியல்க9ாக 
வேசமிக்கப்படுகின்றன. இது பின்.ருGாறு. 

print (id_movies)

[  2)   3   4   5   7   8   9  11  13  15  16  18  19  2)1  2)2)  2)5  
2)6  2)8

  2)9  30  32)  34  35  37  38  40  41  42)  43  45  46  48  50  
52)  55  57

  58  59  63  66  68  71  75  77  79  83  87  88  89  93  94  
95  99 101



 105 106 109 110 111 115 116 119 12)2) 12)3 12)4 12)6 12)7 
131 133 135 136 137

 138 139 141 142) 144 146 147 149 152) 153 156 158 162) 
165 166 167 168 169

 172) 173 176 178 179 181 182) 187 191 192) 194 195 197 
198 199 2)03 2)04 2)05

 2)07 2)11 2)16 2)17 2)2)0 2)2)3 2)31 2)34 2)37 2)38 2)39 2)40 2)44 
2)45 2)46 2)47 2)49 2)51

 2)56 2)57 2)61 2)63 2)68 2)69 2)70 2)71] = 134

print (id_ratings)

[3 4 3 3 4 1 5 2) 5 5 5 4 5 1 4 4 3 4 1 3 5 2) 1 2) 3 3 2) 5 4 5 4
5 5 4 5 5 4



 5 2) 4 4 3 4 4 4 3 5 4 5 5 2) 4 3 2) 2) 4 5 1 5 5 3 5 3 4 5 2) 5 1
4 4 3 5 1 3

 3 2) 4 4 3 2) 5 3 4 3 4 5 5 2) 5 5 5 5 5 5 3 5 4 4 5 4 4 5 5 5 4
4 5 3 5 3 5

 3 3 5 1 4 2) 4 4 3 2) 2) 5 1 4 4 4 4 1 1 5 5 5 2)]  = 134

முதல் பயனர் 134 படங்களுக்கு rating 
வெகாடுத்துள்9ார். எனவே. முதல் பயனருக்கான 
இவ்விeண்டு பட்டியல்களும் வேGற்கண்ட.ாறு 
காfப்படும். வெGாத்தGாக உள்9 1682) 
படங்களில் 134 படங்களுக்வேக rating 
வெகாடுத்துள்9ார். எனவே. rating அளிக்காத 
படங்களுக்கு 0 எனும் Gதிப்பிளைன நாம் .ழங்க 
வே.ண்டும். எனவே. அடுத்ததாக 0 -ஐ Gட்டும் 
வெபற்று வி9ங்கும் ratings எனும் வெபயர் வெகாண்ட
1d array உரு.ாக்கப்படுகிறது. இது 
பின்.ருGாறு. 



ratings = np.zeros(1682))

print (ratings)

[0. 0. 0. ... 0. 0. 0.]

இது 1682) columns-ல் அளைGந்த 0’s ஐப் 
வெபற்றிருக்கும். பின்னர் எந்த படங்களுக்கு 
Gட்டும் rating  .ழங்கப்பட்டுள்9வேதா, அந்த 
இடத்தில் Gட்டும் 0-ஐ நீக்கி .ழங்கப்பட்ட 
rating-ஆல் Gாற்றம்  வெசய்யும். இதற்காக 
ratings[id_movies - 1] = id_ratings எனக் 
வெகாடுக்கப்பட்டுள்9து. இந்த இடத்தில்  
id_movies எனக் வெகாடுக்காGல் id_movies - 1 என 
வெகாடுக்கப்பட்டிருப்பளைதக் க.னிக்கவும். 
ஏவெனனில் 2) .து படத்துக்கு 3 எனும் Gதிப்பீடு 
அளிக்கப்பட்டிருந்தால், இந்த array-ல் 
இeண்டா.தாக அளைGந்திருக்கும் 0-ஐ 
Gாற்று.தற்கு பதி<ாக, மூன்றா.தாக 
அளைGந்திருக்கும் 0-ஐ Gாற்றிவிடும். ஏவெனனில் 
படங்களின் index 1-லிருந்து ஆeம்பிக்கிறது. 
ஆனால் array-ன் index 0-லிருந்து ஆeம்பிக்கிறது. 



இதளைனத் தவிர்ப்பதற்காகவே. id_movies - 1 என 
வெகாடுக்கப்பட்டுள்9து.

இவேத முளைறயில் வெGாத்தம் 943 பயனர்களுக்கு 
943 1d array உரு.ாக்கப்படுகிறது. இளை. 
new_data  எனும் வெபரிய பட்டியலுக்குள் 
ஒவ்வெ.ான்றாகச் வேசர்க்கப்படுகின்றன. 
இப்வேபாது print(new_data[0]) எனக் வெகாடுத்துப் 
பார்த்தால், முதல் பயனர் rating அளித்துள்9 
2),3,4,5,7 ஆகிய இடங்களில் Gட்டும் 
அளை.களுக்கான rating வெ.ளிப்படு.ளைதக் 
காf<ாம். 1,6 Gற்றும் ப< rating அளிக்காத 
இடங்களில் 0 வெ.ளிப்படு.ளைதக் காf<ாம். 
இது பின்.ருGாறு. 

[0.0, 3.0, 4.0, 3.0, 3.0, 0.0, 4.0, 1.0, 5.0, 0.0, 2).0, 0.0, 
5.0, .... 0.0, 0.0] 



3. வேGற்கண்ட முளைறயில் அளைனத்து பயிற்சித் 
தeவுகளை9யும் Gாற்றி அளைGத்து பின்னர் PyTorch 
ஏற்றுக் வெகாள்9க் கூடிய array .டிவில் 
Gாற்று.தற்கான நிeல் பின்.ருGாறு. 

training_set = convert(training_set)

test_set = convert(test_set)

training_set = torch.FloatTensor(training_set)

test_set = torch.FloatTensor(test_set)

4. இது binary classification-க்கான problem 
என்பதால் தeவுகள் அளைனத்ளைதயும் 0's & 1's 
.டிவில் Gாற்றப்வேபாகிவேறாம். 1,2) எனும் 
குளைறந்த Gதிப்பீடுகள் 0-ஆலும், 3,4,5 எனும் 
அதிக அ9வில் அளைGந்த Gதிப்பீடுகள் 1- ஆலும் 
இடGாற்றம் வெசய்யப்படுகின்றன. ஏற்வெகனவே. 
தe.ரிளைச அளிக்கப்படாதளைதக் குறிக்கும் 0 



Gதிப்பு -1 ஆல் இடGாற்றம் வெசய்யப்படுகிறது. 
இதற்கான நிeல் பின்.ருGாறு.

training_set[training_set == 0] = -1

training_set[training_set == 1] = 0

training_set[training_set == 2)] = 0

training_set[training_set >= 3] = 1

test_set[test_set == 0] = -1

test_set[test_set == 1] = 0

test_set[test_set == 2)] = 0

test_set[test_set >= 3] = 1



5. இப்வேபாது பயிற்சிக்குச் வெசலுத்தப்படும் 
தeவுகள் பின்.ரும் .டிவில் அளைGந்திருக்கும். 
இதில் 943 rows Gற்றும் 1682) columns காfப்படும்.

print (training_set)

print (training_set.size())

tensor([[-1.,  1.,  1.,  ..., -1., -1., -1.],

        [ 1., -1., -1.,  ..., -1., -1., -1.],

        [-1., -1., -1.,  ..., -1., -1., -1.],

        ...,

        [ 1., -1., -1.,  ..., -1., -1., -1.],

        [-1., -1., -1.,  ..., -1., -1., -1.],

        [-1.,  1., -1.,  ..., -1., -1., -1.]])



torch.Size([943, 1682)])

பின்னர்  for loop மூ<ம் 10 சுழற்சிகள் 
உரு.ாக்கப்பட்டு, ஒவ்வெ.ாரு சுழற்சியிலும் 
பயிற்சிக்குப் பயன்படுத்திய அ9வுருக்களை9 சரி 
வெசய்யும் நிகழ்வு நளைடவெபறுகிறது. வேGலும் 
மீண்டும் ஒரு for loop மூ<ம் நூறு நூறாக 
அளைGந்த 10 வெதாகுதிகளில் தeவுகளை9ப் பிரித்து 
பயிற்சி அளிக்கிறது. weights, bias ஆகியளை.  
பயிற்சிக்குப் பயன்படுத்தப்பட்ட  அ9வுருக்கள் 
ஆகும். இளை. random-ஆன Gதிப்புகளை9ப் 
வெபற்று இப்பயிற்சிளையத் வெதாடங்குகிறது. 
வேGலும் ஒவ்வெ.ாரு சுழற்சியிலும் இத்தளைகய 
அ9வுருக்களை9 வேGம்படுத்து.தற்கு train() 
எனும் function-ஐப்  பயன்படுத்துகிறது. Input 
Gற்றும் hidden வே<யர்கள் இeண்டும் ஒவேe  weights 
Gதிப்பிளைனப்  பயன்படுத்துகின்றன. ஆனால் 
இதற்கான bias Gதிப்புகள் Gட்டும் 
வே.றுபடுகின்றன. a என்பது hidden 
வே<யருக்கானது . b என்பது input வே<யருக்கானது. 
weights என்பது random-ஆகத் 



வேதர்ந்வெதடுக்கப்பட்ட (2)00,1682)) .டிவில் 
அளைGந்த Gதிப்புகளை9ப் வெபற்றுத் து.ங்கும். 

hidden() Gற்றும் visible() functions இeண்டும் 
ஒவ்வெ.ாரு முளைறயும் hidden node-க்கான 
Gாதிரிகளை9யும், visible node-க்கான 
Gாதிரிகளை9யும் வேதர்ந்வெதடுக்கின்றன. இளை.கள்
இeண்டும் 2) Gதிப்புகளை9த்  திருப்பி 
அளிக்கின்றன. முத<ா.து Gதிப்பு ஒவ்வெ.ாரு 
Gாதிரியும் sample-ஆக அளைG.தற்கான 
நிகழ்தகளை.க் குறிக்கும். இeண்டா.து Gதிப்பு 
Bernoulli முளைறயில் வேதர்ந்வெதடுக்கப்பட்ட sample-
ஐப் வெபற்றிருக்கும். வேGலும் hidden () 
வெ.ளிப்படுத்துகின்றன தeவுகளின் .டி.ம் 
torch.Size([100, 2)00]) என இருப்பளைதயும், visible () 
வெ.ளிப்படுத்துகின்றன தeவுகளின் .டி.ம் 
torch.Size([100, 1682)]) என இருப்பளைதயும் 
காf<ாம். 

print (ph0)



tensor([[9.9967e-01, 2).02)79e-2)1, 1.0000e+00,  ..., 
3.9762)e-2)6, 1.0000e+00, 1.0000e+00],

        [1.1460e-09, 2).4450e-2)2), 1.0000e+00,  ..., 3.7041e-
2)2), 1.0000e+00, 2).0576e-08],

        [1.992)0e-03, 1.8334e-11, 1.0000e+00,  ..., 3.2)599e-
2)1, 1.0000e+00, 1.1196e-17],

        ...,

        [3.3063e-03, 4.9096e-2)1, 1.0000e+00,  ..., 1.12)15e-
2)5, 1.0000e+00, 2).0377e-05],

        [9.8176e-01, 5.92)65e-14, 1.0000e+00,  ..., 6.0945e-
2)5, 1.0000e+00,  2).3354e-03],

        [2).92)10e-09, 1.6359e-11, 1.0000e+00,  ..., 2).2)869e-
15, 1.0000e+00,  2).2)399e-13]])



இம்முளைறயிவே<வேய RBM, features-ஐத் வேதர்வு 
வெசய்கிறது.  பயிற்சி அளித்து முடித்தபின், அவேத 
தeவுகளை9ப் பயன்படுத்தி hidden நியூeான்களை9த் 
தூண்டு.தன் மூ<ம் இதளைன நாம் வேசாதித்துக் 
வெகாள்9<ாம்.  



17 Autoencoders

Autoencoder என்றால் தeவுகளை9த் தானாகவே. 
ஏவேதா ஒரு முளைறயில் குறியிட்டு  சுருக்கி 
அளைGக்கக் கற்றுக் வெகாள்ளுகின்ற ஒரு விஷயம் 
என்று வெபாருள். எனவே.தான் dimensionality 
reduction, feature representation வேபான்ற 
இடங்களில் இது வெபரும்பங்கு .கிக்கிறது. 
Machine learning-க்கான அறிமுகக் கற்றலில் PCA-
ஐப் பற்றிப் பார்த்வேதாம் அல்<.ா, அவேத 
வே.ளை<ளையச் வெசய்.தற்காக நியூeல் 
வெநட்வெ.ார்கில் பயன்படுத்தப்படும் ஒரு 
விஷயவேG autoencoder ஆகும். PCA என்பது 
வேநர்வேகாடு முளைறயில் அளைGயும் தeவுகளின் 
dimension-ஐக் குளைறக்கப் பயன்படுகிறவெதனில் , 
Autoencoder என்பது வேநர்வேகாட்டில்  
அளைGயாத(non-linear) தeவுகளை9யும் 
ளைகயாள்கிறது. இதுவும் unsupervised learning  
.ளைகளையச் சார்ந்தது. ஏவெனனில் 



இம்முளைறயில்தான் குறியிட்டு அளைGக்க 
வே.ண்டும் என்பதற்கு எந்தஒரு பயிற்சியும், 
.ழிகாட்டுதலும் இன்றி இது கற்றுக்வெகாள்கிறது.

இதன் முத<ா.து வே<யர் உள்ளீட்டு வே<யர் 
என்று அளைழக்கப்படும். அடுத்தடுத்து உள்9து 
encoding Gற்றும் decoding வே<யர்கள் என்று 
அளைழக்கப்படும். இதன் வே.ளை<வேய உள்ளீட்டுத் 
தeவுகளை9  ஏவேதா ஒரு முளைறயில் குறியிட்டு 
சுருக்கி அளிப்பது Gற்றும் அக்குறியீட்டிளைன 
நீக்கம் வெசய்து மீண்டும் பளைழய நிளை<யில் 
தeவுகளை9 வெ.ளிப்படுத்து.து ஆகும். 
களைடசியாக உள்9து வெ.ளியீட்டு வே<யர். இது 
வெ.ளிப்படுத்துகின்ற Gதிப்பும், உள்ளீட்டு 
வே<யர் .ழிவேய வெசலுத்தப்படுகின்ற Gதிப்பும்  
ஒன்றாகவே. அளைGயும். இளைடயில் encoding 
Gற்றும் decoding வெசய்யப் பயன்படுகின்ற ஒரு 
விஷயவேG 'bottleneck' என்றும் 
அளைழக்கப்படுகிறது. இது வெபாது.ாகப் 
படங்களின் மீது வெசயல்பட்டு  வேதளை.யில்<ாத 



இடங்களை9 அகற்று.து (denoising image) , 
பரிGாfங்களை9க் குளைறப்பது (dimensionality 
reduction), கருப்பு வெ.ள்ளை9ப் படங்களை9 
.ண்fப் படங்க9ாக Gாற்று.து (Image 
colouring)  , படத்தின் முக்கிய அம்சங்களை9 
Gட்டும் வேதர்ந்வெதடுத்து வெ.ளிப்படுத்து.து 
(feature variation) , சி< படங்களின் மீது இயல்பாக
Gங்கிய நிளை<யில் அச்சிடப்பட்டுத் 
வெதன்படுகின்ற களைடயின் வெபயர், பதிப்புரிளைG 
வேபான்ற எழுத்துக்களை9 நீக்கு.து (watermark 
removal)வேபான்ற விஷயங்களை9ச் வெசய்.தற்கு 
இது வெபரிதும் பயன்படுகிறது.  

• Denoising Autoencoder என்பது ஒரு 
அடிப்பளைட .ளைக. இது சிளைதந்த 
நிளை<யில் இருக்கும் தeவுகளை9வேயா / 
படத்ளைதவேயா எடுத்துக் வெகாண்டு 
அ.ற்றிலிருக்கும் .லு.ான 
அம்சங்களை9 (robust features) Gட்டும் 
ளை.த்து மீண்டும் அத்தeவுகளை9வேயா , 



படத்ளைதவேயா Gறுஉரு.ாக்கம் வெசய்யப் 
பயன்படுகிறது. 

• Sparse Autoencoder என்பது இளைடப்பட்ட 
வே<யரில் உள்9 nodes-ன் 
எண்ணிக்ளைகளையக் குளைறக்காGல், 
உள்ளீட்டு Gற்றும் வெ.ளியீட்டு வே<யரில் 
உள்9 nodes-ன் எண்ணிக்ளைகக்குச் 
சGGாகவே. அளைGக்கிறது. இவ்.ாறு 
வெசய்யும்வேபாது தeவுகளை9 encode 
வெசய்யாGல் ஒவ்வெ.ாரு node-ம் 
அப்படிவேய நிளைனவில் ஏற்றிக் 
வெகாள்ளும் அபாயம் ஏற்படும். இதளைனத்
தவிர்ப்பதற்காக ஒவ்வெ.ாரு வே<யரிலும் 
ஒருசி< nodes-ன் வெசயல்பாட்ளைட முடக்கி
ளை.ப்பதன் மூ<ம் Information bottleneck-ஐ
வெசயல்பட ளை.க்கிறது.  

• Deep Autoencoder என்பது முத<ாம் நிளை<, 
இeண்டாம் நிளை<, மூன்றாம் நிளை< என 
பல்வே.று நிளை<களில் அடுக்கடுக்காக 
features-ஐக் குளைறத்துக் வெகாண்வேட .ந்து 



களைடசியில் அ.ற்ளைறக் குறியிட்டு 
ளை.க்கிறது. பின்னர் இக்குறியீட்டிளைன 
நீக்கம் வெசய்து, அத்தeவுகளை9 
வெ.ளிக்வெகாண்டு .ரு.தும் இவேத 
முளைறயில் பல்வே.று நிளை<களில் 
நளைடவெபறுகிறது. Image Search, Data 
compression, Topic Modeling, Information 
retrieval  வேபான்ற விஷயங்களில் இது 
வெபரும்பங்கு .கிக்கிறது. 

• Contractive autoencoder என்பது 
வெபயரிடப்படாத தeவுகளை9 (unlabeled 
data) ஒரு குறிப்பிட்ட label-ன் கீழ் சுருக்கி 
வெ.ளிப்படுத்த உதவுகிறது. இதுவேபான்று
உரு.ாக்கப்படும் வே<பில் latent variables 
என்று அளைழக்கப்படுகின்றன. இது 
Regularized autoencoder-ன் ஒரு .ளைக 
ஆகும். 

• Variational autoencoder என்பது ஒவேe 
படத்தில் சிறுசிறு Gாற்றங்களை9ச் வெசய்து
புதுப்புது படங்களை9 உரு.ாக்கு.தற்கு 



உதவுகிறது. நாம் ஏற்வெகனவே. 
இதுவேபான்ற காவெfாளிகளை9ப் 
பார்த்திருப்வேபாம் அல்<.ா! முதலில் 
ஒரு.ருளைடய முகத்தில் ஆeம்பித்து 
அதிலிருந்து சிறுசிறு Gாற்றங்களை9ச் 
வெசய்து, ப<ருளைடய முகங்கள் 
வெதன்படுவேG! இளை.வெயல்<ாம் 
Variational autoencoder-ன் வே.ளை<வேய. 
Graphical models உரு.ாக்கம் Gற்றும் 
image generation வேபான்ற இடங்களில் இது
வெபரும்பங்கு .கிக்கிறது. 



18 Reinforcement 
Learning

கணினிக்வேகா அல்<து கணினியால் 
உரு.ாக்கப்பட்ட கருவிக்வேகா ஒரு விஷயத்ளைத 
திரும்பத் திரும்பச் வெசால்லிக் வெகாடுப்பதன் 
மூ<ம் அதளைனப் பயிற்றுவிக்க முயலும் 
முளைறக்கு 'Reinforcement Learning' என்று வெபயர். 
சுயGாக ஓடக்கூடிய Gகிழ் ஊர்தி(self-driving cars), 
கணினிவேயாடு Gக்களை9 விளை9யாடச் வெசய்யும் 
gaming industry வேபான்ற.ற்றில் ஒரு கருவிக்குத் 
திறம்பட பயிற்சி அளிக்க இத்தளைகய முளைற 
பயன்படுத்தப்படுகிறது. சமீபத்தில் 
உரு.ாக்கப்பட்ட 'Deepmind' என்பது இதற்கு ஒரு 
சிறந்த உதாefம் ஆகும். இத்தளைகய 
Reinforcement Learning எவ்.ாறு நளைடவெபறுகிறது 
என்பது பற்றி இப்பகுதியில் வி9க்கGாகக் 
காf<ாம். 



வெபாது.ாக ஒருசி< விஷயங்களை9 குழந்ளைதக்கு 
நாம் ஒருமுளைற வெசால்லிக்வெகாடுத்தால் வேபாதும். 
அது சு<பGாகக் கற்றுக் வெகாண்டு விடும். 
இதளைன சாதாefGாக learning என்று 
அளைழக்க<ாம். ஆனால் புரிந்து வெகாள்.தற்குச் 
சற்றுக் கடினGான விஷயங்களை9 திரும்பத் 
திரும்பச் வெசால்லிக்வெகாடுப்பதன் மூ<வேG ஒரு 
குழந்ளைதக்கு நாம் புரிய ளை.க்க முடியும். 
இவ்.ாறு திரும்பத் திரும்பச் வெசால்லிக் 
வெகாடுக்கும் முயற்சியில், ஒவ்வெ.ாரு முளைறயும் 
குழந்ளைதயின் புரிதலுக்கு ஏற்ற.ாறு நாம் 
அடுத்தடுத்து வெசால்லிக்வெகாடுக்க முயல்.வேத 
'Reinforcement Learning' எனப்படும். 
எடுத்துக்காட்டாக ஒரு குழந்ளைதக்கு கடிகாe 
முள்ளை9ப் பார்த்து Gணி கண்டுபிடிக்க கற்றுக் 
வெகாடுக்கும் வெசயளை< reinforcement learning-ல் 
ளை.த்துப் வெபாருத்திப் பார்ப்வேபாம். இதில் 
பயன்படுத்தப்படும் முக்கிய .ார்த்ளைதக9ான 
Agent, Environment, State, Action, Reward, Penalty, 
Policy ஆகிய.ற்ளைற  இச்வெசயலில் ளை.த்துப் 



வெபாருத்திப் பார்த்து நாம் புரிந்து வெகாள்9 
முயல்வே.ாம். 

1. முதலில் ஒன்றுவேG வெதரியாGல் ஆeம்பித்து 
களைடசியில் கடிகாe முள்ளை9ப் பார்த்து Gணி 
வெசால்< கற்றுக்வெகாள்ளும் குழந்ளைததான் இங்கு 
'Agent' என்ற வெபயரில் அளைழக்கப்படுகிறது. 
அதா.து எதற்கு நாம் கற்றுக்வெகாடுக்க 
முயல்கிவேறாவேGா அதுவே. 'Agent' ஆகும். 

2). அடுத்து எளைதப் பற்றிக் கற்றுக்வெகாடுக்க 
முயல்கிவேறாவேGா அதுவே. 'Environment' என்ற 
வெபயரில் அளைழக்கப்படுகிறது. கடிகாeம், அதில் 
உள்9 60 சின்னஞ்சிறிய வேகாடுகள், முட்கள் 
உள்9 திளைச, அது குறிக்கின்ற எண்கள் 
ஆகியளை.வேய இங்கு environment ஆகும். 



3. Environment-க்குள் எந்த நிளை<யிலிருந்து நGது 
கற்பித்தளை<த் வெதாடங்குகிவேறாவேGா அதுவே. 
'state' என்று அளைழக்கப்படும். கடிகாeத்தில் 
முட்கள் இருக்கும் தற்வேபாளைதய நிளை<க்கு 'state' 
என்று வெபயர். அளைதப்பார்த்து Gணிளையக் 
கfக்கிட்டு  வெசால்லும் வெசயலுக்கு 'action' என்று 
வெபயர். அதா.து environment-ல் உள்9 state-க்கு 
ஏற்ற.ாறு, agent தன்னுளைடய action-ஐ 
வெ.ளிப்படுத்தும். 

4. Agent வெ.ளிப்படுத்திய action சரியாக 
அளைGயும்பட்சத்தில் reward-ம், த.றாக 
அளைGயும்பட்சத்தில் penalty-ம் கிளைடக்கும். 
அதா.து  'ஊக்கப்படுத்துதல்' Gற்றும் 
'தண்டளைனயளித்தல்' எனும் வெபாருளில் இளை. 
இங்கு பயன்படுத்தப்படுகின்றன. கடிகாe 
முள்ளை9த் திருப்பித் திருப்பி ஒவ்வெ.ாரு முளைற 
குழந்ளைதளைய Gணி வேகட்கும்வேபாதும் சரியாகச் 
வெசான்னால் ஒரு மிட்டாளையக் வெகாடுத்து 
ஊக்கGளிப்பது, த.றாகச் வெசான்னால் 



அதனிடம் உள்9 மிட்டாய்களில் ஒன்ளைறப் 
பிடுங்கிக் வெகாள்.து வேபான்ற வெசயல்கவே9 
இங்கு 'reward' அல்<து 'penalty' என்று 
அளைழக்கப்படுகிறது. மிட்டாய் கிளைடத்தால் 
தான் கற்றுக்வெகாண்டது சரி என்றும், மிட்டாளைய 
இழந்தால் தான் கற்றுக்வெகாண்டது த.று 
என்றும் குழந்ளைத புரிந்துவெகாள்ளும். எனவே. 
அடுத்தடுத்த முளைறகளில் அதிக மிட்டாய்களை9ப்
வெபறும் ஆர்.த்திலும், ஏற்வெகனவே. 
வெபற்றுக்வெகாண்ட மிட்டாய்களை9 இழந்து 
விடக்கூடாது என்ற பயத்திலும் தனக்குக் 
கிளைடத்த அனுப.த்ளைத ளை.த்து சரியாக Gணி 
வெசால்< முயற்சிக்கும். 

5. சரியான Gணிளையக் கfக்கிட குழந்ளைத 
இது.ளைe பல்வே.று .ழி.ளைககளை9க் 
கண்டுபிடித்து ளை.த்திருக்கும். கடிகாeத்தில் 
உள்9 ஒவ்வெ.ாரு சின்னஞ்சிறிய வேகாடுகளை9யும்
கfக்கிட்டுக் கூறு.து ஒரு .ளைக. 5-ம் 
.ாய்ப்பாட்ளைடப் பயன்படுத்திக் கfக்கிடு.து 



சற்று வேதர்ந்த .ளைக. இதுவேபான்று ஒரு 
விஷயத்ளைத நடத்தப் பயன்படுத்தும் பல்வே.று 
.ழி.ளைககவே9 'strategies' என்ற வெபயரில் 
அளைழக்கப்படுகின்றன. இதில் சிறந்த optimized 
strategy-ஐத்  வேதர்வு வெசய்து Agent தான் நிகழ்த்த 
வே.ண்டிய வெசயளை< நிகழ்த்தும்.  இத்தளைகய 
பல்வே.று strategies-ஐ உள்9டக்கியவேத 'Policy' 
ஆகும். 

இதுவேபான்ற 'Reinforcement Learning' என்பது 
supervised Gற்றும் Unsupervised என்ற 
இeண்டுக்கும் Gத்தியில் அளைGயும். ஏவெனனில் 
முதலில் unsupervised முளைறயில் ஆeம்பித்து, 
பின்னர் agent-ன் வெசயளை<ப் வெபாறுத்து அதளைனத் 
வெதாடர்ச்சியாகத் திருத்து.தன் மூ<ம் supervised 
முளைறயில் வெதாடர்கிறது. கணினியுடன் நாம் 
விளை9யாடுகின்ற சீட்டுக்கட்டு விளை9யாட்டு,, 
Chess விளை9யாட்டு, கார் பந்தயம் 
வேபான்ற.ற்றில் நம்முளைடய எதிeணியாக 
இருக்கும் கணினிக்குப் பயிற்றுவிக்க இத்தளைகய 



reinforcement தத்து.ங்கவே9 பயன்படுகின்றன. 
முதலில் கணினியானது அதற்குத் வெதரிந்த 
.ளைகயில் நம்வேGாடு விளை9யாடத் 
வெதாடங்கினாலும், பின்னர் நம்முளைடய 
நட.டிக்ளைககளுக்கு ஏற்றார் வேபான்று, 
அதனுளைடய விளை9யாட்டுப் வேபாக்ளைக Gாற்றிக் 
வெகாண்டு வெ.ற்றி வெபற முயலும். எனவே.  
அளைனத்திற்கும் வெபாருந்தும் .ளைகயில் 
இத்தத்து.ங்களின் சுருக்கங்களை9ப் பe.<ாகப் 
பின்.ருGாறு அளைGக்க<ாம். 

➔ சூழ்நிளை<ளையக் கண்காணித்தல் 
(Observation of Environment)

➔ சூழ்நிளை<யில் உள்9 தற்வேபாளைதய 
நிளை<க்கு ஏற்ற.ாறு Agent தன்னுளைடய 
அடுத்த வெசயளை<த் வெதாடர்த்தல் (Act 
according to the current state)

➔ தன்னுளைடய வெசயலுக்கான ஊக்க Gதிப்பு
அல்<து தண்டளைனத் வெதாளைகளையப் 



வெபற்றுக் வெகாள்ளுதல் (Getting reward or 
penalty)

➔ Agent தான் வெபற்றுக்வெகாண்ட Gதிப்பிற்கு
ஏற்ற.ாறு தன்னுளைடய வெசயளை<யும், 
புரிதளை<யும் Gாற்றிக்  வெகாள்ளுதல் 
(Finding a strategy from experiences)

➔ Agent நிகழ்த்தும் action என்பது 
சூழ்நிளை<ளைய ஒரு நிளை<யிலிருந்து 
அடுத்த நிளை<க்கு Gாற்றும். இப்வேபாது 
சூழ்நிளை<யில் ஏற்பட்டுள்9 Gாற்ற 
நிளை<க்கு ஏற்ற.ாறு agent வேGற்கண்ட 
வெசயல்களை9 மீண்டும் மீண்டும் வெசய்து 
பல்வே.று சுழற்சிகளை9 உரு.ாக்கும். 
சுழற்சிகளின் முடிவில், அது வெபற்றுள்9 
reward அல்<து penalty Gதிப்ளைபப் 
வெபாறுத்து சரியான .ழிமுளைறளையக் 
கண்டுபிடிக்கும். (Iterate until finding a best 
strategy)



வெதாடக்க நிளை< சுழற்சிகளில் Agent-க்கு 
வெதாடர்ச்சியாக ஊக்க Gதிப்புகவே9 
கிளைடக்கும்பட்சத்தில் அது சரியாகப் புரிந்து 
வெகாண்டுவிட்டது என நிளைனத்து சுழற்சிகளை9 
து.க்கத்திவே<வேய நிறுத்தி விடக்கூடாது. (Don’t be
greedy). அதிக பட்ச சுழற்சிகளை9 நிகழ்த்தி அதில் 
வேதாeாயGாக  ஊக்கGதிப்புகள் கிளைடத்துள்9தா 
அல்<து  தண்டளைனத்வெதாளைக கிளைடத்துள்9தா 
என்பளைதப் வெபாறுத்வேத சரியான தீர்Gானத்ளைத 
வேGற்வெகாள்9 வே.ண்டும். இந்தத் தீர்GானGானது
வெ.றும் ஒரு நிளை<ளையப் வெபாறுத்து 
அளைGயாGல், பல்வே.று கா<ங்களில் அளைGந்த 
பல்வே.று நிளை<களின் வெதாடர்ச்சியாக 
அளைGயும். (sequence of states according to time)

அடுத்ததாக ஒரு ஊர்திளைய தன்னிச்ளைசயாக 
இயங்க ளை.க்க reinforcement learning மூ<ம் 
எவ்.ாறு பயிற்சி அளிப்பது என்பளைத 
கீழ்க்கண்ட எடுத்துக்காட்டில் காf<ாம். 
இத்தளைகய பயிற்சியின் வேபாது பயனர்களை9 



எங்கிருந்து ஏற்ற வே.ண்டும், எங்கு இறக்க  
வே.ண்டும், இளைடப்பட்ட தூeத்ளைத குளைறந்த 
அ9வு வேநeத்தில் சரியான திளைச வேநாக்கி 
எவ்.ாறு கடந்து வெசல்.து வேபான்ற பல்வே.று 
விஷயங்களை9  நாம் கற்றுத்தeப் வேபாகிவேறாம். 
ஒரு பயனளைe சரியான இடத்தில் வெகாண்டு 
வேசர்க்கும் வெசயலுக்கு அதிக  அ9வு 
வெ.குGதிகளை9யும், ஒவ்வெ.ாரு முளைற த.றான 
திளைச வேநாக்கித் திரும்பும்வேபாதும் சற்றுக் 
குளைறந்த தண்டளைன Gதிப்புகளை9 அளித்துத் 
திருத்து.தன் மூ<ம் ஊர்திக்குக் கற்றுத் தe 
முடியும். இதற்குத் தகுந்த Gாதிரியான தeவுகளை9
Gym எனும் module -க்குள் காf<ாம். இதளைனப் 
பயன்படுத்தி வேGற்கண்ட விஷயங்களை9 
வெசய்.தற்கான நிeலும் அதற்கான வி9க்கமும் 
பின்.ருGாறு.  

https://gist.github.com/nithyadurai87/
d2)5a4bdf2)2)6a7b5df92)2)67e2)3ce8d2)8e

https://gist.github.com/nithyadurai87/d25a4bdf226a7b5df92267e23ce8d28e
https://gist.github.com/nithyadurai87/d25a4bdf226a7b5df92267e23ce8d28e


import gym
import numpy as np
import random

e = gym.make("Taxi-v3").env
e.render()

e.reset()
e.render()

print (e.action_space)
print (e.observation_space)

e.s = e.encode(3, 1, 2, 0) # (taxi 
row, taxi column, passenger index, 
destination index)
e.render()

print (e.s)
print (e.P[328])

epochs, penalties, reward = 0, 0, 0
while not reward == 20:



    action = e.action_space.sample()
    state, reward, done, info = 
e.step(action) # (284, -1, False, 
{'prob': 1.0})
    if reward == -10:
        penalties += 1     
    epochs += 1      
print("Timesteps taken:",epochs)
print("Penalties 
incurred:",penalties)

q_table = 
np.zeros([e.observation_space.n, 
e.action_space.n])
print (q_table[328])
total_epochs, total_penalties = 0, 0
for i in range(1, 100):
    state = e.reset()
    epochs, penalties, reward, = 0, 
0, 0
    done = False        
    while not done:



        if random.uniform(0, 1) < 
0.1:
            action = 
e.action_space.sample() # Explore 
action space
        else:
            action = 
np.argmax(q_table[state]) # Exploit 
learned values
        next_state, reward, done, 
info = e.step(action)          
        old_value = q_table[state, 
action]
        next_max = 
np.max(q_table[next_state])       
        new_value = (1 - 0.1) * 
old_value + 0.1 * (reward + 0.6 * 
next_max)
        q_table[state, action] = 
new_value
        if reward == -10:
            penalties += 1
        state = next_state



        epochs += 1 
    total_penalties += penalties
    total_epochs += epochs          

print (q_table[328])  
print("Timesteps taken:",epochs)
print("Penalties 
incurred:",penalties)
print("Average timesteps per 
episode:",(total_epochs / 100))
print("Average penalties per 
episode",(total_penalties / 100))

நிeலுக்கான வி9க்கம் Gற்றும் வெ.ளியீடு  :  

1. gym.make("Taxi-v3").env எனக் வெகாடுப்பதன் 
மூ<ம்  பயிற்சி அளிப்பதற்குத் தகுந்த சூழ்நிளை< 
உரு.ாக்கப்பட்டுவிடும். இதன்மீது வெசயல்படும்
render() Gற்றும் reset() ஆகியளை. சூழ்நிளை<ளைய 
வெ.ளிக்காட்டுதல் Gற்றும் சூழ்நிளை<யில் ஊர்தி 
உள்9 இடத்ளைத வேதாeாயGாக Gாற்றி அளைGத்தல்
வேபான்ற வே.ளை<களை9ச் வெசய்யும். இது 
பின்.ருGாறு காfப்படும். 



➢ Agent : இதில் காfப்படும் சிறிய Gஞ்சள்
நிறப் வெபட்டிதான் Agent. அதா.து 
இதுதான் தன்னிச்ளைசயாக இயங்கி 
பயனர்களை9 அ.e.ர்குரிய இடத்தில் 
வெசன்று வேசர்க்க கற்றுக் 
வெகாள்9ப்வேபாகும் ஊர்தி.

➢ Environment : இச்சூழ்நிளை<யானது எளிய 
5*5 .டி. அணி வேபான்ற அளைGப்புடன் 
உரு.கம் வெசய்யப்படும். எனவே. இதில் 



உள்9 ஒவ்வெ.ாரு சின்ன சின்ன 
பகுதிளையயும் அணியில் 
பயன்படுத்தப்படும் இட Gதிப்புகளை9 
ளை.த்து எளிதாக அணுக<ாம். அதா.து 
R, G, Y, B ஆகியளை.வேய பயனர்களை9 
ஏற்றி இறக்கு.தற்கான இடங்கள். 
இளை.கள் முளைறவேய (0,0) , (0,4) , (4,0) , 
(4,3) என்று அணுகப்படும். 

➢ Episode : இதில் சூழ்நிளை<க்கு ஏற்ப Agent 
வெசலுத்தும் 'Action' என்பது பல்வே.று 
action-களின் வெதாடர்ச்சியாக அளைGயும். 
Agent-ன் ஒவ்வெ.ாரு வெசயலும் 
சூழ்நிளை<யில் Gாற்றத்ளைத ஏற்படுத்தும். 
பின்னர் Gாற்றப்பட்ட ஒவ்வெ.ாரு 
சூழ்நிளை<க்கும் ஏற்ப Agent தனது 
வெசயளை< நிகழ்த்தும். இவேத முளைறயில் 
வெதாடர்ந்து வெசயல்பட்டு களைடசியில் 
பயனளைe அ.ருக்குரிய இடத்தில் 
வெசன்று வேசர்க்கும் வெசய<ானது ஒரு 
'episode' என்று அளைழக்கப்படுகிறது. 



➢ Action Space : ஊர்தியின் வெசயல்பாடுகள் 
பின்.ரும் 6 வெசயல்களில் ஒன்றாக 
அளைGயும். ஊர்திளைய வெதற்கு, .டக்கு, 
கிழக்கு, வேGற்கு ஆகிய திளைசகளில் 
திருப்பு.து முளைறவேய 0,1,2),3 எனவும், 
ஊர்திளையத் து.க்கும் வெசயலும், 
நிறுத்தும் வெசயலும் முளைறவேய 4, 5 
எனவும் குறிக்கப்படும். இம்Gதிப்புகவே9
'Action Space’ என்று 
அளைழக்கப்படுகின்றன. print 
(e.action_space) என்பது 6 எனும் 
Gதிப்பிளைன வெ.ளிப்படுத்து.ளைதக் 
காf<ாம். 

➢ State Space : சூழ்நிளை<யில் உள்9 ஒரு  
நிளை<க்கு ஏற்ற.ாவேற Agent தன்னுளைடய 
வெசயளை<த் வெதாடங்கும் என்று 
அறிவே.ாம். வெGாத்தம் எத்தளைன 
நிளை<கள் இந்தச்  சூழ்நிளை<யில் 
அளைGய<ாம் என்பவேத ' State Space’ 
எனப்படும். ஒவ்வெ.ாரு பயனளைeயும் 
உள் அளைழத்துக் வெகாள்.து ஒரு நிளை<. 



ஆகவே. 5 பயனர்களுக்கு 5 நிளை<கள் (R, 
G, Y, B ஆகிய இடங்களிலிருந்து உள் 
அளைழத்துக் வெகாள்ளும் பயனர்கள் தவிe 
ஏற்வெகனவே. காருக்குள் ஒரு பயனர் 
இருப்பதாகக் கfக்கில் வெகாண்டு 5 
பயனர் என்கிவேறாம்). அடுத்ததாக 
ஒவ்வெ.ாரு பயனளைeயும் 
அ.e.ருக்குரிய இடத்தில் வெசன்று 
வேசர்ப்பது அடுத்த நிளை<. 4 
நிறுத்தத்திற்கான இடங்களும் 4 
நிளை<கள் ஆகும். களைடசியாக 5*5 
.டி.ளைGப்ளைபக் வெகாண்ட 
சூழ்நிளை<யில் கார் திரும்பும் ஒவ்வெ.ாரு 
திளைசயும் ஒவ்வெ.ாரு நிளை<ளையக் 
குறிக்கும். எனவே. வெGாத்தம் 2)5 
திளைசகளில் கார் திரும்ப .ாய்ப்பு 
உள்9தால், 2)5 நிளை<கள் உரு.ாகும். 
வேGற்கூறிய 5 பயனிகள், 4 நிறுத்தங்கள், 
2)5 திளைசகள் ஆகிய அளைனத்ளைதயும் 
வேசர்த்து state space 500 ( 5 * 4 * 2)5) என 
அளைGயும். print (e.observation_space) 



என்பது 500 எனும் Gதிப்ளைப 
வெ.ளிப்படுத்து.ளைதக் காf<ாம். 

2). இப்வேபாது நாGாக ஒரு நிளை<ளைய உரு.ாக்கிக் 
வெகாடுத்து, அதனடிப்பளைடயில் ஊர்திளையக் 
கற்றுக் வெகாள்9ச் வெசய்யப் வேபாகிவேறாம். e.s = 
e.encode(3, 1, 2), 0)  என்பது வெகாடுக்கப்பட்ட 
சூழ்நிளை<யில் ஊர்த்திளைய  (3,1) எனுமிடத்தில் 
ளை.க்கும். அடுத்து தeப்பட்டுள்9  2), 0 எனும் 
எண்கள் passenger index Gற்றும் destination index-
ஐக் குறிக்கும். e.render() என்பது இந்தப் புதிய 
நிளை<ளைய பின்.ருGாறு வெ.ளிக்காட்டும். 



3. print (e.s) என்பது 32)8 எனும் எண்ளைf 
வெ.ளிப்படுத்தும். அதா.து வெகாடுக்கப்பட்ட 500
நிளை<களில் இது 32)8-.து நிளை< என்று அர்த்தம். 
இந்த நிளை<க்குரிய வெ.குGதிக்கான 
அட்ட.ளைf பின்.ருGாறு அளைGயும் print 
(e.P[32)8]).

{0: [(1.0, 42)8, -1, False)], 

1: [(1.0, 2)2)8, -1, False)], 

2): [(1.0, 348, -1, False)], 

3: [(1.0, 32)8, -1, False)], 

4: [(1.0, 32)8, -10, False)], 

5: [(1.0, 32)8, -10, False)]}

இதன் .டி.ளைGப்பு {action1: [(probability, 
nextstate, reward, done)]} எனும் அளைGப்பில் 
இருக்கும். 



இதில் உள்9 0,1,2),3,4,5 ஆகியளை. Agent 
நிகழ்த்தும் அளைனத்து .ளைகயான 
வெசயல்களை9யும் குறிக்கிறது. அடுத்து உள்9 1.0 
என்பது Agent ஒவ்வெ.ாரு வெசயளை<யும் 
நிகழ்த்து.தற்கான probability-ஐக் குறிக்கிறது. 
அளைனத்து வெசயல்களும் நளைடவெபறு.தற்கான 
.ாய்ப்பு சGGாகவே. இருக்குGாத<ால் இதன் 
Gதிப்பு எப்வேபாதும் 1 என அளைGயும். அடுத்து 
உள்9 42)8, 2)2)8, 348...வேபான்ற எண்கள் Agent 
அக்குறிப்பிட்ட வெசயளை< நிகழ்த்தினால் 
வெசன்றளைடயும் அடுத்த நிளை<க்கான எண்ளைfக் 
குறிக்கும். எனவே. தான் 3 எனுமிடத்தில் 
ஏற்வெகனவே. ஊர்தி ளை.க்கப்பட்டுள்9தாலும், 4, 
5 ஆகியளை. பயனளைe ஏற்றி இறக்கு.தற்கான 
வெசயல்கள் Gட்டுவேG என்பதாலும் 32)8 நிளை<யில் 
Gாற்றம் ஏற்படாGல் அவேத எண்ளைf 
வெ.ளிப்படுத்தியுள்9து.  அடுத்து உள்9 -1, -10 
ஆகியளை. ஒவ்வெ.ாரு வெசயலுக்குGான 
வெ.குGதி Gதிப்புகள் ஆகும். களைடசி 
வெசயலுக்கான வெ.குGதி Gதிப்பு Gட்டும், 
அதளைனயடுத்து உள்9  Gதிப்பு True என 
Gாறும்வேபாது 2)0 என அளைGயும். அதா.து 



களைடசியில் உள்9 False என்பது பயனளைe 
இன்னும் அ.ருக்கான இடத்தில் 
இறக்கிவிடவில்ளை< என்பளைதக் குறிக்கிறது. 
அ.ளைe வெ.ற்றிகeGாக இறக்கிவிட்டபின், 
இம்Gதிப்பு True எனவும், களைடசி வெசயலுக்கான 
வெ.குGதி Gதிப்பு 2)0 எனவும் Gாறிவிடும். 
இதுவே. ஒரு 'Episode' நிளைறவுற்றத்ளைதக் 
குறிக்கும். 

4. இப்வேபாது RL-க்கான எந்த ஒரு algorithm-ஐயும் 
பின்பற்றாGல், random-ஆக ஊர்திளைய 
அடுத்தடுத்த திளைச வேநாக்கி நகe ளை.ப்பதற்கான 
loop பின்.ருGாறு அளைGயும். இது களைடசி 
வெசய<ான drop-off க்குக் கிளைடக்கின்ற வெ.குGதி 
Gதிப்பு 2)0  என அளைGயாத .ளைe ஊர்திளைய 
வெதாடர்ந்து destination-ஐ வேநாக்கிப் பயணிக்க 
ளை.க்கின்ற while not loop ஆகும். 
e.action_space.sample() என்பது வெGாத்த 
வெசயல்களில் இருந்து random-ஆக ஒரு வெசயளை< 
எடுத்து நிகழ்த்தும்.  e.step(action) என்பது 



அச்வெசயளை< நிகழ்த்து.தால் .ருகின்ற அடுத்த 
நிளை<க்கான Gதிப்பு, அச்வெசயலுக்குப் 
வெபறுகின்ற வெ.குGதி Gதிப்பு, அச்வெசய<ால் 
காரியம் முற்றுப்வெபற்றதா இல்ளை<யா என்பளைத 
(2)84, -1, False, {'prob': 1.0}) என்ற .டிவில் 
வெ.ளிப்படுத்தும். இதில் முதல் மூன்று 
Gதிப்புகவே9 state, reward, done வேபான்ற variables-
ல் வேசமிக்கப்படுகின்றன. ஒவ்வெ.ாரு முளைற 
த.றாகப் பயனளைe இறக்கிவிடும்வேபாதும், 
penalty Gதிப்புடன் 1 கூட்டப்படுகிறது. 
களைடசியாகப் பயனளைe அ.ருக்குரிய சரியான 
இடத்தில் இறக்கிவிடும்வேபாது வெ.குGதி 
Gதிப்பு 2)0 என Gாறி  loop-ஐ விட்டு 
வெ.ளிவேயறுகிறது. பின்னர் ஒரு episode ஐ 
முடிப்பதற்கு வெGாத்தம் எத்தளைன முளைற 
நகர்ந்துள்9து என்பளைதயும், எத்தளைன முளைற 
பயனளைe த.றான இடத்தில் இறக்கி  penalties 
.ாங்கியுள்9து என்பளைதயும் 
வெ.ளிப்படுத்துகிறது.



epochs, penalties, reward = 0, 0, 0

while not reward == 2)0:

    action = e.action_space.sample()

    state, reward, done, info = e.step(action) 

    if reward == -10:

        penalties += 1     

    epochs += 1   

   

Timesteps taken: 1485



Penalties incurred: 473

5. Q-Learning Algorithm: வேGற்கண்ட படியில் 
வெGாத்தம் 1485 முளைற நகர்ந்துள்9ளைதயும், 473 
முளைற த.றாக இறக்கி penalties 
.ாங்கியுள்9ளைதயும் காf<ாம். இப்வேபாது Q-
Learning எனும் RL-க்கான algorithm-ஐப் 
பயன்படுத்தும்வேபாது, இம்Gதிப்புகள் 
குளைற.ளைதக் காf<ாம். ஒரு Agent 
சூழ்நிளை<யில் தன்னுளைடய வெசயலுக்கு ஏற்றபடி 
கிளைடக்கின்ற வெ.குGதி Gதிப்புகளை9 நிளைனவில்
ளை.த்துக் வெகாண்டு அதன்படி அடுத்தடுத்து 
வெசயல்படு.தன் மூ<ம் த.றுகளை9க் குளைறக்க 
முடியும். இதுவேபான்ற memory-ஐ Agent-க்கு 
.ழங்க இந்த algorithm பயன்படுத்து.வேத Q-
table ஆகும். இதில் ஒவ்வெ.ாரு நிளை<க்குGான 
பல்வே.று வெசயல்களின் தாக்கங்கள் எந்த 
அ9வுக்கு அளைGகின்றன எனும் Gதிப்பு 
வேசமிக்கப்படுகிறது. இதுவே. Q Gதிப்பு ஆகும். 



இது ஒவ்வெ.ாரு வெசயலின் தeத்ளைதயும் 
உfர்த்தக் கூடியது.

Q-table என்பது  State * Action எனும் அணி .டி. 
அளைGப்பில் அளைGயும். அதா.து வெGாத்தம் 
உள்9 500 நிளை<களும் states ஆகவும், ஒவ்வெ.ாரு 
நிளை<க்குGான 6 வெசயல்களின் Gதிப்புகளும் 
columns-ஆகவும் அளைGயும். 
இதனடிப்பளைடயில்தான்  Q Gதிப்புகள் 
வேசமிக்கப்படுகின்றன. ஒவ்வெ.ாரு நிளை<க்கும்   
எந்த வெசயலுக்கான Q Gதிப்பு அதிகGாக 
உள்9வேதா அதுவே. வெபாருத்தGான வெசய<ாகக் 
கfக்கில் வெகாள்9ப்படும் . 

6. நம்முளைடய நிeலில் முதலில் 0 Gதிப்பிளைனப் 
வெபற்று வி9ங்கும் Q-table உரு.ாக்கப்படுகிறது. 
இதன் dimension  500 * 6 என இருக்கும்படி 
பின்.ருGாறு அளைGக்கப்படுகிறது. இப்வேபாது 
32)8-.து நிளை<க்கான அளைனத்து வெசயல்களும் 0 
எனும் து.க்க Gதிப்புகளை9ப் வெபற்றுள்9த்ளைதக் 
காf<ாம். 



q_table = np.zeros([e.observation_space.n, 
e.action_space.n])

print (q_table[32)8])

[0. 0. 0. 0. 0. 0.]

இம்Gதிப்புகளை9 update வெசய்யும் நிகழ்.ானது 
100 முளைற for loop மூ<ம் நிகழ்த்தப்படுகிறது. 
அதா.து 100 முளைற பயனர்களை9ச் சரியாகக் 
வெகாண்டு வேசர்க்கப் பயன்படுத்திய Q Gதிப்புகள் 
ஒவ்வெ.ாரு முளைறயும் இதில் update 
வெசய்யப்படும். ஒவ்வெ.ாரு வெசயலும் அதற்கு 
முன்னர் அதிக Q Gதிப்ளைபப் வெபற்று அளைGந்த 
வெசயலின்படி .ழிநடத்தப்படும். இவ்.ாறாக 
100 episodes நிளைறவுற்ற பின்னர் அவேத 
நிளை<க்கான Q Gதிப்பு பின்.ருGாறு 
அளைG.ளைதக் காf<ாம். 

[-1.12)496344 -1.12)745359 -1.0989602)3 -1.0872)184  -
2).80419013 -2).78076376]



இம்Gதிப்புகளை9 ளை.த்துப் பார்க்கும்வேபாது 
அதிக Gதிப்ளைபப்  (-1.0872)184  )வெபற்று வி9ங்கும்
3-.து  வெசயளை< இந்நிளை<க்குப் வெபாருத்தGான 
வெசய<ாக எடுத்துக் வெகாள்9<ாம். ஆனால் 
இதுவேபான்ற குளைறந்த episodes-ஐ நிகழ்த்தி ஒரு 
முடிவுக்கு .eக்கூடாது. இளைதவேய learning by 
greedy என்வேபாம். குளைறந்த பட்சம் ப< <ட்சம் 
சுழற்சிகளை9யா.து  நிகழ்த்திய பின்னவேe 
எச்வெசயல் வெபாருத்தGானதாக அளைGயும் என்ற 
முடிவுக்கு நம்Gால் .e முடியும். இதன் பின்னர் 
களைடசி 100-.து episode-ல் ஊர்தியின் நகர்வு 
எண்ணிக்ளைகயும், .ாங்கிய penalty Gதிப்பும் 
வெ.ளிப்படுத்தப்பட்டுள்9து. வேGலும் 
சeாசரியாக ஒரு episode-க்கு இத்தளைகய 
Gதிப்புகள் என்வெனன்ன என்பதும் 
வெ.ளிப்படுத்தப்பட்டுள்9து. இம்Gதிப்புகள் 
இதற்கு முன்னர் வெ.ளிப்படுத்திய Gதிப்புகளை9 
விடக் குளைற.ாக அளைG.ளைதக் காf<ாம். 
இதுவே. ஊர்தி Q-algorithm மூ<ம் சிறப்பாக 
வெசயல்படக் கற்றுக் வெகாண்டு விட்டளைத 
உறுதிப்படுத்தும். 



Timesteps taken: 331

Penalties incurred: 16

Average timesteps per episode: 452).2)

Average penalties per episode 2)4.67

7. ஒவ்வெ.ாரு சுழற்சியிலும் Q-Table ஐ 
வேGம்படுத்தும் நிகழ்.ானது பின்.ரும் 
சGன்பாட்டின் படி நளைடவெபறும்.

 new_value = (1 - alpha) * old_value + alpha * (reward 
+ gamma * next_max)

இதில் alpha, gamma ஆகியளை. hyperparameters . 
Alpha என்பது ஒவ்வெ.ாரு சுழற்சியிலும் 
பயன்படுத்தப்படும் learning rate-ஐக் குறிக்கும். 
இது 0.1 என அளைGந்துள்9து . 

gamma என்பது 0 முதல் 1 .ளைe அளைGந்த 
Gதிப்ளைபப் வெபற்றிருக்கும். இங்கு 0.6 என 



அளைGந்துள்9து . இதன் Gதிப்ளைப 0 -க்கு 
வெநருக்கத்தில் அளைGக்கும்வேபாது, quick rewards-ஐ 
ளை.த்து அதிக வெபாருத்தGான வெசயளை<த் 
வேதர்ந்வெதடுக்கும். 1-க்கு அருகில் 
அளைGக்கும்வேபாது, long-term rewards-ஐ ளை.த்து 
வேதர்ந்வெதடுக்கும்.

வேGலும் epsilon எனும் ஒரு parameter இங்கு 
overfitting-ஐத் தடுக்கப் பயன்படுகிறது. for loop-ன் 
து.க்கத்தில், இந்த Gதிப்ளைபப் வெபாறுத்வேத ஆக 
ஒரு வெசயளை< random-ஆகத் வேதர்ந்வெதடுக்க 
வே.ண்டுGா அல்<து அதிக Q Gதிப்ளைபப் வெபற்ற 
ஒரு வெசயளை<த் வேதர்ந்வெதடுக்க வே.ண்டுGா 
என்பளைத  முடிவு வெசய்யும். ஏவெனனில் 
ஒவ்வெ.ாரு முளைறயும் அதிக Q Gதிப்ளைபப் 
வெபற்ற வெசயல்கவே9 திரும்பத் திரும்பத் 
வேதர்ந்வெதடுக்கப்படும்வேபாது over fitting ஏற்பட 
.ாய்ப்பு உள்9து. ஆகவே. இதளைனத் தவிர்க்க 
epsilon-க்கு ஒரு Gதிப்பிளைன .ளைeயறுத்து 
அதனடிப்பளைடயில் சி<சGயம் random-ஆகவும், 
சி< சGயம் அதிக Q Gதிப்பு வெகாண்ட வெசயலும் 
வேதர்ந்வெதடுக்கப்படுகிறது. 





19 முடிவுளைe

இத்துடன் Deep Deep Learning – Learning Deep Learning – முடி.ளைடந்து 

விடவில்.ளை<. Deep Learning – AI, Deep Learning – Neural Deep Learning – Networks Deep Learning – என்று 
பல்வே.று புதுளைGகள் கணினி உ<கில் நடந்து 

.ருகின்றன. Deep Learning – அ.ற்ளைற இளைfயத்தில் 

கிளைடக்கும் பாடங்கள், Deep Learning – .ளை<ப்பதிவுகள், Deep Learning – 

StackOverFlow Deep Learning – வேபான்ற த9ங்கள், Deep Learning – 
காவெfாளிகள் .ழிவேய வெதாடர்ந்து கற்று .e 

வே.ண்டுகிவேறன்.

நன்றி



20 ஆசிரியரின் பிற 
மின்னூல்கள்

http://freetamilebooks.com/
authors/nithyaduraisamy Deep Learning –  Deep Learning – / Deep Learning –  Deep Learning –  Deep Learning –  Deep Learning –  Deep Learning – 

http://freetamilebooks.com/authors/nithyaduraisamy/
http://freetamilebooks.com/authors/nithyaduraisamy
http://freetamilebooks.com/authors/nithyaduraisamy






21  கணியம் பற்றி

இ<க்குகள்

கட்டற்ற கணிநுட்பத்தின் எளிய விஷயங்கள் 
வெதாடங்கி அதிநுட்பGான அம்சங்கள் .ளைe 
அறிந்திட விளைழயும் எ.ருக்கும் வேதளை.யான 
தக.ல்களை9 வெதாடர்ச்சியாகத் தரும் த9Gாய் 

உருவெபறு.து. Deep Learning – 

• உளைe, Deep Learning – ஒலி, Deep Learning – ஒளி என பல்லூடக 

.ளைககளிலும் வி.eங்களை9 தரு.து. Deep Learning – 

• இத்துளைறயின் நிகழ்வுகளை9 

எடுத்துளைeப்பது. Deep Learning – 



• எ.ரும் பங்களிக்க ஏது.ாய் 
யா.ருக்குGான வெநறியில் வி.eங்களை9 

.ழங்கு.து. Deep Learning – 

• அச்சு .டிவிலும், Deep Learning – புத்தகங்க9ாகவும், Deep Learning – 
.ட்டுக்க9ாகவும் வி.eங்களை9 

வெ.ளியிடு.து. Deep Learning – 

பங்களிக்க

• விருப்பமுள்9 எ.ரும் பங்களிக்க<ாம். Deep Learning – 

• கட்டற்ற கணிநுட்பம் சார்ந்த விஷயGாக 

இருத்தல் வே.ண்டும். Deep Learning – 

• பங்களிக்கத் வெதாடங்கும் முன்னர் 
கணியத்திற்கு உங்களுளைடய 
பதிப்புரிGத்ளைத அளிக்க 

எதிர்பார்க்கப்படுகிறீர்கள். Deep Learning – 



• @ .editor@kaniyam.com kaniyam.com com.com 

முகவரிக்கு கீழ்க்கண்ட 

விவரங்களடங்கிய மடல�ொன்றை� 

உறுதிலமொழியொய் அளித்துவிட்டு 

யொரும் பங்களிக்கத் ல)ொடங்க�ொம்.

• Gடலின் வெபாருள்: பதிப்புரிGம் 
அளிப்பு 

• Gடல் உள்9டக்கம் 

• என்னால் கணியத்திற்காக
அனுப்பப்படும் 
பளைடப்புகள் அளைனத்தும்
கணியத்திற்காக 
முதன்முத<ாய் 



பளைடக்கப்பட்டதாக 

உறுதியளிக்கிவேறன். Deep Learning – 

• இதன்வெபாருட்டு 
எனக்கிருக்கக்கூடிய 
பதிப்புரிGத்திளைன 
கணியத்திற்கு 

.ழங்குகிவேறன். Deep Learning – 

• உங்களுடளைய 

முழுப்வெபயர், Deep Learning – வேததி. Deep Learning – 

• தாங்கள் பங்களிக்க விரும்பும் ஒரு 
பகுதியில் வே.வெறாரு.ர் ஏற்கனவே. 
பங்களித்து .ருகிறார் எனின் அ.ருடன் 

இளைfந்து பணியாற்ற முளைனயவும். Deep Learning – 

• கட்டுளைeகள் வெGாழிவெபயர்ப்புக9ாகவும்,
விஷயGறிந்த ஒரு.ர் வெசால்<க் வேகட்டு 
கற்று இயற்றப்பட்டளை.யாகவும் 

இருக்க<ாம். Deep Learning – 



• பளைடப்புகள் வெதாடர்க9ாகவும் 

இருக்க<ாம். Deep Learning – 

• வெதாழில் நுட்பம், Deep Learning – வெகாள்ளைக வி9க்கம், Deep Learning – 

பிeச்சாeம், Deep Learning – களைத, Deep Learning – வேகலிச்சித்திeம், Deep Learning – 
ளைநயாண்டி எனப் ப<சுளை.களிலும் 
இத்துளைறக்கு வெபாருந்தும்படியான 

ஆக்கங்க9ாக இருக்க<ாம். Deep Learning – 

• தங்களுக்கு இயல்பான எந்தவெ.ாரு 

நளைடயிலும் எழுத<ாம். Deep Learning – 

• தங்க9து பளைடப்புகளை9 எளியவெதாரு 

உளைe ஆ.fGாக editor@kaniyam.com

முக.ரிக்குஅனுப்பிளை.க்கவும். Deep Learning – 

• த9 பeாGரிப்பு, Deep Learning – ஆதe.ளித்தல் 
உள்ளிட்ட ஏளைனய விதங்களிலும் 

பங்களிக்க<ாம். Deep Learning – 



• ஐயங்களிருப்பின் editor@kaniyam.com Deep Learning – 

Gடலியற்றவும். Deep Learning – 

விண்fப்பங்கள்

• கணித் வெதாழில்நுட்பத்ளைத அறிய 
விளைழயும் Gக்களுக்காக 
வேGற்வெகாள்9ப்படும் முயற்சியாகும் 

இது. Deep Learning – 

• இதில் பங்களிக்க தாங்கள் அதிநுட்ப 
ஆற்றல் .ாய்ந்த.eாக இருக்க 

வே.ண்டும் என்ற கட்டாயமில்ளை<. Deep Learning – 

• தங்களுக்கு வெதரிந்த விஷயத்ளைத இயன்ற 
எளிய முளைறயில் எடுத்துளைeக்க ஆர்.ம் 

இருந்தால் வேபாதும். Deep Learning – 

• இதன் .9ர்ச்சி நம் ஒவ்வெ.ாரு.ரின் 

ளைகயிலுவேG உள்9து. Deep Learning – 



• குளைறகளிலிருப்பின் முளைறயாக 
வெதரியப்படுத்தி முன்வேனற்றத்திற்கு .ழி 

.குக்கவும். Deep Learning – 

வெ.ளியீட்டு வி.eம்

பதிப்புரிGம் © Deep Learning – 2019 Deep Learning – கணியம்.
கணியத்தில் வெ.ளியிடப்படும் கட்டுளைeகள் 

http://creativecommons.org/licenses/by-sa/3.0/
பக்கத்தில் உள்9 கிரிவேயடிவ் காGன்ஸ் 

வெநறிகளை9வெயாத்து .ழங்கப்படுகின்றன.

இதன்படி,
கணியத்தில் வெ.ளி.ரும் கட்டுளைeகளை9 
கணியத்திற்கும் பளைடத்த எழுத்தா9ருக்கும் 

உரிய சான்றளித்து, Deep Learning – நகவெ<டுக்க, Deep Learning – விநிவேயாகிக்க, Deep Learning – 

பளைறசாற்ற, Deep Learning – ஏற்றபடி அளைGத்துக் வெகாள்9, Deep Learning – 
வெதாழில் வேநாக்கில் பயன்படுத்த அனுGதி 

.ழங்கப்படுகிறது.

http://creativecommons.org/licenses/by-sa/3.0/


ஆசிரியர்: Deep Learning – த. Deep Learning – சீனி.ாசன் – 

editor@kaniyam.com Deep Learning –  Deep Learning – +91 Deep Learning – 98417 Deep Learning – 
95468

கட்டுளைeகளில் வெ.ளிப்படுத்தப்படும் 
கருத்துக்கள் கட்டுளைeயாசிரியருக்வேக உரியன

mailto:editor@kaniyam.com


2)2) கணியம் அறக்கட்டளை9

 Deep Learning – 

2)2).1 வெதாளை< வேநாக்கு – Vision
தமிழ் வெGாழி Gற்றும் இனக்குழுக்கள் சார்ந்த 

வெGய்நிகர்.9ங்கள், Deep Learning – கருவிகள் Gற்றும் 

அறிவுத்வெதாகுதிகள், Deep Learning – அளைன.ருக்கும்  கட்டற்ற 
அணுக்கத்தில் கிளைடக்கும் சூழல்



2)2).2) பணி இ<க்கு  – Mission
அறிவியல் Gற்றும் சமூகப் வெபாரு9ாதாe 

.9ர்ச்சிக்கு ஒப்ப, Deep Learning – தமிழ் வெGாழியின் பயன்பாடு 

.9ர்.ளைத உறுதிப்படுத்து.தும், Deep Learning – அளைனத்து 

அறிவுத் வெதாகுதிகளும், Deep Learning – .9ங்களும் கட்டற்ற 
அணுக்கத்தில் அளைன.ருக்கும் 

கிளைடக்கச்வெசய்தலும்.

 Deep Learning – 



2)2).3 தற்வேபாளைதய வெசயல்கள்

• கணியம் மின்னிதழ் – kaniyam.com Deep Learning – 
• கிரிவேயட்டிவ் காGன்சு உரிளைGயில் 

இ<.ச தமிழ் மின்னூல்கள் – 

FreeTamilEbooks.com Deep Learning –  Deep Learning – 

2)2).4 கட்டற்ற வெGன்வெபாருட்கள்

• உளைe ஒலி Gாற்றி   –  Text Deep Learning – to Deep Learning – Speech Deep Learning – 

• எழுத்துfரி   – Optical Deep Learning – Character Deep Learning – 

Recognition Deep Learning – 

• விக்கிமூ<த்துக்கான எழுத்துfரி   

http://github.com/tshrinivasan/OCR4wikisource
https://github.com/KaniyamFoundation/Pdf2Text
http://github.com/tshrinivasan/tamil-tts-install
http://FreeTamilEbooks.com/
http://kaniyam.com/


• மின்னூல்கள் கிண்டில் கருவிக்கு   

அனுப்புதல் – Send2Kindle Deep Learning – 

• விக்கிப்பீடியாவிற்கான சிறு கருவிகள்   

• மின்னூல்கள் உரு.ாக்கும் கருவி   

• உளைe ஒலி Gாற்றி – இளைfய வெசயலி   

• சங்க இ<க்கியம் – ஆன்டிeாய்டு வெசயலி   

• FreeTamilEbooks Deep Learning – – Deep Learning –  Deep Learning –  Deep Learning – ஆன்டிeாய்டு  Deep Learning –  Deep Learning – 
வெசயலி 

• FreeTamilEbooks Deep Learning – – Deep Learning –  Deep Learning –  Deep Learning – ஐஒஎஸ் வெசயலி Deep Learning –  Deep Learning –  

https://github.com/kishorek/Free-Tamil-Ebooks
https://github.com/khaleeljageer/FreeTamilEBooks
https://github.com/khaleeljageer/FreeTamilEBooks
https://github.com/KaniyamFoundation/SangaIlakkiyangal
https://github.com/fossbalaji/tamil-tts-web/
https://github.com/KaniyamFoundation/create_ebooks
https://github.com/tshrinivasan/tools-for-wiki/
https://github.com/tshrinivasan/Send2Kindle
https://github.com/tshrinivasan/Send2Kindle


• WikisourceEbooksReport Deep Learning –  Deep Learning –  Deep Learning – இந்திய 
வெGாழிகளுக்ககான விக்கிமூ<ம் 
மின்னூல்கள் பதிவிறக்கப் பட்டியல் 

• FreeTamilEbooks.com Deep Learning – – Deep Learning – Download Deep Learning –  Deep Learning –  Deep Learning – 
counter Deep Learning – மின்னூல்கள் பதிவிறக்கப் 
பட்டியல்  

22.5 அடுத்த 
திட்டங்கள்/வெGன்வெபாருட்கள் 

• விக்கி மூ<த்தில் உள்9 மின்னூல்களை9 

பகுதிவேநe/முழு வேநeப் பணியா9ர்கள் 
மூ<ம் விளைeந்து பிளைழ திருத்துதல் 

• முழு வேநe நிe<ளைe பணியGர்த்தி 
பல்வே.று கட்டற்ற வெGன்வெபாருட்கள் 
உரு.ாக்குதல் 

https://github.com/nithyadurai87/fte-ebooks-download-counter
https://github.com/nithyadurai87/fte-ebooks-download-counter
https://github.com/KaniyamFoundation/WikisourceEbooksReport


• தமிழ் NLP Deep Learning – க்கான பயிற்சிப் பட்டளைறகள்
நடத்துதல் 

• கணியம் .ாசகர் .ட்டம் உரு.ாக்குதல் 

• கட்டற்ற வெGன்வெபாருட்கள், Deep Learning – 
கிரிவேயட்டிவ் காGன்சு உரிளைGயில் 
.9ங்களை9 உரு.ாக்குப.ர்களை9க் 
கண்டறிந்து ஊக்குவித்தல் 

• கணியம் இதழில் அதிக 

பங்களிப்பா9ர்களை9 உரு.ாக்குதல், Deep Learning – 
பயிற்சி அளித்தல்  

• மின்னூ<ாக்கத்துக்கு ஒரு இளைfயத9 
வெசயலி 

• எழுத்துfரிக்கு ஒரு இளைfயத9 
வெசயலி 



• தமிழ் ஒலிவேயாளைடகள் உரு.ாக்கி 
வெ.ளியிடுதல் 

• OpenStreetMap.org Deep Learning –  Deep Learning –  Deep Learning – ல் உள்9 இடம், Deep Learning – 

வெதரு, Deep Learning – ஊர் வெபயர்களை9 தமிழாக்கம் 
வெசய்தல் 

• தமிழ்நாடு முழு.ளைதயும் 

OpenStreetMap.org Deep Learning – ல் .ளைeதல் 

• குழந்ளைதக் களைதகளை9 ஒலி .டிவில் 
.ழங்குதல் 

• Ta.wiktionary.org Deep Learning –  Deep Learning –  Deep Learning – ஐ ஒழுங்குபடுத்தி 

API Deep Learning – க்கு வேதாதாக Gாற்றுதல் 

• Ta.wiktionary.org Deep Learning –  Deep Learning –  Deep Learning – க்காக ஒலிப்பதிவு 
வெசய்யும் வெசயலி உரு.ாக்குதல் 

http://Ta.wiktionary.org/
http://Ta.wiktionary.org/
http://OpenStreetMap.org/
http://OpenStreetMap.org/


• தமிழ் எழுத்துப் பிளைழத்திருத்தி 
உரு.ாக்குதல் 

• தமிழ் வே.ர்ச்வெசால் காணும் கருவி 
உரு.ாக்குதல் 

• எல்<ா FreeTamilEbooks.com Deep Learning – 

மின்னூல்களை9யும் Google Deep Learning – Play Deep Learning – Books, Deep Learning – 

GoodReads.com Deep Learning – ல் ஏற்றுதல் 

• தமிழ் தட்டச்சு கற்க இளைfய வெசயலி 
உரு.ாக்குதல் 

• தமிழ் எழுதவும் படிக்கவும் கற்ற 

இளைfய வெசயலி உரு.ாக்குதல் (

aamozish.com/Course_preface Deep Learning – வேபா<) Deep Learning – 

 Deep Learning – 

https://aamozish.com/Course_preface
http://GoodReads.com/
http://FreeTamilEbooks.com/


வேGற்கண்ட திட்டங்கள், Deep Learning – வெGன்வெபாருட்களை9 
உரு.ாக்கி வெசயல்படுத்த உங்கள் அளைன.ரின் 

ஆதeவும் வேதளை.. Deep Learning – உங்க9ால் எவ்.ாவேறனும் 
பங்களிக்க இயலும் எனில் உங்கள் 

வி.eங்களை9  kaniyamfoundation@gmail.com Deep Learning – 

க்கு மின்னஞ்சல் அனுப்புங்கள்.

 Deep Learning – 

2)2).6 வெ.ளிப்பளைடத்தன்ளைG

கணியம் அறக்கட்டளை9யின் வெசயல்கள், Deep Learning – 

திட்டங்கள், Deep Learning – வெGன்வெபாருட்கள் யாவும் 

அளைன.ருக்கும் வெபாது.ானதாகவும், Deep Learning – 100% Deep Learning – 

வெ.ளிப்பளைடத்தன்ளைGயுடனும் இருக்கும். Deep Learning – 

இந்த இளைfப்பில் வெசயல்களை9யும், Deep Learning – இந்த 

இளைfப்பில் Gாத அறிக்ளைக, Deep Learning – .eவு வெச<வு 

வி.eங்களுடனும் காf<ாம்.

https://github.com/KaniyamFoundation/Organization/wiki
https://github.com/KaniyamFoundation/Organization/wiki
https://github.com/KaniyamFoundation/Organization/issues
https://github.com/KaniyamFoundation/Organization/issues
mailto:kaniyamfoundation@gmail.com


கணியம் அறக்கட்டளை9யில் உரு.ாக்கப்படும் 
வெGன்வெபாருட்கள் யாவும் கட்டற்ற 

வெGன்வெபாருட்க9ாக மூ< நிeலுடன், Deep Learning – GNU Deep Learning – 

GPL, Deep Learning – Apache, Deep Learning – BSD, Deep Learning – MIT, Deep Learning – Mozilla Deep Learning – ஆகிய 

உரிளைGகளில் ஒன்றாக வெ.ளியிடப்படும். Deep Learning – 

உரு.ாக்கப்படும் பிற .9ங்கள், Deep Learning – 

புளைகப்படங்கள், Deep Learning – ஒலிக்வேகாப்புகள், Deep Learning – 

காவெfாளிகள், Deep Learning – மின்னூல்கள், Deep Learning – கட்டுளைeகள் 

யாவும் யா.ரும் பகிரும், Deep Learning – பயன்படுத்தும் 
.ளைகயில் கிரிவேயட்டிவ் காGன்சு உரிளைGயில் 

இருக்கும்.

2)2).7 நன்வெகாளைட
உங்கள் நன்வெகாளைடகள் தமிழுக்கான கட்டற்ற 
.9ங்களை9 உரு.ாக்கும் வெசயல்களை9 சிறந்த 

.ளைகயில் விளைeந்து வெசய்ய ஊக்குவிக்கும்.



பின்.ரும் .ங்கிக் கfக்கில் உங்கள் 

நன்வெகாளைடகளை9 அனுப்பி, Deep Learning – உடவேன 
வி.eங்களை9 

kaniyamfoundation@gmail.com Deep Learning – க்கு 

மின்னஞ்சல் அனுப்புங்கள்.

Kaniyam Foundation
Account Number : 606 1010 100 502
79

Union Bank Of India
West Tambaram, Chennai

mailto:kaniyamfoundation@gmail.com


IFSC – UBIN0560618

Account Type : Current Account

 Deep Learning – 

2)2).8 UPI வெசயலிகளுக்கான QR Code

 Deep Learning – 

குறிப்பு: Deep Learning – சி< UPI Deep Learning – வெசயலிகளில் இந்த QR Deep Learning – Code Deep Learning – 

வே.ளை< வெசய்யாGல் வேபாக<ாம். Deep Learning – அச்சGயம் 

வேGவே< உள்9 .ங்கிக் கfக்கு எண், Deep Learning – IFSC Deep Learning – code Deep Learning – 

ஐ பயன்படுத்தவும்.

Note: Sometimes UPI does not work 
properly, in that case kindly use 
Account number and IFSC code for 
internet banking.



https://i1.wp.com/www.kaniyam.com/wp-content/uploads/2019/02/photo6298347662029727911.jpg
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